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Resumo
A filtragem adaptativa tem sido extensivamente estudada para uma ampla gama de apli-
cações como economia, engenharia biomédica, equalização de canais, sistema de controle e
telecomunicações. O problema de sinais não estacionários constitui um dos maiores desafios
no contexto de filtros adaptativos, uma vez que exige simultaneamente alta velocidade de
convergência, boa capacidade de rastreamento e estabilidade sendo motivação de propostas
novos algoritmos de filtragem e variantes de algoritmos bem estabelecidos. A variabilidade
das propriedades estatísticas do sinal impõe a necessidade de mecanismos de detecção para
variações abruptas do sinal de entrada, aumentando a complexidade computacional dos
algoritmos. Este trabalho apresenta o algoritmo Recursivo Não Quadrático Autorregulado
(RNQA) que deriva de uma família de algoritmos baseados em potencias pares de erro onde
a regularização dinâmica da matriz de autocorrelação é feita continuamente pelo quadrado
do erro instantâneo do algoritmo, caracterizando um mecanismo de ajuste adaptativo na
fase de atualização da matriz, capaz de responder efetivamente em ambientes não estacio-
nários. Uma configuração de identificação de sistemas foi realizada em um ambiente não
estacionário, caracterizado por mudanças abruptas no parâmetro desconhecido, permitiu
avaliar a capacidade de rastreamento do algoritmos proposto. O RNQA apresentou melhor
resultado de desempenho em termos de velocidade de convergência em comparação ao
RNQ padrão e algoritmo do filtro de Kalman numa estrutura de identificação de sistemas.

Palavras-chaves: Filtro adaptativo, Regularização, Velocidade de convergência.



Abstract
Adaptive filtering has been extensively studied for a wide range of applications such as
economics, biomedical engineering, channel equalization, control systems, and telecommu-
nications. The problem of non-stationary signals constitutes one of the greatest challenges
in the context of adaptive filters, since it simultaneously requires high convergence speed,
good tracking capability, and stability, motivating the proposal of new filtering algorithms
and variants of well-established algorithms. The variability of the signal’s statistical prop-
erties imposes the need for detection mechanisms for abrupt statistical variations in the
input signal, increasing the computational complexity of the algorithm. This work presents
the Recursive Non-Quadratic Self-Regulated (RNQA) algorithm, which derives from a
family of algorithms based on even-power errors where the dynamic regularization of
the autocorrelation matrix is continuously performed by the square of the instantaneous
error of the algorithm, characterizing an adaptive adjustment mechanism in the matrix
update phase, capable of responding effectively in non-stationary environments. A system
identification configuration was performed in a non-stationary environment, characterized
by abrupt changes in the unknown parameter, allowing the evaluation of the tracking
capability of the proposed algorithm. RNQA showed better performance results in terms
of convergence speed compared to the standard RNQ and Kalman filter algorithm in a
system identification framework.

Keywords:Adaptive filter, Regularization, Convergence speed.
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1

1 Introdução

1.1 Um contexto histórico
A teoria da filtragem adaptativa emerge da convergência entre diferentes áreas

do conhecimento, incluindo estatística, engenharia elétrica, controle e neurociência. Sua
evolução reflete uma mudança profunda na forma de tratar problemas de estimação em
ambientes incertos, passando de abordagens estáticas para métodos recursivos capazes de
operar em tempo real.

O ponto de partida dessa trajetória remonta ao trabalho de Carl Friedrich Gauss, no
início do século XIX, no contexto da astronomia e da geodesia. Ao estudar a determinação
de órbitas celestes a partir de medições ruidosas, Gauss introduziu o método dos mínimos
quadrados, baseado na minimização da soma dos erros quadráticos.

Durante grande parte do século XIX e início do século XX, esse método foi
amplamente utilizado em aplicações científicas e de engenharia, sendo resolvido por meio
de manipulações algébricas diretas, frequentemente com auxílio de tabelas numéricas e
cálculos manuais. Nesse período, o problema era tipicamente formulado de forma estática:
um conjunto completo de observações era coletado e, somente então, processado em bloco
para obtenção da solução. Mesmo com os avanços promovidos por autores como Pierre-
Simon Laplace, que aprofundaram a interpretação probabilística dos erros, a abordagem
permanecia essencialmente manual.

Nos primórdios da computação particularmente entre as décadas de 1930 e 1940,
o cenário tecnológico era marcado por limitações severas de hardware, inexistência de
arquiteturas padronizadas e uma predominância quase absoluta de abordagens analíticas.
Com o trabalho de Alan Turing (TURING, 1936), matemático e lógico britânico, Sobre
Números Computáveis, com uma Aplicação ao problema de decisão, introduziu o conceito
teórico de uma máquina universal (máquina de Turing). Reconhecido como um dos pais
da computação moderna, liderou esforços no centro de Bletchley Park para decifrar
mensagens criptografadas pelo sistema Enigma, utilizado pela Alemanha nazista. Esse
fato antecipa conceitos fundamentais que mais tarde seriam centrais no processamento
de sinais, como a automação de procedimentos algorítmicos, o tratamento sistemático de
dados e a necessidade de soluções eficientes sob restrições computacionais severas.

Na década de 1940, Norbert Wiener, atuando nas áreas de engenharia elétrica,
controle e comunicações, em instituições como o MIT Radiation Laboratory, desenvolveu
a teoria da filtragem ótima. Seu trabalho consolidou a aplicação da estatística no processa-
mento de sinais, formulando o problema de estimação em problemas como predição de
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sinais e controle sob ruído. Seu trabalho seminal está consolidado no livro Extrapolation,
Interpolation, and Smoothing of Stationary Time Series (WIENER, 1949), no qual o
problema de estimação é formulado como a minimização do erro quadrático médio,

J(w) = E
[
e(n)2

]
Essa formulação conecta diretamente estatística e álgebra linear por meio das

equações matriciais normais,

Rwo = p

Esse ponto marca a consolidação da estrutura matemática que ainda hoje define a
filtragem adaptativa e a base da estimação linear ótima. Entretanto, sua aplicação prática
é limitada, pois requer o conhecimento prévio das estatísticas dos sinais, como a matriz de
autocorrelação e o vetor de correlação cruzada, além de envolver a inversão de matriz, o
que pode ser computacionalmente oneroso e inviável em tempo real ou em ambientes não
estacionários.

A teoria da filtragem adaptativa possui raízes profundas na tentativa de modelar
matematicamente os mecanismos de aprendizagem observados em sistemas biológicos.
Desde as primeiras formulações de neurônios artificiais até os modernos algoritmos de esti-
mação recursiva, observa-se uma evolução conceitual que conecta diretamente neurociência,
inteligência artificial e processamento estatístico de sinais.

No campo interdisciplinar emergente da cibernética, em 1943, McCulloch e Pitts
(MCCULLOCH; PITTS, 1949) e Hebb (HEBB, 1949) estabeleceram os fundamentos
da aprendizagem em sistemas artificiais. Esses trabalhos introduziram conceitos que
conectavam biologia, matemática e engenharia, especialmente a idealização de adaptação
baseada em dados. Eles propuseram um modelo abstrato de neurônio baseado em uma
combinação linear de sinais de entrada seguida por uma operação de decisão não linear.
Essa formulação introduziu a concepção de que sistemas complexos poderiam emergir da
interconexão de unidades simples cujos parâmetros, denominados pesos sinápticos, podem
ser ajustados. Hebb introduziu um princípio de aprendizagem baseado na correlação entre
atividades neurais. Nesse modelo, o neurônio realiza uma combinação linear das entradas
seguida por uma função de ativação

y = f

(
L∑

i=1
wixi

)

sendo que xi representam os sinais de entrada, wi são os pesos sinápticos e f(·) é uma
função não linear que modela o mecanismo de disparo do neurônio. De forma simplificada,
esse princípio estabelece que conexões entre neurônios devem se fortalecer quando os sinais
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de entrada e saída ocorrem simultaneamente. Embora originalmente proposto no contexto
da neurociência, esse princípio antecipou um conceito central da filtragem adaptativa: a
atualização de parâmetros baseada em relações estatísticas observadas nos dados.

Esse modelo introduziu dois conceitos fundamentais: a representação linear pon-
derada das entradas, a possibilidade de adaptação dos pesos sinápticos estabelecendo a
base matemática para a modelagem de sistemas capazes de aprender a partir de dados.
Embora originalmente proposto no contexto da neurociência, esse princípio antecipou um
conceito central da filtragem adaptativa: a atualização de parâmetros baseada em relações
estatísticas observadas nos dados. Hebb propôs um princípio de aprendizagem baseado na
correlação entre atividades neurais. A chamada regra de Hebb pode ser expressa de forma
simplificada como

∆wi ∝ xiy

sendo a representação da atividade do neurônio pré-sináptico dada por xi e y a atividade
do neurônio pós-sináptico. Esse princípio estabelece que a força de uma conexão sináptica
aumenta quando os neurônios conectados são ativados simultaneamente. Do ponto de
vista matemático, essa regra representa uma forma primitiva de adaptação baseada em
correlação estatística.

A regra de Hebb exerceu forte influência sobre o desenvolvimento posterior de
algoritmos de aprendizagem adaptativa, pois introduziu o conceito fundamental de que os
parâmetros de um sistema podem ser ajustados automaticamente em função dos dados
observados.

Na década de 1950, Rosenblatt (ROSENBLATT, 1958), no artigo “A Probabilistic
Model for Information Storage and Organization” , apresentou o perceptron, um sistema
capaz de aprender a classificar padrões por meio do ajuste iterativo de pesos. O perceptron
introduziu conceitos fundamentais de aprendizagem supervisionada e mostrou que sistemas
artificiais poderiam modificar seus parâmetros automaticamente em resposta ao erro
observado durante o processo de aprendizagem, modelado por

y = sign
(
wT x

)
sendo x o vetor de entrada e w representa os pesos sinápticos.

Apesar de sua simplicidade, o perceptron introduziu conceitos fundamentais para o
desenvolvimento posterior de algoritmos adaptativos, incluindo a de atualização iterativa
de parâmetros com base em um erro observado.

A história da aprendizagem adaptativa teve início no início da década de 1960,
com o trabalho de Widrow e Hoff (WIDROW; HOFF, 1960). Buscando desenvolver
sistemas eletrônicos capazes de aprender diretamente a partir de dados, os pesquisadores
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introduziram o modelo conhecido como Neurônio Linear Adaptativo (Adaptive Linear
Element - ADALINE). Diferentemente do perceptron, esse modelo utilizava uma saída
linear, y(n) = wT (n)x(n), e definia o processo de aprendizagem por meio da minimização
do erro quadrático médio, J = E[e2(n)] entre o sinal desejado e a saída do sistema.

O ADALINE estabelece a formulação do problema como a minimização do erro
quadrático médio. Uma abordagem alternativa foi proposta por Widrow e Hoff por um
algoritmo baseado em um método de descida do gradiente ∇J(w) aplicado à função custo
do erro quadrático médio.

O insight central de Widrow foi perceber que como a esperança estatística, que na
prática não é conhecida, ela poderia ser aproximada utilizando apenas o erro instantâneo
disponível em cada iteração. Essa observação levou ao Algoritmo dos Mínimos Quadrados
Médios (Least Mean Squares—LMS), no qual os coeficientes do sistema são atualizados
iterativamente utilizando uma estimativa estocástica do gradiente do erro médio.

Essa formulação resultou em um algoritmo simples e recursivo capaz de aprender
diretamente a partir dos dados observados, permitindo adaptação contínua em ambientes
dinâmicos. Isso transformou um problema de otimização estatística que não exigiria
o conhecimento explícito de esperanças estatísticas e matrizes de correlação em um
algoritmo simples e recursivo capaz de aprender diretamente a partir dos dados observados.
Mais importante ainda, essa estrutura permite que o sistema se ajuste continuamente à
medida que novos dados são observados, característica essencial em ambientes nos quais
as propriedades estatísticas dos sinais não permanecem constantes ao longo do tempo.

Apesar de sua simplicidade, o LMS pode apresentar convergência lenta quando os
sinais de entrada possuem forte correlação estatística ou quando o sistema a ser estimado
varia rapidamente no tempo, comprometendo sua capacidade de rastreamento. Essas
limitações motivaram o desenvolvimento de algoritmos mais sofisticados baseados no
critério de mínimos quadrados. Entre eles destaca-se o algoritmo dos Mínimos Quadrados
Recursivos (Recursive Least Squares-RLS) surge como a síntese natural da evolução a
fundamentação estatística que implementa uma solução recursiva para o problema de
mínimos quadrados ponderados utilizando um fator de esquecimento que permite dar
maior peso às observações mais recentes.

A introdução desse fator de esquecimento, 0 < λ ≤ 1 , fornece um mecanismo
natural para lidar com ambientes não estacionários, permitindo que o algoritmo adapte seus
parâmetros de forma mais rápida às mudanças nas propriedades do sistema. O algoritmo
RLS busca minimizar a função custo

Jn(w) =
n∑

i=1
λn−ie2

i

Esse algoritmo apresenta convergência significativamente mais rápida que o LMS e
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melhor capacidade de rastreamento em sistemas variantes no tempo (HAYKIN, 1991).

Relação histórica entre o filtro de Kalman e o algoritmo RLS

Um aspecto fundamental na evolução da teoria de estimação adaptativa diz respeito
à relação histórica e conceitual entre o filtro de Kalman e o algoritmo RLS. Embora
frequentemente apresentados como métodos distintos na literatura de processamento de
sinais, sua origem revela uma conexão profunda.

O filtro de Kalman, introduzido por Rudolf Emil Kalman (KALMAN, 1960), surgiu
no contexto da estimação de estados em sistemas dinâmicos, motivado por aplicações
em navegação, controle e rastreamento. Seu objetivo consistia em estimar de forma
ótima o estado de um sistema linear sujeito a ruído, utilizando uma formulação recursiva
que permitia atualizar a estimativa a cada nova observação. Kalman observou que a
solução ótima de um problema de mínimos quadrados poderia ser implementada de forma
sequencial, eliminando a necessidade de processamento em lote.

Paralelamente, o problema de estimação de parâmetros baseado no critério de
mínimos quadrados já era conhecido desde os trabalhos clássicos de Gauss e posteriormente
formalizado no contexto estatístico por Wiener. No entanto, essas abordagens eram
essencialmente não recursivas e, portanto, pouco adequadas para aplicações em tempo
real.

A conexão entre essas duas linhas de desenvolvimento tornou-se evidente quando se
considerou o problema de estimação de parâmetros constantes dentro da estrutura do filtro
de Kalman. Ao modelar o vetor de parâmetros como um sistema dinâmico trivial, descrito
w(n + 1) = w(n), e a relação de observação como d(n) = xT (n)w(n) + v(n), obtém-se
um caso particular do filtro de Kalman cuja solução resulta em equações estruturalmente
idênticas às do algoritmo RLS.

Sob essa perspectiva, o algoritmo RLS pode ser interpretado como uma especi-
alização do filtro de Kalman para o problema de estimação de parâmetros constantes.
Historicamente, isso implica que o desenvolvimento do RLS foi fortemente influenciado
pelo surgimento da estimação recursiva proposta por Kalman, ao mesmo tempo em que
incorpora diretamente o critério de mínimos quadrados herdado da tradição estatística.
Essa dupla origem confere ao RLS uma posição singular na teoria de filtragem adaptativa:
ele representa simultaneamente a forma recursiva exata do método dos mínimos quadrados
ponderados e um caso particular de um estimador ótimo mais geral. Como consequência,
o algoritmo combina elevada eficiência estatística com capacidade de adaptação em tempo
real, características que o tornam particularmente adequado para aplicações em ambientes
dinâmicos e não estacionários.

Do ponto de vista histórico, pode-se afirmar que o filtro de Kalman precede o RLS,
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tendo estabelecido o paradigma da estimação recursiva.

O RLS surge, então, como a materialização desse paradigma no contexto específico
do processamento de sinais. Essa relação evidencia que o avanço da área não ocorreu por
substituição de métodos, mas sim por progressiva integração, culminando em algoritmos
capazes de unir optimalidade teórica e viabilidade computacional em aplicações práticas.

1.2 Estado da arte
Em processamento de sinais aleatórios quando as características estatísticas desses

sinais não são conhecidas a solução é o emprego de filtros adaptativos para efetuar suas
predição e estimação (HAYKIN, 2014).

O termo filtro é usado para descrever um sistema de hardware ou software, cuja
finalidade pode ser tanto para recuperar informação contaminada por ruído ou simplesmente
selecionar partes de interesse de um sinal, como por exemplo, componentes de uma certa
banda de frequência. Filtros usados para tais propósitos podem ser de parâmetros fixos ou
adaptativos.

Os filtros adaptativos operam com algoritmos recursivos, cuja principal vantagem
consiste no ajuste automático dos parâmetros do filtro de acordo com as mudanças no sinal
de entrada, tornando possível o funcionamento satisfatório destes filtros em ambientes
não-estacionários. Dependendo da aplicação, um filtro pode executar tarefas básicas de
processamento de informações (HAYKIN, 2014): a predição, que consiste em estimar valores
futuros de uma grandeza de interesse com base nas observações disponíveis até o instante
corrente; a filtragem, que busca estimar o estado atual utilizando medições presentes e
passadas; e a suavização, na qual se procura reduzir a variabilidade induzida pelo ruído
nas estimativas de estados passados por meio do uso adicional de observações futuras.
Nesse último caso, admite-se um atraso na produção do resultado, em contrapartida a
estimativas geralmente mais precisas do que aquelas obtidas apenas por filtragem.

Algoritmos adaptativos baseados em mínimos quadrados recursivos são amplamente
utilizados devido à sua rápida convergência. No entanto, em certas aplicações, em que
apresenta variações bruscas dos parâmetros do sinal de entrada a reação do algoritmo
pode ser insuficiente para responder rápido a essas variações.

Em ambientes não estacionários o algoritmo deve ser capaz de rastrear continua-
mente essas variações sem introduzir flutuações excessivas na estimativa, nesse cenário
algoritmos adaptativos clássicos apresentam limitações significativas. Um aspecto fun-
damental é o compromisso intrínseco entre precisão e capacidade de rastreamento do
algoritmo. Intuitivamente, esse fenômeno pode ser compreendido por meio de uma analogia
simples: o parâmetro que controla a adaptação do algoritmo atua como um "cobertor
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curto”, ao melhorar uma característica do algoritmo, inevitavelmente se degrada outra.
Esse fenômeno é um desafio que evidencia uma limitação operacional dos algoritmos
adaptativos clássicos.

O problema de sinais não estacionários constitui um dos desafios para algoritmos
adaptativos para rastrear de forma rápida e estável. Exemplos representativos de sinais
não estacionários são eletrocardiograma (ECG) e eletroencefalograma (EEG).

Algoritmos com passo de adaptação reduzido apresentam excelente desempenho
em regime estacionário, caracterizado por baixo erro de estimação. No entanto, tais
configurações implicam baixa capacidade de rastreamento (tracking) em ambientes não
estacionários, especialmente diante de variações abruptas dos parâmetros do sistema.

Esse comportamento é análogo ao observado em algoritmos RLS com fator de
esquecimento próximo da unidade (λ → 1), conforme discutido em (HAYKIN, 2014), nos
quais a longa memória temporal reduz a sensibilidade a novas informações. De forma
semelhante, no filtro de Kalman, a adoção de covariâncias de processo reduzidas implica
menor ganho de Kalman, limitando a capacidade de adaptação a mudanças rápidas e
degradando o desempenho de rastreamento.

A literatura propõe diversas estratégias que garanta um comportamento estável do
filtro, dentre elas é adicionar um termo referenciado na literatura um “pequeno número
positivo” à matriz de covariância (HAYKIN, 1991). Por outro lado, configurações para
melhor a resposta transitória aumentam a sensibilidade ao ruído aumentando a variância
do erro e o risco de instabilidade.

Esse compromisso motivou propostas de extensões de algortimos e novos algoritmos
têm sido em filtragem adaptativa para aplicações diversas. Uma técnica para melhorar
a taxa de convergência do algoritmo RLS, é apresentada por Ali (ALI; REHMAN; ALI,
2010), onde o vetor de ganho leva em consideração o valor de |1/ε|, sendo ε uma estimativa
a priori do erro.

Passo variável formulado como VSS-LMS (MOMOH O. C. UBADIKE, 2020) é
comparados com o algoritmo LMS convencional em termos de MSE e velocidade de con-
vergência. O mecanismo em (CAI; LAMARE, 2013) é proposto empregar um componente
atualizado relacionado à média temporal da correlação de erros para ajustar automatica-
mente o fator de esquecimento, garantindo convergência rápida e bom rastreamento da
interferência do canal.

O trabalho em (ZHU et al., 2021) considera a estimação de estado com ruído de
processo e medição desconhecido, não estacionário em experimentos com dados sintéticos e
dados reais de veículos inteligentes. Numa variação desse aspecto o artigo On Regularization
in Adaptive Filtering, (BENESTY; PALEOLOGU; CIOCHINă, 2011), no contexto do
cancelamento do eco, objetiva uma regularização constante considerando a variância do
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sinal de entrada, apresentando uma versão componente de correção do algoritmo Mínimos
Quadrados Médios Normalizados (Normalized Least Mean Square NLMS) regularizada.

Conforme analisado por Slock (SLOCK, 1996), o comportamento de convergência
dos algoritmos LMS e NLMS evidencia um compromisso entre rapidez de adaptação e
estabilidade, frequentemente interpretado como um trade-off entre velocidade de conver-
gência e sensibilidade ao ruído. Esse compromisso motiva o desenvolvimento de estratégias
adaptativas capazes de ajustar dinamicamente os parâmetros desses algoritmos em função
do grau de não estacionaridade do sinal, resposta rápida versus estabilidade.

É comum na literatura a avaliar desempenhos entre algoritmos segundo algum
critério para uma dada aplicação. Filtros bem conhecidos, como o RLS, o LMS e o Filtro
de Kalman, utilizam funções de custo de segunda ordem, sendo seus desempenhos ótimos
geralmente associados a ambientes com estatísticas Gaussianas. Em destaque, cita-se o
algoritmo Recursivo Não Quadrático (RNQ) (SILVA et al., 2015), como uma classe do
RLS que ajusta os pesos de um filtro adaptativo.

No artigo “An algorithm based on non-squared sum of the errors”, no qual os autores
modificam as equações recursivas do RLS ao utilizar como superfície de desempenho uma
soma ponderada de potências pares do erro que não se restringem ao quadrado tradicional.
O algoritmo RNQ obteve desempenho superior em comparação com algoritmo Mínimos
Quadrado Recursivo (RLS), no cenário identificação sistemas, mostrando maior velocidade
de adaptação em relação ao RLS padrão.

O filtro de Kalman é conhecido por sua capacidade de rastrear parâmetros variantes
no tempo com resposta assintótica adequada, porém tem alto custo computacional e requer
sintonização cuidadosa das matrizes de covariância para garantir desempenho robusto no
mundo real(HAYKIN, 1991).

Em (SADIKI; SLOCK, 2006) é feita comparação entre o filtro de Kalman do ponto
de vista bayesiano e a filtragem adaptativa padrão em termos do excesso de erro médio
quadrático (EMSE—Excess Mean Square Error) das estimativas em estado estacionário.

Recentemente, diversas estratégias de regularização para algoritmos adaptativos
têm sido investigadas visando melhorar a robustez numérica e o desempenho em ambientes
variantes no tempo. Essas abordagens incluem mecanismos de regularização variante no
tempo, reutilização de dados e técnicas de penalização, buscando aprimorar a estabilidade,
a velocidade de convergência e a capacidade de rastreamento dos algoritmos da família
RLS (LI, 2022; SCHMIDT, 2022; OTOPELEANU et al., 2025). Entretanto, observa-se
que tais métodos, em geral, introduzem parâmetros adicionais ou estratégias específicas de
ajuste para a regularização.

Neste trabalho apresentamos algoritmo autorregularizado, onde o erro instantâneo
do próprio algoritmo é usado explicitamente como parâmetro de regularização dinâmica
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da sua matriz de auto covariância que conduzem a um melhor desempenho, em termos
de velocidade de convergência, quando comparado com o RNQ e filtro de Kalman para
identificação de sistemas apresentado em (SöDERSTRöM, 1989).

1.3 Motivação
Algoritmos adaptativos são geralmente avaliados segundo critérios principais de

desempenho como velocidade de convergência, erro em regime permanente, capacidade
de rastreamento, complexidade computacional. Em geral, esses critérios não podem ser
simultaneamente otimizados dentro de uma mesma estrutura algorítmica, dando origem
ao conhecido compromisso entre desempenho e estabilidade.

Em consulta a literatura constata-se que é comum resultados superiores do Filtro
de Kalman sobre o RLS e de seus variantes, principalmente na precisão e convergência.

Recentemente em (SILVA et al., 2015), o algoritmo Recursivo Não Quadrático
(RNQ) apresentou melhor convergência do que o RLS numa estrutura de configuração de
identificação de sistemas com custo computacional igual do algoritmo RLS. Entretanto
nenhuma análise comparativa de desempenho do algoritmo RNQ é considerada em relação
a algoritmos clássicos considerados superior, como o algoritmo de filtro de Kalman.

Neste trabalho apresentamos o algoritmo Recursivo Não quadrático Autorregulado
(RNQA) com característica de ajuste adaptativo onde o erro instantâneo é o parâmetro
de regularização na atualização da sua matriz de autocovariância. Essa estratégias na
regularização resultou na melhoria do desempenho da adaptação do algoritmo em regime
não estacionário, na capacidade de rastreamento (tracking ability) que conduzem a um
melhor desempenho quando comparado com outros filtros.

1.4 Objetivos

1.4.1 Objetivo Geral

Propor autorregularização da matriz de autocovariância no algoritmo RNQA, com
o objetivo de acelerar a convergência na estimação de parâmetros e aprimorar a capacidade
de rastreamento em ambiente não estacionário. Tal abordagem visa mitigar o compromisso
entre velocidade de convergência e capacidade de rastreamento, especialmente em cenários
não estacionários.
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1.4.2 Objetivos Específicos

• Propor um mecanismo de autorregularização adaptativa na matriz de autocovariância
do algoritmo RNQA, baseado no erro instantâneo, em substituição à regularização
clássica de valor constante.

• Analisar a influência da autorregularização adaptativa na dinâmica de aprendizagem
do algoritmo, especialmente sobre a velocidade de convergência e a capacidade de
rastreamento.

• Comparar o desempenho do algoritmo RNQA com o algoritmo RNQ convencional e
com o filtro de Kalman, considerando métricas como velocidade de convergência em
uma configuração de identificação de sistemas.
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2 Filtragem adaptativa

2.1 Introdução
Historicamente, a abordagem paramétrica de sinais tem sido explorada com su-

cesso em problemas de comunicações, controle, robótica, radar, sismologia e engenharia
biomédica. Os chamados problemas de filtragem podem ser identificados e caracterizados
mais especificadamente pelos termos de filtragem, suavização, predição(HAYKIN, 2014).

O principal objetivo da filtragem de sinais é melhorar a qualidade do sinal de
acordo com um critério de desempenho. Os sinais podem ser considerados no domínio do
tempo ou no domínio da frequência.

Muitos algoritmos adaptativos se utilizam do erro quadrado médio (MSE - mean
squared error) como função de custo que se deseja minimizar. O erro quadrático médio
define uma função convexa no espaço dos parâmetros, cuja superfície de custo assume a
forma de um paraboloide quadrático estritamente convexo, assegurando a existência de
um único mínimo global. O ponto mínimo desta superfície representa a solução de Wiener
conforme (FARHANG-BOROUJENY, 2013) representada na Figura (2). O problema
consiste em determinar procedimentos de tal forma a encontrar esse mínimo, de maneira
rápida e com menor erro final.

A escolha de um algoritmo em detrimento de outro é determinada por um ou mais
dos seguintes fatores: taxa de convergência (Rate of convergence), desajuste (Misadjustment)
Rastreamento (Tracking) (HAYKIN, 2014). A taxa de convergência é definido como o
número de ciclos de adaptação necessários para que o algoritmo, em resposta a entradas
estacionárias, convirja “suficientemente próximo” da solução Wiener ótima no sentido
do erro quadrático médio. Uma rápida taxa de convergência permite que o algoritmo se
adapte rapidamente a um ambiente estacionário de estatísticas desconhecidas. O desajuste
é um parâmetro que fornece uma medida quantitativa do valor pelo qual o valor final
do erro quadrático médio, calculado em média sobre um conjunto de filtros adaptativos,
se desvia da solução de Wiener. O rastreamento refere-se à habilidade do algoritmo
em acompanhar variações estatísticas quando opera em ambiente não estacionário. O
desempenho do algoritmo, entretanto, é influenciado pelo compromisso entre a taxa de
convergência e a flutuação em estado estacionário. Em particular, um algorítmo adaptativo
com boa propriedade de convergência não necessariamente possui uma rápida capacidade
de rastreamento, e vice-versa (HAYKIN, 1991)

Para que um filtro adaptativo seja robusto, pequenas perturbações (ou seja, per-
turbações com pequena energia) só podem resultar em pequenos erros de estimativa. As
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perturbações podem surgir de uma variedade de fatores, internos ou externos ao filtro.
O requisito computacional é o número de operações (ou seja, multiplicações, divisões e
adições/subtrações) necessárias para fazer um ciclo completo de adaptação do algoritmo.

Os filtros são classificados como lineares ou não lineares. Um filtro é linear se a
quantidade filtrada, suavizada ou prevista na saída do filtro, for uma função linear das
observações aplicadas à entrada do filtro. Caso contrário, o filtro é não linear.

Na abordagem estatística para a solução do problema de filtragem linear de modo
a minimizar os efeitos do ruído na saída do filtro de acordo com algum critério estatístico
para minimizar o valor quadrático médio do sinal de erro definido como a diferença entre
alguma resposta desejada e a saída real do filtro (HAYKIN, 2014) .

Uma importante medida de desempenho para um filtro adaptativo é seu erro
quadrático médio (mean square error-MSE ) em estado estacionário, definido como (2.1),
(YOUSEF; SAYED, 2001):

J∞ ≜ lim
n→∞

E{|e(n)|2} (2.1)

onde e(n) = d(n) − y(n) representa o erro de estimativas instantâneo entre o sinal desejado
d(n) e a saída do filtro y(n), e E{·} denota o operador esperança.

2.2 O Combinador linear adaptativo
A estrutura mais usada na implementação de filtros adaptativos é o combinador

linear adaptativo, Figura 1, observa-se que o filtro adaptativo de ordem L com uma entrada
única ui (no tempo i), definida como:

ui = [ui, ui−1, . . . , ui−L+1]T (2.2)

O vetor peso wn, dado por

wn = [wn0, wn1, , . . . , wn(L−1)]T (2.3)

e a saída yn, é dada pelo produto interno de ui por wi

yi = uT
i wn−1 = wT

n−1ui (2.4)

Conforme a Figura 1, o sinal de erro no instante i é dado por:

ei = di − yi (2.5)
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Figura 1 – Estrutura transversal do combinador linear adaptativo.
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Fonte: Elaborado pelo autor.

Substituindo (2.4) nesta expressão, temos:

ei = di − uT
i wn−1 = di − wT

n−1ui (2.6)

Existem vários algoritmos e abordagens que podem ser utilizados em filtragegm
adaptativa, dependendo dos requisitos do problema, No entanto, existem duas abordagens
principais para o desenvolvimento de algoritmo de filtros adaptativos, discutidos nas
próximas seções.

2.3 Algoritmos de gradiente estocástico
O MSE é uma função convexa dos componentes do vetor peso e gera uma superfície

paraboloide que garante a existência de um mínimo global, o que representa uma solução
de Wiener (WIENER, 1949). Essa solução pode ser encontrada pelo método de descida
mais íngreme, que utiliza o vetor gradiente para descer passo a passo para um mínimo da
função de erro. Para determinar a solução ótima a partir do critério do erro quadrático
médio, conforme apresentado em (WIDROW; STEARNS, 1985),

ξ = E|e2
i | = E(di − wT

n ui)2 (2.7)

considerando um ambiente estacionário, podemos desenvolver a eq. (2.7) como

ξ = di − wT φwT
n − 2zT w (2.8)

sendo φ a matriz de autocorrelação do sinal de entrada ui e z o vetor de correlação cruzada
do sinal de entrada ui e o sinal desejado di.
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Pode-se observar que o MSE é uma função quadrática dos pesos, cujo gráfico é uma
superfície cônica paraboloide, da forma representada na Figura, (2), onde são considerados
apenas dois pesos w0, w1. Esta função, obviamente, nunca pode ser negativa.

Figura 2 – Uma superfície quadrática tridimensional. O erro quadrático está plotado na
vertical, w0 e w1 no intervalo -1 a 1

Fonte: Elaborado pelo autor.

O gradiente da superfície de desempenho do erro quadrado médio, designado por
∇, pode ser obtido derivando a eq. (2.8) para obter o erro quadrado médio mínimo:

Para desenvolver o algoritmo LMS, é usado o próprio erro e2
i como estimativa de

ξi. Para cada interação no processo interativo é obtido uma estimativa do gradiente na
forma :

∇̂n =


∂e2

n

∂w0...
∂e2

n

∂wL

 = 2φw − 2zn (2.9)

O vetor peso é ajustado para seu valor ótimo, w∗, onde o gradiente é zero:

w∗ = φ−1z (2.10)

Esta equação é a forma matricial da equação Wiener-Hopf.

Um sistema modificado da equação Wiener-Hopf, usado para adaptar os pesos do
filtro em direção ao mínimo é o algoritmo chamado de mínimo quadrático médio (LMS-
Least Mean Squares). Este algoritmo calcula o gradiente da função de erro de valores
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instantâneos da matriz de correlação das entradas e do vetor de correlação cruzada entre
as entradas e a resposta desejada.

As derivadas de ei, em relação aos pesos, seguem diretamente da eq. (2.5). A partir
da eq.(2.9), temos o algoritmo LMS (WIDROW; HOFF, 1960).

wn = wn−1 + µenun (2.11)

sendo µ o passo de adaptação. Tal parâmetro é uma constante que comanda a velocidade
de convergência do algoritmo.

2.4 Algoritmos de mínimos quadrados
No método dos mínimos quadrados os pesos do algoritmo adaptativos são são

calculados, nos instantes n>0, tal que a quantidade

ζ =
n∑

i=1
ρi|ei|2, (2.12)

é minimizada, sendo ρi um fator de ponderação, daí o nome de mínimos quadrados.

Um algoritmo muito popular da família dos mínimos quadrados recursivo (Recursive
Least Square-RLS). Tal algoritmo tem vantagem de baixa sensibilidade à natureza do sinal
de entrada e uma maior velocidade de convergência quando comparado com os algoritmos
de gradiente estocástico.

2.5 Algoritmo de mínimos quadrados recursivo
Em implementações recursivas do método dos mínimos quadrados, começamos com

condições iniciais conhecidas e utilizamos a informação contida em novas amostras de
dados para atualizar as estimativas passadas, assim, encontramos que o tamanho do dado
observável é variável. Desta forma, expressamos a função de custo para ser minimizada
como εn, sendo n o tamanho variável do dado observável. Portanto é comum introduzir
um fator peso na definição da função custo.

2.5.1 Dedução do algoritmo RLS

No algoritmo RLS o fator de ponderação ρi é escolhido como sendo

ρi = λn−1 (2.13)

sendo 0 ≪ λ < 1 uma constante positiva a ser escolhida.

O método dos mínimos quadrados padrão visto anteriormente corresponde ao caso
em que λ = 1. O parâmetro λ é denominado fator de esquecimento. Quando λ < 1, os



Capítulo 2. Filtragem adaptativa 16

fatores de ponderação definido em (2.13) dão um peso maior às amostras mais recentes
das estimativas do erro (e assim, as amostras recentes do dado observado) comparado com
as amostras mais antigas.

Substituindo (2.13) em (2.12) obtém-se a equação de custo a ser minimizada na
dedução do RLS:

εn =
n∑

i=1
λn−i|ei|2, (2.14)

Supondo que φ seja uma matriz não singular, o valor ótimo do vetor peso, ŵn,
para que a função de custo atinja este valor mínimo é definido pela equação normal escrita
na forma matricial

w∗ = φ−1z (2.15)

sendo
φn = Σn

i=1λ
n−1uiuìT , (2.16)

a matriz de autocorrelação do sinal de entrada ui e

zn = Σn
i=1λ

n−1uidi (2.17)

o vetor de correlação cruzada do sinal de entrada ui com o sinal desejado di.

Expandindo a eq. (2.16) e isolando o termo correspondente a i = n , temos:

φn = λ
[
Σn

i=1λ
n−1uiuT

i

]
+ unuT

n (2.18)

φn = λ
[
φn−1] + unuT

n (2.19)

e da mesma forma em (2.17),

zn = λ
[
zn−1] + dnun (2.20)

2.5.2 A Regularização

A estimação por mínimos quadrados, no contexto de algoritmos adaptativos, pode
ser interpretada como um problema inverso no qual se busca estimar o vetor de parâmetros
desconhecido a partir das observações do vetor de entrada un e da resposta desejada dn.
O desempenho desses métodos está diretamente relacionado às propriedades estatísticas
do sinal de entrada, em particular à matriz de autocorrelação R = E[unuT

n ] (HAYKIN,
2014; LJUNG, 1999).

O mal condicionamento desse problema está associado à elevada correlação entre os
componentes do vetor de entrada, frequentemente decorrente da autocorrelação do sinal de



Capítulo 2. Filtragem adaptativa 17

excitação, o que implica redundância de informação nas observações. Como consequência,
a matriz R apresenta autovalores altamente dispersos, caracterizados por um elevado
número de condição (GOLUB; LOAN, 2013; BJÖRCK, 1996).

No contexto de algoritmos adaptativos, como o LMS e o RLS, essa dispersão dos
autovalores impacta diretamente a velocidade de convergência. Em particular, no algoritmo
LMS, a taxa de convergência é limitada pelo espalhamento dos autovalores de R, de modo
que direções associadas a autovalores maiores convergem mais rapidamente, enquanto
direções associadas a autovalores pequenos apresentam convergência significativamente
mais lenta (HAYKIN, 2014). Esse fenômeno resulta em convergência não uniforme entre os
modos associados aos autovalores, aumentando o tempo necessário para atingir o regime
permanente.

No caso do algoritmo RLS, embora a convergência seja, em geral, mais rápida e
menos sensível ao espalhamento espectral, o mal condicionamento ainda pode afetar a
estabilidade numérica e a robustez da estimação, especialmente em presença de ruído e
limitações de precisão computacional (LJUNG, 1999; HAYKIN, 2014).

Dessa forma, a elevada correlação entre os regressores — frequentemente induzida
pela autocorrelação do sinal de entrada constitui um fator crítico que degrada tanto a
estabilidade numérica quanto a velocidade de convergência dos algoritmos adaptativos,
justificando o uso de técnicas de regularização e estratégias de pré-condicionamento
(TIKHONOV; ARSENIN, 1977).

A natureza mal condicionada da estimação por mínimos quadrados se deve aos
seguintes motivos:

• Há informações insuficientes nos dados de entrada para reconstruir o mapeamento
entrada-saída de forma única.

• A presença inevitável de ruído ou imprecisão nos dados de entrada adiciona incerteza
ao mapeamento entrada-saída reconstruído.

Para tornar o problema de estimação “bem condicionado”, alguma forma de
informação prévia sobre o mapeamento entrada-saída é necessária. Isso, por sua vez,
significa que a formulação da função de custo deve ser expandida para levar em consideração
as informações prévias.

Para atingir esse objetivo, é expandida a função de custo a ser minimizada como a
soma de dois componentes,

εn =
n∑

i=1
λn−i|ei|2 + δλn||wn||2 (2.21)

1. A soma dos quadrados dos erros ponderados,
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n∑
i=1

λn−i|ei|2 =
n∑

i=1
λn−i|di − wT

n ui|2

que depende dos dados. Este componente mede o erro ponderado exponencialmente entre
a resposta desejada di e a resposta real do filtro, yi, que está relacionada ao vetor de
entrada ui por ei = di − wT

n ui

2. O termo de regularização,

δλn||wn||2 = δλnwT
n wn

onde δ é um número real positivo chamado parâmetro de regularização. Exceto pelo fator
δλn, o termo de regularização depende exclusivamente do vetor de pesos w(n). O termo
de regularização é incluído na função de custo para estabilizar a solução do problema de
mínimos quadrados recursivo, suavizando a solução.

Reformulação das Equações Normais

Expandindo a equação (2.21) e agrupando os termos, mostra que o efeito da
inclusão do termo de regularização δλn||wn||2 na função de custo φn é equivalente a uma
reformulação da matriz de correlação média temporal L × L do vetor de entrada un,
(HAYKIN, 1991):

φn =
n∑

i=1
λn−1uiuT + δλnI, (2.22)

onde I é a matriz identidade L × L . A adição do termo de regularização também tem o
efeito de tornar a matriz de correlação φn não singular em todos os estágios do cálculo, a
partir de n = 0.

O vetor zn, L × 1, de correlação cruzada média temporal entre as entradas do
filtro de resposta ao impulso finita (FIR, do inglês Finite Impulse Response) e a resposta
desejada não é afetado pelo uso da regularização, conforme a eq.(2.20).

Cálculos recursivos de φn e zn

Isolando o termo correspondente a i = n do restante da soma no lado direito da
eq.(2.22), podemos escrever,

φn = λ
[ n−1∑

i=1
λn−1−iuiuT

i + δλn−1I
]

+ unuT
n (2.23)

Por definição, a expressão dentro dos colchetes no lado direito da eq.(2.23) é igual
à matriz de correlação φn−1. Portanto, temos a seguinte recursão para atualizar o valor da
matriz de correlação da entrada, da forma da eq.(2.24),
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φn = λ
[
φn−1] + unuT

n (2.24)

sendo φn−1 é o valor anterior da matriz de correlação, e o produto matricial unuT
n

desempenha o papel de um termo de “correção” na operação de atualização. Observe que
a recursão da eq.(2.24) é válida, independentemente da condição de inicialização.

Da mesma forma, podemos usar a eq.(2.20) recursiva do vetor de correlação cruzada
entre a entrada e a resposta desejada:

zn = λ
[
zn−1] + dnun (2.25)

Lemma de inversão de matrizes

Lema 1 - Sejam A e B matrizes definidas positivas de dimensão L × L, definimos

A = B−1 + CD−1CT (2.26)

Da eq.(2.26) obtemos :

A−1 = B − BC(D + CT BC)−1CT B (2.27)

sendo D matriz positiva definida de dimensão N × L e C uma matriz L × N .

A demonstração desse Lema é estabelecida pela multiplicação da eq. (2.26) por
(2.27). Na próxima seção mostraremos como o lema da inversão de matrizes pode ser
aplicada para obter uma equação recursiva.

2.5.3 Algoritmo RLS ponderado exponencialmente

Considerando que a matriz de correlação positiva definida positiva e não singular,
aplica-se o lema de inversão de matrizes para equação recursiva (2.24), onde são feitas as
seguintes atribuições:

A = φn,

B−1 = λφn−1 ⇒ B = λ−1φ−1
n−1,

C = un,

D = I.

(2.28)

Substituindo (2.28) na eq.(2.27) do lema de inversão das matrizes, obtemos a
relação de recursividade da matriz φn,
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φ−1
n = λ−1φ−1

n−1 − λ−1φ−1
n−1unu⊤

n φ−1
n−1

1 + λ−1u⊤
n φ−1

n−1un

(2.29)

Por conveniência computacional, escreve-se as seguintes igualdades,

Pn = φ−1
n−1 (2.30)

e

kn = λ−1Pn−1un

1 + λ−1uT
n Pn−1un

(2.31)

Assim podemos escrever a eq.(2.29) como

Pn = λ−1Pn−1 − λ−1knuT
n Pn−1 (2.32)

sendo Pn a inversa da matriz de autocorrelação de dimensão L × L e kn o vetor ganho de
dimensão L × 1. Reorganizando a eq.(2.31), temos,

kn + knλ−1uT
n Pn−1un = λ−1Pn−1un

kn =
[
λ−1Pn−1 − knλ−1uT

n Pn−1
]
un

(2.33)

Substituindo eq. (2.32) na eq.(2.33), segue,

kn = Pnun (2.34)

ou
kn = φ−1

n un (2.35)

2.5.4 Atualização do vetor peso

No desenvolvimento de uma equação recursiva, utilizaremos as eq.(2.15), (2.17) e
(2.30) para expressar a estimativa do mínimo quadrado do vetor peso, ŵn, no instante n
como segue

ŵn =Pn

[
λzn−1 + undn

]
ŵn =λPnzn−1 + Pnundn

(2.36)

Substituindo a eq.(2.32) na eq.(2.37) obtemos

ŵn = Pn−1zn−1 − knuT
n Pn−1zn−1 + Pnundn (2.37)

Da eq.2,29 e 2.31 segue-se
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ŵn = ŵn−1 + knεn (2.38)

sendo ϵn a estimativa do erro a priori definida por,

ϵn = dn − uT
n ŵn (2.39)

2.5.5 Convergência do algoritmo RLS

Estudaremos nesta seção a convergência do algoritmo RLS no contexto de um
problema de modelagem de sistema. Como planta consideramos um regressor múltiplo
linear caracterizado pela equação

dn = wT
∗ un + en (2.40)

sendo w∗ o vetor regressor, un o vetor de entrada, en o ruído da planta e dn a saída da
planta. O ruído do processo é branco com média zero e variância σ2.

O comportamento médio do vetor peso no algoritmo RLS

De (2.15) e (2.17)

ŵn = φ−1
n

n∑
i=1

λn−iuidi (2.41)

substituindo (2.40) em (2.41) e usando (2.16), temos

ŵn = ŵ∗ + φ−1
n

n∑
i=1

λn−iuidi (2.42)

Aplicando o operador esperança em ambos os lados da eq.(2.42) e reconhecendo
do princípio de ortogonalidade que todos os elementos do vetor un são ortogonais ao erro
en, obtemos

E[ŵn] = ŵ∗ (2.43)

Matriz de correlação do vetor desvio

Definimos vetor desvio
vn = ŵn − w∗ (2.44)

Da eq.(2.42) temos

vn = φ−1
n

n∑
i=1

λn−iuidi (2.45)
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Definimos a matriz de correlação do vetor desvio da seguinte forma

Kn = E[vnvT
n ] (2.46)

Substituindo (2.45) em (2.46) e sendo [φ−1
n ]T = φ−1

n e [λ−1]T = λ−1 obtemos

Kn = E
[(

φ−1
n∑

i=1
λn−iuiei

)( n∑
i=1

λn−iuiei

)
φ−1

]
(2.47)

Pra rigoroso cálculo da eq.(2.47) devemos fazer as seguintes hipóteses, (FARHANG-
BOROUJENY, 1999):

• O vetor de entrada ui possui amostras de um processo ergótico. Assim podemos usar
as médias do tempo ao invés do conjunto de médias.

• O fator de esquecimento λ é muito próximo de 1.

• O tempo n na qual Kn é calculado é muito grande.

Notamos que eq.(2.15) que φ é uma soma ponderada dos produtos internos.

unuT
n , un−1uT

n−1, un−2uT
n−2. . . .

Assim, considerando as hipóteses acima, encontramos

φn ≈ 1 − λn

1 − λ
R (2.48)

sendo R = E[unuT
n ] é a matriz de correlação dos dados de entrada.

Substituindo eq.(2.48) na eq.(2.47) e sendo E[eneT
n ] = σ2, obtemos

Kn =σ2
(1 − λn

1 − λ

)2(1 + λ2n

1 − λ2

)
R−1

=σ2
(1 − λ

1 + λ

)(1 + λn

1 − λn

)
R−1

(2.49)

Curva de aprendizagem do algoritmo RLS

Para o algoritmo RLS é conveniente usar o erro ϵ para definir o MSE, podemos
expressar a curva de aprendizagem do algoritmo RLS em termos do erro a priori como,

ξn = E
[
ϵ2

n

]
(2.50)

Da eq.(2.44) e eq.(2.40) podemos escrever o erro a priori da seguinte forma



Capítulo 2. Filtragem adaptativa 23

ϵn = en − vT
n−1un (2.51)

Substituindo eq.(2.51) na eq.(2.50)

ξn = E
[
e2

n

]
+ E

[
unvT

n−1vT
n−1un

]
− E

[
vT

n−1unen] − E
[
enuT

n vn−1
]

(2.52)

O primeiro valor esperado do lado direito da eq.(2.52) é a variância de en. Para os
demais valores esperados, podemos fazer as seguintes observações:

1. A estimativa ŵn−1, e portanto o vetor desvio vn−1 , e independente do vetor de entrada
un. O último é assumido como sendo derivado de um processo estacionário no sentido
amplo de média zero. Consequentemente podemos usar esta independencia estatística
junto com os resultados conhecidos de álgebra matricial para expressar o segundo valor
esperado do lado direito da eq.(2.52), como segue,

E
[
unvT

n−1vT
n−1un

]
=E[Tr{unvT

n−1vT
n−1un}]

=E[Tr{uT
n unvn−1vT

n−1}]
=Tr{E[uT

n un]E[vn−1vT
n−1]}

=Tr{RKn−1}

(2.53)

sendo que na última linha utilizamos as definições de médias da matriz de correlação
R = E[unuT

n ] e da matriz de correlação de desvio Kn = E[vnvT
n ].

2. O vetor de medição en depende do vetor de entrada un. Isto segue de uma simples
manipulação da eq.(2.40). O vetor desvio vT

n−1 é portanto independente de un e en.
Entretanto, podemos mostrar que o terceiro valor esperado da eq.(2.52) é zero. Assim,

E
[
vT

n−1unen

]
= E

[
vT

n−1

]
E
[
unen

]
(2.54)

Reconhecendo a ortogonalidade que todos os elementos do vetor un são ortogonais ao erro
de medição en, isto é,

E
[
vT

n−1unen

]
= 0 (2.55)

3. O quarto valor esperado do lado direito da eq.(2.52) tem a mesma forma matemática
considerada no item 2. Entretanto podemos dizer que este valor esperado é igual a zero,

E
[
envT

n−1un

]
= 0 (2.56)

Assim, reconhecendo que E[e2
n] = ξmin, e usando os resultados das eq.(2.53) ate

eq.(2.55) na eq.(2.52), obtemos a seguinte expressão para o erro quadrático médio no
algoritmo RLS:
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ξn = ξmin + Tr
(
RKn−1

)
(2.57)

sendo ξmin o mínimo MSE do filtro quando uma estimativa perfeita de w∗ é calculada.
Substituindo eq.(2.49) na eq.(2.57) obtemos:

ξn = ξmin +
(1 − λ

1 + λ

)(1 + λn−1

1 − λn−1

)
R−1Lξmin (2.58)

Este resultado descreve a curva de aprendizagem do algoritmo RLS.

Tempo de aprendizagem do algoritmo RLS

O segundo termo do lado direito da eq.(2.58) é um valor positivo que indica o
desvio de ξn de ξmin. Notamos que a velocidade que os termos convergem é determinado
pelo termo exponencial λn−1, ou equivalentemente λn. Desta forma definimos o tempo de
aprendizagem τrls associado com o algoritmo RLS usando a seguinte equação:

λn = e
−n
τrls (2.59)

Resolvend a eq.(2.59) obtemos,
τrls = −1

ln(λ) (2.60)

Para simplificar (2.60) usaremos a seguinte aproximação,

ln(λ) = ln(1 − (1 − λ)) ≈ −(1 − λ). (2.61)

Substituindo (2.61) em (2.60) temos:

τrls ≈ 1
(1 − λ) (2.62)

.

Deste resultado, notamos que o comportamento da convergência do algoritmo RLS
é independente dos autovalores da matriz de correlação das entradas.

Excesso do erro quadrático médio e desajuste

Sabendo que quadrático médio (ξn) é maior que o erro quadrático médio mínimo
(ξmin) temos, então, um excesso no erro erro final e podemos definir o execesso do erro
quadrático médio (EMSE), como a diferença entre o erro quadrático médio atual e o erro
quadrático médio mínimo (FARHANG-BOROUJENY, 1999).

Usando (2.58) obtemos:

EMSE =
(1 − λ

1 + λ

)
Lξmin. (2.63)
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Definimos também o ExcessoMSE normalizado pelo erro médio mínimo, como o
desajuste MRLS:

MRLS = EMSE

ξmin

. (2.64)

Substituindo eq.(2.63) na eq.(2.64) temos

MRLS =
(1 − λ

1 + λ

)
L (2.65)

sendo L a ordem do filtro.

2.5.6 Conclusão

Neste capítulo, realizamos uma revisão da superfície quadrática gerada quando se
utiliza o erro quadrático médio como critério aplicado sobre o erro em filtro adaptativo.
Mostramos a dedução dedução do algoritmo RLS e descrevemos as equações que deter-
minam sua condição de convergência. O tempo de aprendizagem e o desajuste também
foram enfatizados pois os mesmos são utilizados como referência comparativa de outros
algoritmos adaptativos.
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3 Algoritmo Baseado em uma única potência
par do erro (RNQ)

3.1 Introdução
Neste capítulo é apresentado o desenvolvimento um algoritmo adaptativo baseado

em uma potencia par do erro, inspirado no algoritmo RLS padrão, denominado de recursivo
não quadrático RNQ, a qual é escolhido uma função baseada em uma única potência
par do erro como critério a se minimizado. O objetivo é determinado por um algoritmo
que ajusta os pesos de um combinador linear adaptativo de forma tal que minimiza a
função custo. É mostrado, também, que a superfície de desempenho obtida por esse critério
oferece maior convergência, bem como um menor desajuste na busca do peso ótimo quando
comparado com algoritmo .

3.2 Dedução do algoritmo
A estrutura básica do filtro adaptativo é composta do sinal desejado di, um vetor

de entrada ui = [ui, ui−1, . . . , ui−L+1] e um vetor erro usado para atualizar o vetor peso
wn = [w0,n, w1,n, . . . , wL−1,n]T do filtro com objetivo de alcançar uma aproximação de di

pela estimação do sinal de saída yi = wT
n−1ui após calcular o erro, ei = di − wT

n−1ui, sendo
0 ≤ i ≤ n representa a amostra atual e L é a ordem do filtro.

Para desenvolver o algoritmo RNQ baseado em uma potência par do erro, utilizamos
como função de custo uma função par , contínua e simétrica , representada por :

Jn =
m∑

j=1
{λn−1[ei]2j}, (3.1)

sendo j e n números positivos sendo j > 1 e 0 ≪ λ < 1, fator de peso exponencial ou fator
de esquecimento. Podemos observar que para j = 1 obtemos o mesmo critério (função de
custo) utilizado no algoritmo RLS padrão, deduzido no capítulo anterior.

Objetivando encontrar o peso ótimo, devemos calcular o gradiente da função Jn.
Assim, derivando a eq.(3.1) em relação a w, obtemos,

∇Jn = −
n∑

i=1
{λn−iui[ei]2j−1}

= −
n∑

i=1
{λn−iui2j[di − wT

n ui]2j−1}
(3.2)
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Desenvolvendo o binômio [di − wT
n ui]2j−1, e negligenciando as potências de alta

ordem, podemos reescrever a eq.(3.2) como,

∇Jn ≈ −
n∑

i=1
λn−iui2j{d2j−1

i − (2j − 1)d2j−2
i (wT

n ui)}

≈ −2j
[ n∑

i=1
[λn−id2j−1

i ui] − (2j − 1)
n∑

i=1
[λn−id2j−1

i uiuT
i ]wn

]
,

(3.3)

sendo o vetor de correlação cruzada, zn, entre aas entradas e as resposta desejada de
dimensão L × 1, definido pelo primeiro termo do lado direito da eq.(3.3) dado por:

zn =
n∑

i=1
[λn−id2j−1

i ui] (3.4)

E a matriz de correlação do vetor de entrada de dimensão L × L definida pelo
segundo termo da eq.(3.3),

Φn = (2j − 2)
n∑

i=1
[λn−id2j−1

i uiuT
i ] (3.5)

Dessa forma, podemos escrever a eq.(3.2) como,

∇Jn ≈ −2j[zn − Φnwn] (3.6)

Assim, o valor ótimo do vetor peso, ŵn, para a eq.(3.1) atinja o valor mínimo é
definido pela equação normal escrita em forma matricial

ŵn = Φ−1
n zn (3.7)

A regra de atualização para o peso wn, segue o desenvolvimento:

Isolando o termo correspondente a i = n na eq.(3.5), podemos escrever

Φn = λΦn−1 + [(2j − 1)2j−1]uiuT
i (3.8)

Analogamente podemos escrever a eq.(3.4) como,

zn = λzn−1 + [d2j−1
i ]ui (3.9)

A forma das equações (3.8) e (3.9) facilita o cálculo da matriz de correlação Φn,
que é necessário de acordo com a eq.(3.7).

Considerando que a matriz de correlação positiva definida positiva e não singular,
aplica-se o lema de inversão de matrizes, eq.(2.26), para equação recursiva (3.8), onde são
feitas as seguintes atribuições:
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A = Φn (3.10)
B−1 = λΦn−1 (3.11)

C = un (3.12)
D−1 = (2j − 1)d2j−2

n (3.13)

Substituindo (3.13) na eq.(2.27) do lema de inversão das martrizes, obtemos a
relação de recursividade da matriz Φn:

Φ−1
n = λ−1Φ−1

n−1 − λ−1Φ−1
n−1unuT

n λ−1Φ−1
n−1

((2j − 1)d2j−1
n )−1 + λ−1uT

n Φ−1
n−1un

(3.14)

Por conveniência computacional, escreve-se as seguintes igualdades,

Pn = Φ−1
n−1 (3.15)

e

gn = λ−1Pn−1un

((2j − 1)d2j−1
n )−1 + λ−1uT

n Pn−1un
(3.16)

sendo Pn a inversa da matriz de autocorrelação de dimensão L × L e gn o vetor ganho de
dimensão L × 1.

Assim podemos escrever a Equação (3.14) como

Pn = λ−1Pn−1 − λ−1gnuT
n Pn−1 (3.17)

Para facilitar futuras manipulações matemáticas, podemos reescrever a eq. (3.16)
como segue:

((2j − 1)d2j−1
n )−1gn = Pnun (3.18)

3.2.1 Atualização do vetor peso

No desenvolvimento da estrutura de adaptação do algoritmo RNQA proposto
utilizaremos as equações (3.7), (3.9) e (3.15) para expressar a estimativa vetor peso ŵn.
Assim,

ŵn =Φnzn

ŵn =λPnzn−1 + d2j−1
n Pnun

(3.19)
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Substituindo a eq.(3.17) na eq.(3.20) obtemos

ŵn =Pn−1zn−1 − gnPn−1zn−1 + Pnun

=ŵn−1 + gT
n ŵn−1 + d2j−1

n Pnun

(3.20)

Usando o fato de que Pnun é uma fatoração de gn, como mostrado na eq.(3.18),
obtemos a seguinte equação,

ŵn =ŵn−1 − gT
n uT

n ŵn−1 + dn

(2j − 1)gn

=ŵn−1 + gn

[ dn

(2j − 1) − uT
n ŵn−1

] (3.21)

Podemos ver que o termo entre colchetes na eq.(3.21) é a estimação a priori do
erro, o qual denotamos por,

ϵn = dn

(2j − 1) − uT
n ŵn−1 (3.22)

Assim a estrutura de atualização do algoritmo é dada por:

ŵn = ŵn−1 + gnϵn (3.23)

3.2.2 Resumo do algoritmo

Na Tabela (1) temos o resumo do algoritmo.

Inicialização do algoritmo RNQ
P0 = σ−1I w0 = 0
Para cada instante no tempo n = 1, 2.., computar
gn = Pn−1un[

(2j−1)d2j−1
n

]−1
+λ−1uT

n Pn−1un

ϵn = dn

(2j−1) − ŵT
n−1un

ŵn = ŵn−1 + gnϵn

Pn = λ−1Pn−1 − λ−1gnuT
n Pn−1

Tabela 1 – Resumo do Algoritmo RNQ para uma potência par do erro

3.3 Convergência do algoritmo
Esta seção apresenta estudo da convergência do algoritmo RNQ no contexto de

um problema de de identificação de sistemas adaptativos, da mesma forma que estudamos
a convergência do algoritmo RNQ. A primeira análise será encontrar as condições de
convergência do algoritmo e descrever como ele se comporta até atingir o estado estacionário.
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Isso pode ser realizado através do estudo do comportamento dos pesos. Em seguida
analisaremos o desajuste e o tempo de aprendizagem do algoritmo proposto.

Como planta consideramos um regressor múltiplo linear caracterizado pela equação
eq.(3.24),

dn = wT
∗ un + en (3.24)

sendo w∗ o vetor regressor, un o vetor de entrada, en o ruído da planta e dn a saída da
planta.

3.3.1 O comportamento médio do vetor peso no algoritmo

De (3.4), (3.7) e (3.24) obtemos

ŵn = Φ−1
n

{ n∑
i=1

[
λn−iui(wT

∗ ui + ei)2j−1
]}

(3.25)

Utilizando o desenvolvimento binomial do termo (wT
∗ ui + ei)2j−1, e desprezando os

termos de alta potência (considerando que esses termos são próximo de zero), podemos
reescrever a eq.(3.25) como

ŵn
∼= w∗ + Φ−1

n

n∑
i=1

[
λn−iuie

2j−1
i

]
(3.26)

Aplicando o operador esperança em ambos os membros da eq.eqrefeq:reg1Rnq1 e
sendo ui e ei são independentes para todo i, sendo de media zero, obtemos,

E[ŵn] = w∗ (3.27)

Desse resultado temos que ŵn é uma estimação não enviesada de w∗. Em outras
palavras, podemos afirmar que o algoritmo proposto converge em torno da média.

3.3.2 Matriz de correlação do vetor desvio

Para descrever a curva de aprendizagem do algoritmo nós estudaremos a matriz de
correlação do vetor desvio. Assim, iremos fazer uma mudança de variável para definir o
vetor desvio como,

vn = ŵn − w∗ (3.28)

sendo w∗ a solução ótima.

Da eq.(3.26) e eq.(3.28), obtemos

vn = Φ−1
n

n∑
i=1

[
λn−iuie

2j−1
i

]
. (3.29)
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Definindo a matriz de correlação do vetor desvio da seguinte forma

Kn = E[vnvT
n ] (3.30)

Substituindo a eq.(3.28) em (3.31) e sendo que (Φ−1
n )T = Φ−1

n , sabendo que o
erro de medição neste processo é um ruído branco com variância σ2 e que o vetor de
entrada e o vetor desvio são independentes, essa última afirmação tem sido uma prática
comum na análise de algoritmos em filtragem adaptativa, (ELEFTHERIOU; FALCONER,
1986)(SAYED, 2003), obtemos,

Kn = σ2E
[
Φ−1

n

(
UnΛnΛnUT

n

)
Φ−1

n

]
(3.31)

sendo Λn uma matriz diagonal formada pelos fatores exponenciais λn−1, λn−2, . . . e Un é
a matriz dos dados de entrada:

Un = [u1u2 . . . un]. (3.32)

Pra rigoroso cálculo da eq.(3.31) devemos fazer as seguintes hipóteses (FARHANG-
BOROUJENY, 2013):

• O vetor de entrada ui possui amostras de um processo ergótico. Assim podemos usar
as médias do tempo ao invés do conjunto de médias.

• O fator de esquecimento λ é muito próximo de 1.

• O tempo n na qual Kn é calculado é muito grande.

Sendo que a matriz Φn na eq. (3.5) é uma soma ponderada dos produtos internos

unuT
n , un−1uT

n−1, un−2uT
n−2. . . .

Assim, considerando as hipóteses acima, temos que

Φn ≈ (2j − 1)d2j−2
n

1 − λn

1 − λ
R (3.33)

sendo R = E[unuT
n ] a matriz de correlação dos dados de entrada.

Analogamente, obtemos,

(
UnΛnΛnUT

n

)
≈ 1 − λ2n

1 − λ2 R, (3.34)

Substituindo eq.(3.34) e eq.(3.33) em (3.31) temos
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Kn = σ2
{ 1

[(2j − 1)d2j−2
n ]2

(1 − λ

1 + λ

)(1 + λn

1 − λn

)
R−1

}
(3.35)

No estado estacionário, isto é, n → ∞, e usando a eq.(3.35), obtemos,

K∞ = σ2
{ 1

[(2j − 1)d2j−2
n ]2

(1 − λ

1 + λ

)
R−1

}
(3.36)

3.3.3 Curva de aprendizagem

Das equações (3.22), (3.24) e (3.28) obtemos

ϵn = 1
(2j − 1)(en − vT

n−1un) (3.37)

sendo vn−1 o vettor desvio no tempo n − 1. O índice de desempenho estatístico para o
algoritmo é o erro de estimativa a priori ϵn para definir o valor esperado do erro de grau
2j,

ξn = E
[
|ϵn|2j

]
, (3.38)

sendo j um número positivo. Substituindo eq.(3.36) em (3.38), obtemos,

ξn = 1
(2j − 1)2j

E
[
|en − vT

n−1un|2j
]

(3.39)

Utilizando o desenvolvimento binomial e observando que vn−1 é próximo de zero,
após o estado transitório, podemos desconsiderar alguns termos do lado direito da eq.(3.39)
que incluem potências altas de vn−1. Entretanto, supondo que a distribuição de densidade
do sinal erro, en, é simétrica e que E

[
|en|2j

]
é o 2j − ésima potência de en, temos,

ξn ≈ 1
(2j − 1)2j

E[e2j
n ]+ 1

(2j − 1)2j
j(2j−1)E[e2j−2

n ]Tr{RKn−1}+ 1
(2j − 1)2j

Tr{(RKn−1)j}

(3.40)

Substituindo eq.(3.35) em eq.(3.40) e definindo ξmin = 1
(2j−1)2j E[e2j

n ] como o mínimo
de en, quando w = w∗, obtemos a seguinte expressão do algoritmo,

ξn ≈ ξmin + j

(2j − 1)2j+1d4j−4
n

(1 − λ

1 + λ

)(1 + λn−1

1 − λn−1

)
Lσ2E

[
|en|2j−2

]

+ 1
(2j − 1)4jd4j−4

n

(
1 − λ

)j

(
1 + λ

)j

(
1 + λn−1

)j

(
1 − λn−1

)j L(σ2)j

(3.41)

sendo L a ordem do filtro.

A eq.(3.41) descreve a curva de aprendizagem do algoritmo RNQ para uma potencia
par de erro.
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3.3.4 Análise do tempo de aprendizagem

Analogamente a análise feita na dedução da constante de tempo do RLS, no
capítulo anterior, podemos verificar que a velocidade na qual segundo e terceiro termos
do lado direito da eq.(3.41) convergem é determinada pelos termos exponenciais λn e λnj,
respectivamente. Assim, podemos obter o tempo de convergência associado ao algoritmo ,
definido por τRNQ1 e τRNQ2, da seguinte forma: primeiro, para o segundo termo do lado
direito da eq.(3.41) temos,

λn = e
−n

τRNQ1 (3.42)

que nos dá,

τRNQ1 = −1
ln(λ) = τRLS (3.43)

Analogamente obtemos para o último termo do lado direito da eq.(3.41),

λnj = e
−n

τRNQ2 (3.44)

τRNQ2 = −1
j ln(λ) (3.45)

Assim, definindo-se os tempos de convergência associados como τRNQ1 e τRNQ2 ,
obtém-se:

λn = e−n/τRNQ1 (3.46)

de onde segue

τRNQ1 = −1
ln(λ) = τRLS (3.47)

De forma análoga,

λnj = e−n/τRNQ2 (3.48)

resultando em

τRNQ2 = −1
j ln(λ) (3.49)

Como j > 1, conclui-se que τRNQ2 < τRNQ1 , caracterizando um modo transitório
adicional mais rápido no algoritmo RNQ.
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3.3.5 Desajuste

O desajuste do RNQ, MRNQ, é definido como a diferença dimensional entre o
erro quadrático médio MSE , e o MSE mínimo. Em outras palavras, esta é uma medida
normalizada do custo de adaptação (WALACH; WIDROW, 1984).

O desajuste M do RLS é daddo por (FARHANG-BOROUJENY, 1999),

MRLS = (1 − λ

1 + λ

)
L (3.50)

Para o algoritmo RNQ,

MRNQ = limn→∞(ξn − ξmin)
ξmin

≈ (1 − λ

1 + λ

) j

(2j − 1)2j+1d4j−4
n

L (3.51)

3.3.6 Análise comparativa

Nesta seção uma análise comparativa da velocidade de convergência e dos desajuste
associados aos algoritmos RLS e RNQ para uma potência par do erro erro.

A curva de aprendizagem dada por (SAYED, 2003):

ξnRLS = σ2 +
(1 − λ

1 + λ

)(1 + λn−1

1 − λn−1

)
R−1Lσ2 (3.52)

Conforme a eq.(3.52), observa-se que o erro mínimo do algoritmo RLS é σ2 e que o
estado transitório é governado pelo segundo termo dessa equação.

Por outro lado, na eq.(3.41), observa-se que a curva de aprendizagem do algoritmo
RNQ é composto por três por três estágios durante o aprendizado. O estágio estacionário
é dado ξmin. Os outros dois estão associados a diferentes estatísticas do erro. Um está
associado com σ2j e o outro está associado com |en|2j−2. A soma desses dois termos tende
para zero masi rápido que o segundo termo na eq.(3.41) quando n tende para o infinito.

Para comparar a velocidade de adaptação dos dois algoritmos fazemos a relação
entre τRLS e τRNQ2

τRLS

τRNQ2

= j (3.53)

sendo j positivo.

Da eq. (3.53), para j = 1,τRLS = τRNQ2 e para j > 1,τRNQ2 < τRLS. Portanto
observamos que a velocidade de convergência do algoritmo RNQ é mais rápida que a do
algoritmo RLS.

Das eq.(3.50) e eq.(3.51) temos que o desajuste MRNQ = MRLS para j = 1 e
MRNQ = MRLS, para j > 1.
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3.3.7 Complexidade computacional

Da eq.(3.23) é extraída a complexidade computacional do algoritmo para uma
potência par do erro RNQ (SILVA et al., 2015). O algoritmo requer duas divisões, L2 +
5L + 2j multiplicações, L2 + 3L adições por interação, para um filtro de ordem L. Assim,
esse algoritmo requer 2j − 1 multiplicações é uma divisão escalar extras por interação
quando o comparado com o algoritmo RLS padrão (HAYKIN, 1991). A complexidade
computacional é da ordem de O(L2) que é comparável com o do algoritmo RLS.



36

4 Algoritmo RNQ baseado na soma de potên-
cias pares do erros autorregulado (RNQA)

4.1 Introdução
Neste capítulo apresentamos o Algoritmo Recursivo Não Quadrático Autorregulado

(RNQA), derivado do algoritmo RNQ (SILVA et al., 2015). O RNQA baseia-se em uma
função custo composta por somas ponderadas das potências pares do erro, utilizada
como critério de minimização na dedução do algoritmo proposto. O aspecto chave da
abordagem é que além de incluir o erro instantâneo na determinação do vetor ganho , que
controla efetivamente a velocidade de adaptação do algoritmo, é a inclusão explicita do
erro como termo adicional na atualização da matriz de auto covariância caracterizando
uma regularização adaptativa que potencializa a taxa de convergência do algoritmo.

4.2 Dedução do algoritmo
A estrutura básica do filtro adaptativo é composta do sinal desejado di, um vetor

de entrada ui e um vetor erro usado para atualizar o vetor peso do filtro com objetivo
de alcançar uma aproximação de di pela estimação do sinal de saída yi = wT

n−1ui após
calcular o erro, ei = di − wT

n−1ui, sendo 0 ≤ i <≤ n representa a amostra atual e L o
comprimento do filtro.

Seja Jn uma função par, contínua e simétrica baseada na soma das potências pares
dos erros definida por

Jn =
m∑

j=1
km−jE

[
λe2j

i

]
(4.1)

sendo m, j, k inteiros positivos. Outra característica dos elementos deste conjunto de
funções é que para um valor fixo de m, podemos determinar intervalos [−δ, δ], onde as
curvas destas funções apresentam inclinação maior do que a curva da função quadrática,
nesse mesmo intervalo. Esta característica é observada na Figura(3) onde estão plotadas
os gráficos das funções (e2 + e4 + e6) e e2. Observar que estas funções não possuem um
mínimo local, possuem apenas um mínimo global.
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Figura 3 – Gráficos das funções (e2 + e4 + e6) e e2, onde podemos ver a maior inclinação
da primeira, no intervalo [−1; 1]

Fonte: Elaborado pelo autor.

Para desenvolver uma generalização do algoritmo RNQA, definimos da eq.(4.1) os
seguinte risco empírico,

Jn =
m∑

j=1
km−j

n∑
i=1

{
λn−i[ei]2j

}
(4.2)

sendo m, j, k inteiros positivos. Se j = 1, k = 1, m = 1 a expressão (4.2) equivale função
custo MSE. O fator peso exponencial λ é o fator de esquecimento convencional selecionado
menor que zero e próximo de um, 0 ≪ λ < 1. A ponderação km−j é um termo multiplicativo
que acelera a convergência do algoritmo. Para j > 1 define a potência par do erro e m

adiciona diferentes potências do erro determinando a função custo como uma soma das
potências pares do erro. Quanto maior o j mais inclinada é a a função de custo e maior o
gradiente, exceto perto do mínimo cuja a inclinação se torna basicamente plana. Portanto
um algoritmo de gradiente descendente utilizando um único valor de j terá uma diminuição
muito rápida do erro, mas em seguida é feito uma busca do valor mínimo.

Esta intuição pode ser traduzida matematicamente da seguinte maneira: à medida
que a potência do erro aumenta, o espalhamento dos autovalores da matriz de autocorrelação
de entrada aumenta proporcionalmente. Portanto se j = 2 e m = 1 essa função de custo se
iguala à função média do quarto erro (least mean fourth - LMF) (WALACH; WIDROW,
1984). A função custo do algoritmo do LMF apresenta, basicamente, uma grande inclinação
quando comparada com a função de custo MSE em que todas as áreas da curva, com
exceção de uma vizinhança do mínimo. Se j > 1 efetivamente escolhe uma potência par
do erro e m adiciona as diferentes potências do erro. Quanto maior o valor j, mais íngrime
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é a função de custo e maior o gradiente, exceto perto do mínimo cuja inclinação se torna
basicamente plana. Portanto um algoritmo de gradiente descendente utilizando um único
valor de j terá uma diminuição muito rápida do erro, mas em seguida é feito uma busca
do valor mínimo.

Em (SILVA et al., 2015) é mostrado que a função de custo com k = 1, m = 1 e
j > 1 pode ser vista como um algoritmo RLS padrão, mas onde observa que esse algoritmo
utilizando uma única potência par do erro não é ótimo, pelo fato dessa função apresentar
na vizinhança do mínimo uma inclinação basicamente plana, como discutido acima.

Em seguida, é mostrado como da eq.(4.2) pode ser usada para obter uma nova
a família de algoritmos do tipo RLS ainda mais rápidos em relação à velocidade de
convergência.

Para obter o vetor peso ótimo ŵn, é calculado o gradiente instantâneo da função
Jn. Assim derivando a eq.(4.2) em relação a ŵ, obtemos,

▽Jn =
m∑

j=1

{
− 2jkm−j

n∑
i=1

[λn−ie2j−1
i ui]

}

=
m∑

j=1

{
− 2aj

n∑
i=1

[λn−ie
αj

i eiui]
} (4.3)

sendo aj = km−j e αj = 2j − 2.

Assim, igualando ▽J a zero para que a função da eq.(4.2) atinja o valor mínimo,
definimos o valor ótimo do vetor peso,ŵn, pela equação na forma matricial

ŵn = Φ−1
n zn (4.4)

sendo Φn a matriz de autocorrelação do vetor de entrada de dimensão L × L definida por,

Φn =
m∑

j=1

{
aj

n∑
i=1

{λn−ieαi
i uT

i ui

}
(4.5)

e o vetor de correlação cruzada zn, entre as entradas e a resposta desejada com
dimensões L ×1 , é definido por,

zn =
m∑

j=1

{
aj

n∑
i=1

[λn−ieαi
i diuT

i ]
}

(4.6)

Tanto a função de autocorrelação, eq. (4.5), quanto o vetor de correlação cruzada,
eq.(4.6), são agora funções explícitas do erro instantâneo, diferentemente das grandezas
convencionais em filtragem adaptativa, o que implica que o erro instantâneo afeta a forma
da superfície de desempenho, mas a solução ótima ainda é independente do erro e a solução
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de Wiener, o que implica maior controle sobre a dinâmica da aprendizagem sem afetar a
solução final.

Isso significa que o erro instantâneo agora influencia o formato da superfície de
desempenho, embora a solução ótima permaneça independente do erro e continue sendo a
solução de Wiener (SILVA et al., 2015). Isso implica que o algoritmo ganha mais controle
sobre a dinâmica de aprendizado sem afetar a solução final.

As equações recursivas para Φn e zn são obtidos isolando o termo correspondente a
i = n do restante da soma no lado direito das equações. Da eq.(4.5), podemos escrever

Φn = λΦn−1 +
m∑

j=1
[ajen

αi
n ]unuT

n (4.7)

zn = λzn−1 +
m∑

j=1
[ajen

αi
n ]dnun (4.8)

sendo Φn−1, o valor anterior da matriz de autocorrelação e zn o valor anterior do vetor de
correlação cruzada. Portanto, temos a seguinte recursão para atualizar o valor da matriz
de correlação das entradas

As deduções das equações (4.7) e (4.8) facilita o cálculo da inversa da matriz de
autocorrelação Φn, que é necessário para determinar o valor estimado, ŵn, do vetor ótimo
de acordo com a eq.(4.4).

Como a matriz de autocorrelação é positivamente definida e não singular, podemos
aplicar o lema de inversão de matrizes para equação recursiva (4.7), fazendo as seguintes
atribuições,

A =Φn

B−1 =λ−1Φ−1
n−1

C =un

D−1 =
m∑

j=1
{aje

αi
n }

(4.9)

Substituindo as definições (4.9) na eq. (2.27) obtemos a relação de recursividade
para a inversa da matriz de autocorrelação Φn

Φ−1
n = λ−1Φ−1

n−1 − λ−1Φ−1
n−1unuT

n Φ−1
n−1

λ[∑m
j=1 aje

αj
n ]−1 + uT

n Φ−1
n−1un

(4.10)

Por conviniência de notação, escreve-se as seguintes igualdades

Pn = Φ−1
n−1 (4.11)
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e

gn = Pn−1un

λ[∑m
j=1 aje

αj
n ] + uT

n Pn−1un

(4.12)

sendo gn o vetor ganho de dimensão L × 1.

Em comparação com o vetor ganho convencional do algoritmo RLS, observa-se que
a informações de erro instantâneo, que aparece no termo do somatório, modula diretamente
o fator de esquecimento λ. O ganho não é apenas dependente da dinâmica do sinal de
entrada, mas também uma função da resposta desejada através do erro.

Assim podemos escrever a eq.4.10 como

Pn = λ−1(Pn−1 − gnuT
n Pn−1) (4.13)

Para facilitar futuras manipulações matemáticas, podemos reescrever a eq.(4.12)
como segue:

gn = Pn−1un

[ m∑
j=1

(aje
αj
n )
]

(4.14)

4.2.1 Atualização do vetor peso

No desenvolvimento da estrutura de adaptação do algoritmo RNQA proposto
utilizaremos as equações (4.4), (4.8) e (4.11) para expressar a estimativa vetor peso ŵn

do vetor peso no instante n como segue:

ŵn = Φ−1
n zn

ŵn =λPnzn−1 + Pn

[ m∑
j=1

aje
αj
n

]
dnun

(4.15)

Substituindo a eq.(4.13) na eq.(4.15)

ŵn = Pnzn−1 − gnuT
n Pnzn−1 +

[ m∑
j=1

{aje
αj
n }

]
Pnundn

= ŵn−1 − gnuT
n ŵn−1 +

[ m∑
j=1

{aje
αj
n }

]
Pnundn

(4.16)

Das Equações (4.49) e (4.16), obtemos a estrutura de atualização do algoritmo
RNQA dada pela seguinte equação,

ŵn = ŵn−1 + gnen (4.17)

sendo en uma estimação a priori do erro dada por:

en = dn − ŵnuT
n (4.18)
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4.2.2 Matriz de autocorrelação normalizada

Diferentemente muito algoritmos que utilizam como método básico modificar a
matriz de autocovariância para não tender a zero somando fator de regularização, (HAYKIN,
1991). como uma escolha de projeto que desloca o ponto de operação ao longo do trade-off
entre erro em regime permanente e capacidade de rastreamento . O algoritmo RNQ, (SILVA
et al., 2015), onde define

Pn = λ−1Pn−1 − λ−1gnuT
n Pn−1 + βI (4.19)

sendo β é uma constante positiva muito pequena e I matriz identidade.

Esse o fator ajuste atua diretamente na matriz na inversa da matriz de autocorre-
lação, conforme a notação em (4.11), Pn = Φ−1

n−1, que representa a inversa da matriz de
autocorrelação.

No algoritmo proposto RNQA a modificação consiste em atuar de maneira dinâmica
no processo de atualização da inversa da matriz autocorrelação usando seu erro instantâneo
como parâmetro de ajuste, tornando o ajuste adaptativa da matriz. Escrevendo (4.19)
como:

Φ−1
n = λ−1Φ−1

n−1 − λ−1gnuT
n Φ−1

n−1 + βI (4.20)

e multiplicando ambos os lados da eq.(4.20) por e2
n/β:

(e2
n/β)Φ−1

n = λ−1(e2
n/β)Φ−1

n−1 − λ−1gnuT
n (e2

n/β)Φ−1
n−1 + (e2

n/β)βI (4.21)

assim introduzimos o erro a priori en na atualização da inversa da matriz , normalizando
a matriz resultando a eq.(4.20), onde definimos Φ̂−1

n = (e2
n/β)Φ−1

n .

Φ̂−1
n = λ−1Φ̂−1

n−1 − λ−1gnuT
n Φ̂−1

n−1 + e2
nI (4.22)

Por conviniência de escrita P̂n = Φ̂−1
n−1 representa a inversa da matriz de autocor-

relação auto ajustada. Sendo e2
n > 0 segue que e2

nI ≻ 0 =⇒ P̂n ≻ 0, ou seja, a matriz de
correlação P̂n é positiva definida positiva e não singular

P̂n = λP̂n−1 + λ−1gnu⊤
n P̂n−1 + e2

nI (4.23)

Podemos então, escrever a equação de ganho, Eq.(4.12):

gn = P̂n−1un[
m∑

j=1
aje

αi
n ] (4.24)

a estrutura de atualização final é dada por:
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ŵn = ŵn−1 + gnen, (4.25)

Essa forma dinâmica não só regulariza mas também ajusta a matriz de autocovariân-
cia permitindo seguir variações de entradas não estacionárias garantindo um compromisso
entre o estado de alerta e a capacidade de rastreamento.

As equações (4.12), (4.23), (4.18), (4.25) respectivamente, constituem o algoritmo
Recursivo Não Quadrático Autorregulado (RNQA) baseado na soma das potências pares
do erro com autorregularização, resumido na Tabela 2

Inicialização do algoritmo
P0 = γ−1I w0 = 0
Para cada instante no tempo computar n = 1, 2..
en = dn − ŵn−1uT

n

gn = Pn−1un

[
λ{∑m

j=1 aje
αi
n } + uT

n Pn−1un

]−1

ŵn = ŵn−1 + gnen

Pn = λ−1Pn−1 − λ−1gnuT
n Pn−1 + e2I

Tabela 2 – Equaçoes do Algoritmo RNQA

4.2.3 Análise do vetor ganho do algoritmo RNQA

O vetor ganho do RNQA é efetivamente modulado não apenas pela dinâmica do
sinal de entrada mas também pelo erro instantâneo. Da reescrita da somatória do vetor
ganho da eq.(4.24) como

[
m∑

j=1
aje

αi
n ] = [

m∑
j=1

jkm−je2j−2
n ] =

m∑
j=1

[k
m

kj
(e2j

n

e2
n

)] =
m∑

j=1
[k

m

e2 (e2j
n

kj
)] =

m∑
j=1

[k
m

e2
n

(e2
n

k
)j] (4.26)

Quando o termo que compreende o quadrado do erro sobre k é muito grande, como
normalmente acontece nos momentos iniciais de aprendizagem, o ganho gn torna-se muito
grande porque a base é elevada a j, portanto quanto maior a potência na função custo
mais rápida pode ser a convergência esperado.

Quando o erro quadrado sobre de k se torna muito menor a somatória dos termos
entra em ação, e k é sempre elevado para a potência m, o qual balanceia o efeito do erro
se tornar exponencialmente pequeno. Portanto o ganho gn é sempre grande tanto para
erro grande quanto para erros pequenos.

A estrutura de atualização do RNQA similar a do algoritmo do RLS padrão, mas
com mais flexibilidade em termos de velocidade de convergência, onde o erro incluído
no vetor ganho gn e na matriz de autocovariância Pn, fornece uma maior velocidade de
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convergência ao algoritmo. Esse fato é muito importante para entendermos sobre quais
condições o algoritmo RNQA atingirá a solução ótima do MSE. Dessa forma, podemos
rescrever as Equações (4.7) e (4.8) em termos de valor valor esperado como segue

Φn =
m∑

j=1
{ajλE[eαi

n unuT
n ]} (4.27)

zn =
m∑

j=1
{ajλE[eαi

n dnun]} (4.28)

Se assumirmos que o erro é estatisticamente independente do sinal de entrada e do
sinal desejado, temos

Φn =
m∑

j=1
{ajλE[eαi

n ]E[unuT
n ]} (4.29)

zn =
m∑

j=1
{ajλE[eαi

n ]E[dnun]} (4.30)

A solução ótima torna-se

Φ̂−1
n zn = E[unun]−1 E[dnun]∑m

j=1{ajλE[eαi
n ]}∑m

j=1{ajλE[eαi
n ]} = R−1P (4.31)

que, de fato, é a solução MSE. Entretanto, o algoritmo RNQA, seguirá, na maioria das
vezes, a solução MSE durante a adaptação.

4.2.4 Interpretação do efeito da matriz de covariância normalizada pelo qua-
drado do erro no algoritmo RNQA

Nesta seção o objetivo é analisar o mecanismo de ajuste adaptativo na matriz de
autocovariância no algoritmo RNQA, mais especificadamente a influência do erro instantâ-
neo sobre a dinâmica de atualização da matriz, como contribui para o comportamento
adaptativo do algoritmo, afetando sua velocidade de convergência e estabilidade. Para isso,
parte-se da expressão da curva de aprendizagem média, a qual relaciona o desempenho do
algoritmo com a evolução do erro de estimação ao longo do tempo.

A curva de aprendizagem pode ser expressa como a soma entre o erro mínimo
alcançável e um termo adicional associado ao traço do produto entre a matriz de covariância
do sinal de entrada e a matriz de correlação do erro de estimação, isto é:

ξ(n) = ξmin + Tr
(
RK(n − 1)

)
, (4.32)
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onde ξmin representa o erro mínimo alcançável pelo algoritmo, R = E[unuT
n ] é a

matriz de covariância do sinal de entrada un, e Kn denota a matriz de correlação do erro
de estimação.

Nesse contexto, a matriz de correlação do erro de estimação é definida como

Kn = E
[
vnvT

n

]
, (4.33)

em que o vetor de desvio é dado por

vn = ŵn − w∗. (4.34)

Observando a função da curva de aprendizagem em (4.32), nota-se que ela é expressa
em termos do traço do produto entre as matrizes R e Kn−1. Nessa forma, a velocidade
de convergência do algoritmo está diretamente relacionada à matriz de correlação do
erro de estimação. De maneira mais geral, verifica-se que as curvas de aprendizagem são
governadas pelo termo Tr(RKn−1), cuja magnitude reflete a projeção do erro de estimação
ponderada pela estrutura estatística do sinal de entrada. Consequentemente, a dinâmica de
convergência do algoritmo pode ser analisada a partir da evolução temporal da matriz Kn.
A matriz Kn está associada à covariância do erro de estimação do algoritmo e relacionada
à inversa da matriz de correlação Φ, utilizada no cálculo da atualização dos pesos.

Para capturar o efeito do termo e(n)2I na atualização de sua matriz. Da equação
da atualização da inversa matriz (4.35):

Φ̂−1
n = λ−1Φ̂−1

n−1 − λ−1gnuT
n Φ̂−1

n−1 + e2
nI (4.35)

consideramos apenas a contribuição associada ao erro instantâneo, escrevemos forma
compacta

Φ̂−1
n ≈ Φ̂−1

n−1 + e2
nI (4.36)

Substituindo (4.36) na definição da matriz Kn em (3.31):

Kn = σ2E
[
Φ̂−1

n

(
UnΛnΛnUT

n

)
Φ̂−1

n

]
(4.37)

De maneira análoga ao desenvolvimento feitos nas equações (3.33), (3.34) e (3.35),
obtem-se

Φ̂−1
n + e2

nI ≈ 1
(2j − 1)d2j−1

n (1 − λn)
· 1 − λ

1 + λ
· 1 + λn

1 − λn
R−1 + e2

nI (4.38)

e reescrevemos Kn na eq.(4.37) como:
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Kn = σ2
[
{ 1

(2j − 1)d2j−1
n (1 − λn)

· 1 − λ

1 + λ
· 1 + λn

1 − λn
R−1 + e2

nI}
]

(4.39)

Efetuando a multiplicação expressão de Kn, (4.39), pela esquerda pela matriz R:

RKn = R[σ2{ 1
(2j − 1)d2j−1

n (1 − λn)
· 1 − λ

1 + λ
· 1 + λn

1 − λn
R−1 + e2

nI}] (4.40)

sendo RR−1 = I e RI = R, resulta em:

RKn = σ2{ 1
(2j − 1)d2j−1

n (1 − λn)
· 1 − λ

1 + λ
· 1 + λn

1 − λn
I + e2

nR} (4.41)

Para escrita simplificada tornando

µ = 1
(2j − 1)d2j−1

n (1 − λn)
· 1 − λ

1 + λ
· 1 + λn

1 − λn

RKn = σ2{µI + e2
nR} (4.42)

Aplicando o traço à matriz produto (4.42), temos :

Tr(RKn) = σ2{µL + e2
nTr(R)} (4.43)

onde R = E[unuT
n ] e matriz de autocovariância , L = Tr(I) o comprimento do filtro. Sendo

uT
n un = Tr(unuT

n ), a relação entre energia média e traço da autocorrelação pode ser escrita
como:

E
[
∥un∥2

]
= E

[
uT

n un

]
= E

[
Tr(unuT

n )
]

= Tr
(
E[unuT

n ]
)

= Tr(R),

(4.44)

Substituindo a equivalência da eq. (4.44) na eq.(4.43) podemos reescrever a eq.
(4.32) como:

ξ(n) = ξmin + σ2{
[
µL + e2

nE[||un||2
]
} (4.45)

Avaliando o traço do produto matricial RKn em termos de autovalores, retornando
a eq.(4.43), temos a matriz de autocovariância R = E[unuT

n ] simétrica e definida positiva
(HAYKIN, 2014), sua decomposição espectral é dada por R = QΛQT, sendo Q é uma
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matriz ortogonal, isto é, QTΛQ = I e Λ = diag{λ1, λ2, . . . . , λL} matriz diagonal de
autovalores λi da matriz R. Assim:

Tr(R) =
L∑

i=1
λi (4.46)

e substituindo eq.(4.46) na eq.(4.43) escrevemos:

Tr(RKn) = σ2{µL + e2
n

L∑
i=1

λi} (4.47)

Então modo alternativo, escrevemos a eq.(4.32)

ξ(n) = ξmin + σ2{µL + e2
n

L∑
i=1

λi} (4.48)

onde λi são os autovalores de R.

4.2.5 Conclusão

Conforme as expressões eq.(4.50), (4.47), observa-se de forma equivalente que o
efeito de incluir o e2

n como termo de regularização na atualização da matriz de autocovari-
ância do algoritmo RNQA, esse termo atua como fator multiplicativo na energia média
do sinal de entrada, e2

nE[||un||2], equivale a potencializar a velocidade de convergência,
caracterizando uma autorregularização adaptativa:
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4.3 Resultados
O algoritmo proposto baseado na função (4.2), contém além dos três parâmetros

livres: m, a ordem mais alta da função de custo, que também controla o número de
termos na soma; o parâmetro k que funciona como um termo de ganho extra, bem como
um parâmetro de escala para o erro; e o fator de esquecimento λ. Possui também uma
regularização contínua de sua matriz de covariância P atualizada pela informação de erro
instantâneo e2

n.

4.3.1 Identificação de sistema usando um filtro FIR

Para as simulações criamos uma configuração, conforme na Figura 4, um filtro
passa-baixa FIR com resposta ao impulso dada por h, comprimento L = 30, frequência de
corte fc = 0, 5π e fc = 0, 2π. Usamos o sinal ui com uma distribuição gaussiana, a ser
filtrado por h. O sinal desejado di é obtido filtrando o sinal de entrada ui por h. A saída
do filtro adaptativo denotado por yi.

Figura 4 – Estrutura do filtro adaptativo RNQA com configuração identificação de sistemas,
sendo ui o vetor de entrada, h um filtro FIR, di o sinal desejado, ei o sinal de
erro e yi a saída do filtro.

.

h

ŵ, P̂

RNQA

Σ

Entrada ui

 Saída  yi

Sinal desejado di

erro ei 

+

-

Fonte: Elaborado pelo autor.

O desempenho do algoritmo RNQA é avaliado em termos da velocidade de conver-
gência, utilizando-se a curva de aprendizagem como ferramenta de análise. Define-se como
instante de convergência o número de iterações necessário para que o erro médio atinja
uma faixa de 5% em relação ao erro em regime permanente. A inclusão do algoritmo RNQ
(SILVA et al., 2015), baseado em termo de regularização constante, permite evidenciar
o mecanismo de autorregularização proposto no RNQA. Emprega-se também como refe-
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rência comparativa o algoritmo de estimação paramétrica baseado no filtro de Kalman
proposto por Söderström (SöDERSTRöM, 1989), amplamente utilizado em problemas de
rastreamento adaptativo.

Condições iniciais e parâmetros :

• RNQA: P0 = 10−5I,λ = 0, 96, (m =5,10 e 15), termo de regularização e2
n,

• RNQ: P0 = 10−5I,λ = 0, 96, (m=15), termo de regularização constante β = 10−4,

• Kalman: P0 = 10−5I, R1 = 104

Nessa estrutura de identificação de sistemas, temos os resultados analisados na na
Figura 5.

Figura 5 – Comparação das curvas de aprendizagem do RNQA com m = 5 com base em
e2

n, o Filtro de Kalman para identificação do sistema e o RNQ com (m = 15),
usando um fator de regularização fixo de β = 10−4. a) As simulações foram
conduzidas com um sistema livre de ruído. b) As simulações foram conduzidas
com ruído gaussiano aditivo com SNR = 60 dB.
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b) Sistema com ruído.
Fonte: Elaborado pelo autor.

4.3.2 Discussão

O RNQA com diferentes quantidades de potências pares, m = 5, m = 10 e m = 15
com matriz autorregulado por e(n)2 , resultam em diferentes taxas de convergências. Na
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Figura 5(a), as curvas de aprendizado dos algoritmos com sistema sem ruído, ηi = 0,
sendo que na interação n = 1000, os parâmetros foram alterados. Enquanto o algoritmo de
Kalman (SöDERSTRöM, 1989) levou 700 iterações para alcançar seu estado estacionário
o RNQA alcança entre 100 e 500, ou seja, o RNQA foi muito a mais rápido, apresentou
maior velocidade de convergência do que o algoritmo RNQ e o algoritmo de Filtro de
Kalman com destaque ao RNQA para m=15, Tabela (3).

Tabela 3 – Número aproximado de iterações para convergência dos algoritmos RNQA,
RNQ e Kalman. Sistema sem ruído

Métrica RNQA RNQ Kalman

m = 5 m = 10 m = 15 m = 15
Iterações para convergência ≈ 500 ≈ 200 ≈ 100 ≈ 300 ≈ 700

Fonte: Elaboração do autor.

Na Fig. 5(b) as simulações foram realizadas com ruído aditivo gaussiano com SNR
60dB. O mesmo comportamento ocorreu com a simulação com ruído, isto é o algoritmo
RNQA apresenta desempenho melhor em relação ao RNQ e Kalman.

Na simulação com ruído, Fig. 5(b), nas primeiras interações é interessante notar
certa oscilação do comportamento o RNQA onde perde em convergência em relação ao RNQ
padrão com m=15 com fator de regularização constante β = 10−4. Isso justifica porque o
RNQA nos instantes iniciais o erro instantâneo e2

n atuando na matriz de autocovariância,
Pn = λ−1(Pn−1GnuT

n Pn−1) + e2
nI, é bastante grande, como esperado, e as características de

parâmetros iniciais do RNQ com máximo parâmetro m esta com os melhores parâmetros
iniciais apresentar melhor desempenho, Tabela (4). A vantagem do RNQA ocorre quando
acontece a mudança brusca dos parâmetros. As variações do erro já adaptado atuando
dinamicamente no ajuste da matriz Pn, em conjunto com a maior potência, m = 15, torna
o RNQA em maior estado de alerta convergindo mais rápido superando os algoritmos
Kalman e RNQ em convergência conforme visualizado a Fig. 5(b), onde evidencia o melhor
desempenho do RNQA nos ciclos de mudança de parâmetros nas iterações 500, 1000 e
1500.

Tabela 4 – Número aproximado de iterações para convergência dos algoritmos RNQA,
RNQ e Kalman. Sistema com ruído

Métrica RNQA RNQ Kalman

m = 5 m = 10 m = 15 m = 15
Iterações para convergência ≈ 70 ≈ 80 ≈ 80 ≈ 40 ≈ 170

Fonte: Elaboração do autor.

O fato da vantagem RNQA às mudanças brusca dos parâmetros, são avaliadas
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pelas eq.(4.26), (4.50):

gn = Pn−1un

( m∑
j=1

km

e2
n

(
e2

n

k

)j
) (4.49)

ξ(n) = ξmin + σ2{
[
µL + e2

nE[||un||2
]
} (4.50)

• Fase de aprendizagem(mudanças brusca dos parâmetros, (n = 500, n = 1000, n =
1500)
Valores elevado e2

n: o ganho gn é grande , o termo e2
nE[∥un∥2] torna-se dominante

potencializa a convergência mais rápida acelerando o processo de adaptação.

• Regime permanente
Valor reduzido de e2

n: o ganho gn mantém grande o termo e2
nE[∥un∥2] é atenuado. Isso

resulta em atualizações mais suaves, contribuindo para a estabilização do algoritmo.

O ajuste dinâmico da matriz de autocovariância em função do erro permite ao algo-
ritmo alternar entre regimes de rápida adaptação e baixa variância. O mecanismo confere
ao RNQA capacidade rapidez adicional de rastreamento em cenários não estacionários.

O termo e2
n pode ser interpretado como um mecanismo automático de detecção de

regime de operação do algoritmo: durante o regime transiente, valores elevados de erro
promovem maior regularização, enquanto no regime permanente, a redução do erro implica
uma atenuação natural do termo regularizador.

4.3.3 Conclusão

Nesse capítulo apresentamos o desempenho do algoritmo RNQA onde observamos
que o erro instantâneo aparece na atualização do vetor ganho e na atualização da matriz
de autocovariância que controla efetivamente a velocidade de adaptação do algoritmo.

Os testes foram realizados tanto para o caso em que o algoritmo é capaz de
identificar o sistema com um erro desprezível (identificação perfeita) quanto quando o erro
é muito grande. Através dos resultados apresentados mostramos que o algoritmo RNQA
como função de custo baseado na soma ponderada das potências pares do erro e mecanismo
de autorregularização adaptativa teve um desempenho melhor do que o algoritmo RNQ
padrão (SILVA et al., 2015) e Kalman proposto por Söderström (SöDERSTRöM, 1989)
em ambas as condições, em termos de velocidade de convergência.
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5 Conclusão e trabalhos futuros

Nesse trabalho propomos o algoritmo RNQA com regularização dinâmica na
atualização da matriz inversa de autocorrelação de maneira simples que proporciona
convergência mais rápida, mantendo custo computacional equivalente ao RNQ e RLS. No
algoritmo RNQA o erro instantâneo tem função dupla, atuando na atualização do vetor
ganho e na autorregularização da matriz de autocovariânia controlando e potencializando
efetivamente a velocidade de adaptação do algoritmo.

Apresentamos uma análise comparativa do RNQA com o RNQ padrão (SILVA
et al., 2015) e o algortimo de Kalman (SöDERSTRöM, 1989) no que se diz respeito à
velocidade de convergência nos casos de sinais puros e corrompidos por ruídos gaussiana.

Os testes foram realizados tanto para o caso em que o algoritmo é capaz de
identificar o sistema com um erro desprezível (identificação perfeita) quanto o erro é muito
grande.

Os resultados apresentados mostram que o algoritmo RNQA é uma escolha alter-
nativa muito útil na condição de aprendizagem, onde a estatística do sinal muda com
o tempo, uma vez que tem um melhor desempenho na velocidade de convergência sem
aumento considerável na complexidade computacional.

Em relação a trabalhos futuros, algumas possibilidades merecem ser investigadas.
A primeira é um estudo mais detalhado do fator de ponderação apresentado no somatório
do algoritmo RNQA, considerando a base desse fator como um número real qualquer. Uma
possibilidade de extensão do estudo é a realização da análise de convergência do algoritmo
proposto.
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ANEXO A – O filtro de Kalman como
estimador de parâmetros

O filtro de Kalman como estimador de parâmetros
Um dos métodos usados para estimar os parâmetros é o Filtro de Kalman. Se o

vetor de parâmetros for considerado como processo de caminhada aleatória a equação de
modelo de espaço de estado pode ser escrita como

θt+1 = θ(t) + ν(t) (A.1)

yt+1 = φT θ(t) + η(t) (A.2)

Aqui, o vetor de estado são os vetores de parâmetros {W (t)} e {e(t)} são os processos
de ruído branco; E[w(t)wT (s)] = R1(t)δts , E[e(t)e(s)] = R2(t)δts, E[w(t)e(s)] = 0,
E[θ(0)] = θ̄(0), E[(θo˘θ̄0)(θo˘θ̄0)T ] = P (0) e θ(0) foram assumidos como independentes de
w(t) e ν(t).A matriz de transição do sistema é unitária.

O filtro de Kalman como estimador de parâmetros é apresentado em (SöDERS-
TRöM, 1989). A estimativa dos coeficientes do filtro, nesse caso o estado Xn = hn onde
observações Yn = yn são feitas através de um vetor de medição H = un. Utilizando um
filtro de resposta ao impulso finita (FIR) como sistema artificial, definido na forma a
Equação ??.

Considerando o modelo de parâmetros constante

yn+1 = φT θ + ηn (A.3)

descrito no espaço de estado
xn+1 = xn (A.4)

yn+1 =T xn + ηn (A.5)

sendo xn o vetor de estado xn = [a1 . . . anab1 . . . bnb]T = θ. A estimativa do estado ótimo
x̂n+1 pode ser calculado em função das medidas y1 . . . yn pelo filtro de Kalman.

Aplicando o filtro de Kalman ao modelo de estado (A.4) resulta precisamente no
algoritmo mínimo quadrado (LS) básico . Uma modifição na equação (A.4) permite melhor
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rastreamento dos parâmetros variante no tempo:

xn+1 = xn + vn (A.6)

sendo E{vnvT
n } = R1δ

Isso implica que o vetor de parâmetro é modelado como um variável de desloca-
mento aleatório (Random walk). A matriz R1 somada à matriz de covariância do erro do
processo,Pn, pode ser usada para descrever o quanto rápido as diferentes componentes do
estado xn = θT espera-se variar. Aplicando o filtro de Kalman ao modelo (A.6), (A.5)

xn+1 = xn + vn

yn+1 = ϕT xn + en

obtém-se as seguintes equações recursivas:

θ̂n = θ̂n−1 + Knεn

εn = yn − ϕT θ̂n−1

Kn = Pn−1ϕn/[1 + ϕT
n Pn−1]

Pn = Pn−1 − Pn−1ϕnϕT
n Pn−1/[1 + ϕT

n Pn−1ϕ
T
n θ] + R1

A matriz R1 no algoritmo é uma variável de projeto definida para o equilíbrio
entre o estado de alerta e a capacidade de rastrear variações temporais dos parâmetros ,
boas propriedades de convergência e pequenas variâncias das estimativas para sistemas
invariantes no tempo. É um exemplo possível escolher que a matriz seja diagonal com
diferentes elementos diagonais. Esta escolha de R1 pode ser conveniente para descrever
diferentes variações de tempo para os diferentes parâmetros.
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