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Resumo

Apresenta-se nesta tese uma proposta de uma abordagem uni�cada de teorias

de programação dinâmica, aprendizagem por reforço e aproximação de função

que tem por objetivo o desenvolvimento de métodos e algoritmos para projeto

online de sistemas de controle ótimo. Esta abordagem é apresentada no contexto

de programação dinâmica aproximada que permite aproximar a solução de reali-

mentação ótima de modo a reduzir a complexidade computacional associada com

métodos convencionais de programação dinâmica para controle ótimo de sistemas

multivariáveis. Especi�camente, no quadro de programação dinâmica heurística e

programação dinâmica heurística dependente de ação, esta proposta é orientada

para o desenvolvimento de soluções aproximadas online, numericamente estáveis,

da equação de Hamilton-Jacobi -Bellman do tipo Riccati associada ao problema

do regulador linear quadrático discreto que tem por base uma formulação que

combina estimativas da função valor por meio de uma estrutura RLS (do inglês

Recursive Least-Squares), diferenças temporais e melhorias de política. O desen-

volvimento das metodologias propostas, neste trabalho, tem seu foco principal

voltado para a fatoração UDUT que é inserida neste quadro para melhorar o pro-

cesso de estimação RLS de políticas de decisão ótimas do regulador linear quadrá-

tico discreto, contornando-se problemas de convergência e estabilidade numérica

relacionados com o mal condicionamento da matriz de covariância da abordagem

RLS.

Palavras-Chave: Programação Dinâmica, Aprendizagem por Reforço, Pro-

gramação Dinâmica Heurística, Controle Multivariável, Controle Ótimo, Regula-

dor Linear Quadrático Discreto, Mínimos Quadrados Recursivos.



Abstract

In this thesis a proposal of an uni�ed approach of dynamic programming,

reinforcement learning and function approximation theories aiming at the de-

velopment of methods and algorithms for design of optimal control systems is

presented. This approach is presented in the approximate dynamic programming

context that allows approximating the optimal feedback solution as to reduce the

computational complexity associated to the conventional dynamic programming

methods for optimal control of multivariable systems. Speci�cally, in the state

and action dependent heuristic dynamic programming framework, this proposal

is oriented for the development of online approximated solutions, numerically

stable, of the Riccati-type Hamilton-Jacobi-Bellman equation associated to the

discrete linear quadratic regulator problem which is based on a formulation that

combines value function estimates by means of a RLS (Recursive Least-Squares)

structure, temporal di�erences and policy improvements. The development of the

proposed methodologies, in this work, is focused mainly on the UDUT factoriza-

tion that is inserted in this framework to improve the RLS estimation process of

optimal decision policies of the discrete linear quadratic regulator, by circumvent-

ing convergence and numerical stability problems related to the covariance matrix

ill-conditioning of the RLS approach.

Keyword: Dynamic Programming, Reinforcement Learning, Heuristic Dy-

namic Programming, Multivariable Control, Optimal Control, Discrete Linear

Quadratic Regulator, Recursive Least-Squares.
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Capítulo 1

Introdução

A complexidade dos sistemas dinâmicos, devido aos requisitos de desempe-

nho do projeto, exige controladores de malha fechada de alto desempenho para

executar as tarefas programadas, tais como aeronaves e robôs de alta velocidade

e precisão que sejam capazes de rejeitarem as perturbações externas e incerte-

zas. Uma alternativa para atender a esses requisitos de projeto é dada na teoria

de controle ótimo que fornece os meios para desenvolver soluções para sistemas

dinâmicos que demandam controladores mais complexos.

Métodos clássicos de controle ótimo têm alcançado grande sucesso para siste-

mas lineares via equações do tipo Riccati, mas este sucesso é restrito à algumas

aplicações online. Em uma maneira geral os métodos são o�ine e requerem

o modelo do sistema dinâmico. Diversos conceitos matemáticos e métodos de

otimização dinâmica têm sido agregados para desenvolver sistemas de controle

ótimo, os quais destacam-se o princípio do mínimo de Pontryagin e a equação de

Euler-Lagrange, (Bryson e Ho, 1975) e (Athans e Falb, 1966), e os métodos de

Bellman da Programação Dinâmica com a subsequente equação HJB (Hamilton-

Jacobi -Bellman), (Bellman, 1957), (Bellman, 1958), (Bellman, 2003), (Bertsekas,

1995a), (Bertsekas, 1987), (Howard, 1960).

Sabe-se que as formulações de Bellman fornecem a solução mais abrangente

para controle ótimo que variam desde sistemas lineares baseados em funções de

critério quadráticas para os sistemas não-lineares mais complexos, contudo os re-

cursos computacionais associados com a realização dessas formulações são de alto

custo para implementação online, (Lendaris, 2009), especialmente para sistemas

2
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de ordem elevada. Uma alternativa para contornar esta complexidade computaci-

onal são os métodos de aproximação de programação dinâmica que empregam um

tipo de crítico adaptativo da aprendizagem por reforço (Reinforcement Learning -

RL). Esta abordagem também tem sido denominada programação dinâmica apro-

ximada/adaptativa (Approximate/Adaptive Dynamic Programming - ADP).

Um esquema típico de crítico adaptativo é ilustrado na Figura 1.1, represen-

tando o sistema de controle com realimentação dentro de um contexto relacionado

à controle adaptativo que é realizado pelos componentes ator e crítico. O ator

estabelece uma lei de controle (política de controle) parametrizada, enquanto que

o crítico fornece uma representação parametrizada da função valor. Esta função

avalia o efeito do controle sobre seu desempenho futuro e fornece diretrizes sobre

como melhorar a lei de controle. A principal característica do crítico adaptativo

que permite a aplicação online é que ele efetivamente resolve as equações de oti-

mização HJB em uma maneira "para frente no tempo", enquanto a programação

dinâmica tradicional requer um procedimento "para trás no tempo", (Werbos,

1990b).

Figura 1.1: Estrutura de Aprendizado por Reforço com Ator/Crítico.

As variações de métodos críticos adaptativos mais comuns na literatura são os

métodos de diferenças temporais, (Sutton, 1988), e aprendizagem Q, (Watkins,

1989), (Watkins e Dayan, 1992). Estes, por sua vez, têm sido classi�cados por

Werbos (Werbos, 1992), (Werbos, 1990b) em programação dinâmica heurística

(Heuristic Dynamic Programming - HDP) e programação heurística dual (Dual

Heuristic Programming - DHP). Existem versões modi�cadas chamadas críticas

dependentes de ação de cada uma delas, nominalmente Programação Dinâmica

Heurística Dependente de Ação (Action Dependent Heuristic Dynamic Program-
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ming - ADHDP) e Programação Heurística Dual Dependente de Ação (Action

Dependent Dual Heuristic Programming - ADDHP). Algumas vantagens do de-

senvolvimento de métodos baseados em programação dinâmica aproximada é que

alguns dos críticos adaptativos não necessitam da identi�cação explícita do sis-

tema, e os sistemas estocásticos podem ser inseridos neste quadro.

Prokhorov e Wunsch (Prokhorov e Wunsch, 1997) forneceram uma discussão

detalhada das estruturas críticas adaptativas de Werbos e sugeriram dois novos

métodos, que são programação heurística dual global (Global Dual Heuristic Pro-

gramming - GDHP) e programação heurística dual global dependente de ação

(Action Dependent Global Dual Heuristic Programming - ADGDHP). As aproxi-

mações são classi�cadas de acordo com as abordagens estabelecidas para estimar

a função valor V (x). Em termos funcionais, HDP é baseada em estimativas de

V (x), enquanto DHP usa estimativas do gradiente de V (x) com respeito às variá-

veis de estado x. Estratégias dependentes de ação, por sua vez, estão associadas

com estimativas da função Q(x, u) e seus gradientes com respeito às variáveis de

estado x e decisão u (lei de controle) para HDP e DHP, respectivamente. Na

GDHP, o crítico aproxima tanto a função valor quanto seu gradiente.

Resultados teóricos de estabilidade e convergência foram obtidos para vários

projetos críticos adaptativos para solução de problemas de controle ótimo. Veja,

por exemplo, o trabalho de Bradtke e outros (Bradtke et al., 1994) em que apren-

dizagem Q é demonstrada convergir ao usar uma aproximação linear da função

valor. Especi�camente, esta abordagem foi baseada sobre uma importante con-

dição de persistência de excitação dos métodos RLS. Mais trabalho foi realizado

por Landelius e Knutsson (Landelius e Knutsson, 1996) que estudaram as quatro

arquiteturas críticas adaptativas de Werbos. Eles demonstraram resultados de

convergência para todos os quatro casos para o problema do regulador linear qua-

drático utilizando-se métodos do gradiente. Al-Tamimi e outros (Al-Tamimi et

al., 2007a) apresentaram um esquema crítico adaptativo baseado em aprendiza-

gem Q para o jogo de soma zero linear quadrático de tempo discreto relacionado

à controle ótimo H∞. Mais recentemente, Vamvoudakis e Lewis (Vamvoudakis e

Lewis, 2010) sugeriram um algoritmo baseado em iteração de política que aprende

online soluções aproximadas da equação HJB para problemas de controle ótimo

com custo de horizonte in�nito para sistemas não-lineares de tempo contínuo e
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com dinâmicas conhecidas.

Programação dinâmica aproximada tem expandido bastante o horizonte do

campo de controle ótimo para aplicações online e tem superado a necessidade por

um modelo dinâmico completo exigido nos métodos clássicos de controle ótimo,

viabilizando aprendizagem em ambientes desconhecidos e não-lineares. Por exem-

plo, Jiang e outros (Jiang e Jiang, 2011) fornecem um quadro de programação

dinâmica aproximada robusta que garante, sob certas condições, robustez à in-

certezas dinâmicas via aprendizagem online. Em (Liu et al., 2011), os autores

propõem um esquema de controle ótimo inteligente para sistemas não-lineares de

tempo discreto com dinâmicas desconhecidas, e os autores (Dierks e Jagannathan,

2011) fornecem uma classe de aproximadores online para resolver problemas de

controle ótimo de regulação e de rastreamento de horizonte in�nito via ADP para

sistemas não-lineares de tempo discreto na presença de dinâmica interna desco-

nhecida.

Este capítulo introdutório está organizado como segue. Nas Seções 1.1 e 1.2

abordam-se os objetivos desta tese e a principal motivação que conduziu o desen-

volvimento desta pesquisa. Segue-se então, com a Seção 1.3 onde se discute uma

abordagem moderna de aprendizagem por reforço alicerçada em teorias de pro-

gramação dinâmica e aproximação de função no contexto de controle ótimo. Na

Seção 1.4 mostra-se a importância de métodos de programação dinâmica aproxi-

mada/adaptativa para o projeto online de sistemas de controle ótimo. Na Seção

1.5, apresentam-se perspectivas relativas ao desenvolvimento teórico e aspectos

práticos de ADP. Na Seção 1.6 são apresentadas as principais contribuições for-

necidas por esta pesquisa e, �nalmente, na Seção 1.7, descreve-se a organização

da tese.

1.1 Objetivos

O objetivo geral desta tese é propor métodos alternativos para estabelecer

políticas de controle ótimo baseadas na forma HJB da equação algébrica de Riccati

discreta (HJB-Riccati) para realizações online de projeto de sistemas de controle

ótimo.

Os desenvolvimentos apresentados são orientados por meio de esquemas críti-
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cos adaptativos em que a função valor é modelada em termos de recompensas em

longo prazo. Especi�camente, a programação dinâmica heurística e sua estratégia

dependente de ação são formuladas no contexto de controle ótimo e aprendizagem

por reforço para aproximar a solução da equação HJB via RLS e diferenças tem-

porais por métodos numericamente estáveis, quando submetidos a uma iteração

de política.

O objetivo principal é apresentar uma proposta para resolver, via fatoração

UDUT , os problemas de convergência e estabilidade numérica que estão relacio-

nados com o mal condicionamento da matriz de covariância da abordagem RLS

para aproximações online da solução da equação HJB do tipo Riccati do pro-

blema DLQR. Propor uma metodologia RL ator-crítico que combina métodos

RLS, aprendizagem TD(λ) e melhorias de políticas, tendo em vista a formulação

de estratégias para acelerar iteração de política aproximada para solução online

de controle ótimo.

1.2 Motivação

Com o crescente desenvolvimento tecnológico e industrial tem-se exigido sis-

temas de controle com especi�cações de projeto muito mais rigorosas e que sejam

capazes de rejeitarem as perturbações e incertezas, como por exemplo: aeronaves

de alto desempenho e robôs de alta velocidade e precisão. Juntamente com a de-

manda por sistemas de controle de alto desempenho, sistema de controle MIMO

(do inglês Multiple-Input and Multiple-Output) muitas vezes tornam-se preferidos

devido à disponibilidade de sensores e atuadores mais baratos e con�áveis. Siste-

mas de controle não-lineares, por sua vez, cobrem a maior parte dos sistemas do

mundo real. O desa�o para projeto de controle é combinar todos esses requisitos

e informações para alcançar o melhor desempenho possível de sistema de controle

online.

Nos últimos anos, os métodos de controle ótimo baseados em programação

dinâmica aproximada e aprendizagem por reforço tem se destacado como uma

ferramenta muito útil para melhorar o desempenho de sistemas do mundo real

e contribuido para viabilizar as implementações em tempo real de controladores

ótimos. Programação dinâmica aproximada e aprendizagem por reforço pode ser



CAPÍTULO 1. INTRODUÇÃO 7

vista em (Werbos, 2012) na perspectiva de um campo de pesquisa promissor para

desenvolver controladores inteligentes inspirados em estruturas neurais biológicas

que fornecem capacidades para lidar de forma e�caz com o grau de complexi-

dade de sistemas não-lineares, incertos e parcialmente observáveis. Em (Fu et

al, 2011) e (Bu³oniu et al., 2010a), os autores apresentam uma visão do projeto

de controladores inteligentes para sistemas MIMO que tanto aprendem quanto

exibem comportamento ótimo empregando programação dinâmica adaptativa e

aprendizagem por reforço.

O campo de programação dinâmica aproximada tem passado por uma enorme

expansão e tem se destacado em uma variedade de setores tecnológicos, por exem-

plo, teoria de controle, inteligência arti�cial, redes neurais e lógica fuzzy. Nos

setores industriais, o foco tem sido sobre aeronaves de alto desempenho ou siste-

mas de controle de mísseis, (Bertsekas et al., 2000), autopiloto, (Ferrari e Stengel,

2004), (Lin, 2005), geradores (Park et al., 2003), sistemas elétricos, (Mohagheghi

et al., 2007), (Qiao et al., 2009), sistemas de comunicação, (Liu et al., 2005), pro-

cessos bioquímicos, (Iyer e Wunsch, 2001), etc. Em (Enns e Si, 2003), os autores

desenvolveram um controle de rastreamento de helicóptero usando programação

dinâmica neural, e em (Zhao e Hu, 2011) os autores apresentam um algoritmo

de programação dinâmica adaptativa supervisionada para um sistema de controle

adaptativo de cruzeiro.

1.3 Aprendizagem por Reforço Moderna

A aprendizagem por reforço tem sido reconhecida por �siologistas desde a

época de Ivan Pavlov (Pavlov, 1927) que utilizou estímulos simples de recom-

pensa e punição para modi�car padrões do comportamento de cães por indução

de re�exos condicionados. Em sua forma clássica, a aprendizagem por reforço está

estreitamente relacionada à aprendizagem a partir da experiência combinada com

o princípio de recompensa e punição emulada de seres vivos (humanos e animais)

tendo por objetivo alcançar um comportamento altamente quali�cado ao longo

do tempo. A ideia de aprendizagem por reforço é também incorporada na obra

clássica de Charles Darwin: "A origem das Espécies", tendo por base adaptações

estabelecidas por organismos vivos por meio de interações com o ambiente no qual
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eles estão inseridos, levando a seleção natural e sobrevivência do mais forte.

A aprendizagem por reforço está bem enraizada em Ciência da Computa-

ção e Inteligência Arti�cial, e tem sido um foco principal para pesquisadores no

campo de redes neurais (Neural Networks - NN), especialmente nas áreas de reco-

nhecimento de padrão, regressão não-linear e identi�cação de sistema não-linear.

Segundo Sutton e Barto (Sutton e Barto, 1998), a aprendizagem por reforço é

um formalismo da inteligência arti�cial que permite aos sistemas aprenderem a

tomar boas decisões observando o seu próprio comportamento, e usarem estraté-

gias embutidas para melhorar suas ações através de um mecanismo por reforço.

Um quadro detalhado de literatura de pesquisa de aprendizagem por reforço tem

sido autorado por (Kael et al., 1996). O trabalho deles está principalmente focado

sobre os esquemas RL em ciências da computação. Além disso, (Sutton, 1999) e

também (Thrun e Littman, 2000) apresentaram excelentes panoramas de RL.

Na abordagem moderna, a aprendizagem por reforço está intimamente re-

lacionada com a programação dinâmica (Dynamic Programming - DP), que foi

desenvolvida por Bellman (Bellman, 1957) no contexto de controle ótimo. A pro-

gramação dinâmica fornece o formalismo matemático para a tomada de decisão

multiestágio que envolve o compromisso entre um baixo custo no presente e altos

custos indesejáveis no futuro, levando à um planejamento ótimo. O objetivo é

estabelecer políticas de tomada de decisão que minimizem o custo total sobre um

número de estágios. Tais problemas são primariamente desa�adores por causa da

compensação entre custos imediatos e custos futuros. Um tratamento introdutó-

rio sobre programação dinâmica e sua relação com a aprendizagem por reforço é

apresentado em (Haykin, 1998).

Seguindo a terminologia de Bertsekas e Tsitsiklis (Bertsekas e Tsitsiklis, 1996),

a abordagem moderna de aprendizagem por reforço é referida como programação

neurodinâmica (Neuro-Dynamic Programming - NDP), tendo em vista a depen-

dência dos conceitos tanto de DP quanto de redes neurais, enquanto a DP fornece

a fundamentação teórica, a NN fornece a capacidade de aprendizagem. Como

discutido pelos autores, métodos NDP podem ser determinantes para solução de

problemas de tomada de decisão sequencial complexos e de larga escala onde méto-

dos tradicionais de DP seriam di�cilmente aplicáveis e outros métodos heurísticos

teriam potencial limitado. Em (Bertsekas e Tsitsiklis, 1996), Bertsekas e Tsitsiklis
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fornecem um tratamento completo de programação neurodinâmica, incluindo te-

oremas de convergência geral para métodos de aproximação estocástica como o

alicerce para análise de vários algoritmos NDP. Alí, os autores sugerem muitas

metodologias úteis para aplicações, como simulação de Monte Carlo, métodos de

diferença temporal, algoritmo de aprendizagem Q, métodos de iteração de po-

lítica otimística, métodos de erros de Bellman, programação linear aproximada,

programação dinâmica aproximada com "função de custo para avançar", etc.

Um campo de investigação similar foi desenvolvido por Werbos que propôs uma

família de métodos denominados projetos críticos adaptativos (Adaptive Critic

Designs - ACDs), (Werbos, 1992), (Werbos, 1990b). O conceito de crítico adap-

tativo é essencialmente uma combinação de idéias da aprendizagem por reforço

e programação dinâmica. Contribuições anteriores importantes à aprendizagem

por reforço moderna incluem os trabalhos de Samuel (Samuel, 1959) sobre o seu

célebre programa de jogo de damas, de Barto e outros (Barto et al., 1983) sobre

sistemas críticos adaptativos, de Sutton (Sutton, 1988) sobre métodos de dife-

rença temporal e de Watkins (Watkins, 1989) sobre a aprendizagem Q. O manual

de controle inteligente de White e Sofge (White e Sofge, 1992) apresenta mate-

rial sobre controle ótimo por White e Jordan, sobre aprendizagem por reforço e

métodos críticos adaptativos por Barto e sobre programação dinâmica heurística

por Werbos.

Todas as abordagens de aprendizagem por reforço compartilham o mesmo ob-

jetivo que é aprender otimalidade ao longo do tempo. De acordo com (Williams,

2009), a aprendizagem por reforço moderna é uma combinação de métodos de

diferença temporal, controle ótimo e teorias de aprendizagem de estudos de ani-

mais. Como explicado em (Gosavi, 2009), a aprendizagem por reforço moderna

surgiu de uma síntese das ideias de quatro campos diferentes: a) programação

dinâmica clássica, b) inteligência arti�cial (diferenças temporais), c) aproxima-

ção estocástica, e d) aproximação de função (regressão, erro de Bellman e redes

neurais).

Em (Si et al., 2004), são discutidas as relações de ADP com a inteligência

arti�cial, teoria de aproximação, teoria de controle e pesquisas operacionais. Em

(Powell, 2007), mostra-se como ADP acoplada com programação matemática pode

resolver (aproximadamente) problemas de otimização determinística e estocás-
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tica e apresentam-se as direções melhoradas de ADP. Literatura mais recente de

Bertsekas (Bertsekas, 2012) apresenta uma discussão aprofundada dos esquemas

de ADP.

1.4 Controle Ótimo Online

Sabe-se que controle ótimo e controle adaptativo representam diferentes �-

loso�as para o projeto de controladores. Controladores ótimos são comumente

projetados para minimizarem funções de desempenho prescritas pelo usuário com

respeito aos critérios de�nidos para os objetivos de projeto. Não obstante, no

�nal, após o controlador ser projetado, é colocado em serviço sem mecanismos as-

sociados para modi�car seu projeto em resposta às mudanças no contexto (planta,

ambiente, medidas de desempenho associadas). Os projetos de controle são rea-

lizados o�ine e, de fato, tendo por base um modelo detalhado da dinâmica da

planta. Entretanto, na prática, muitas vezes é importante projetar-se controlado-

res online, em tempo real, sem ter conhecimento completo da dinâmica da planta.

Incertezas de modelagem podem existir, incluindo os parâmetros imprecisos, di-

nâmicas não-modeladas de alta freqüência, e perturbações. Além disso, tanto a

dinâmica do sistema quanto os objetivos de desempenho podem mudar com o

tempo.

Controladores adaptativos aprendem online para controlar sistemas com dinâ-

micas desconhecidas usando dados em tempo real medidos ao longo das trajetórias

do sistema, no entanto, eles não são geralmente projetados com a qualidade de

serem ótimos no sentido de otimização matemática (em relação a critérios especi�-

cados pelo usuário). Segundo Werbos (Werbos, 2012), o controle adaptativo toma

uma abordagem similar a de uma estrutura neural a qual se baseia inteiramente

em aprendizagem em tempo real, em algum nível. Em cada instante de tempo k,

observa-se a saída do sistema dinâmico, decide-se sobre a tomada de ação u(k)

e, então, adaptam-se as redes em nosso cérebro e, �nalmente, avança-se para o

instante de tempo seguinte k+1. Para tentar emular a inteligência do cérebro do

"animal"é necessário desenvolver sistemas ADP que podem operar com sucesso

neste modo.

Vários pesquisadores têm fornecido uma visão uni�cada de controle ótimo e
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controle adaptativo baseada em paradigmas RL e ADP. De acordo com Werbos

(Werbos, 2012), ADP tanto pode ser vista como uma extensão de controle adapta-

tivo que, devido ao lookahead implícito, alcança estabilidade sob condições muito

mais fracas que as formas bem conhecidas de controle adaptativo direto e indi-

reto, como também ela pode ser formulada como uma parte de controle ótimo que

busca métodos gerais computacionalmente viáveis para o caso não-linear estocás-

tico. O trabalho por Sutton e outros (Sutton et al., 1992) discute aprendizagem

por reforço (aprendizagem-Q) como uma abordagem de controle ótimo adapta-

tivo direto. Barto, Bradtke e Singh (Barto et al., 1995) discutiram esquemas

de aprendizagem baseada em programação dinâmica tendo em vista trazer tais

técnicas mais próximas de aprendizagem/planejamento em tempo real e teoria

de controle (principalmente controle ótimo e controle adaptativo). Entretanto, a

estrutura ator-crítico adaptativa fundamental pode ser encontrada no trabalho de

Barto e Sutton (Barto et al., 1983). Detalhe signi�cante sobre a teoria de controle

adaptativo ótimo via ADP pode ser encontrado no livro de Bertsekas (Bertsekas,

2012).

A maior parte do trabalho no que diz respeito a controle ótimo adaptativo

está consagrado em ADP que usa métodos ator-crítico adaptativos. Por exemplo,

o trabalho de He e Jagannathan (He e Jagannathan, 2007) apresenta um esquema

adaptativo ótimo na presença de restrições de entrada. Estruturas ator-crítico

adaptativas são os métodos mais populares e provavelmente mais e�cientes até o

momento para produzir controle adaptativo ótimo baseado em aprendizagem por

reforço. Outras referências úteis são (Lewis e Vrabie, 2009b) e (Lewis e Vrabie,

2009a). Lee e outros (Lee et al., 2010) apresentam provas de convergência e estabi-

lidade de malha fechada para um esquema de controle ótimo adaptativo baseado

em iteração de política para sistemas lineares de tempo contínuo incertos com

sinais de excitação. O esquema proposto deles pode resolver online o problema

de controle linear quadrático na presença tanto de incertezas internas quanto de

sinais de excitação conhecidos. O trabalho mais recente de Lewis e Vamvouda-

kis (Lewis e Vamvoudakis, 2011) apresenta um esquema de controle adaptativo

ótimo baseado em aprendizagem por reforço (ADP) para um sistema desconhecido

usando realimentação de saída medida. O esquema é baseado em uma estrutura

ator-crítico adaptativa usando duas redes neurais, uma rede neural para o crítico
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estimar a função valor de ação e uma outra para o ator estimar a política de

controle ótima; o esquema é similar em natureza ao trabalho por (Stingu e Lewis,

2010).

Uma visão geral das técnicas RL e seus avanços focados em controle ótimo

adaptativo é apresentado em (Khan et al., 2012), onde os autores destacam apli-

cações de RL em robótica, particularmente em relação ao campo de controle. En-

tretanto, o escopo de RL engloba problemas de uma variedade de outros campos,

incluindo, por exemplo, ciência da computação, inteligência arti�cial, pesquisa

operacional e economia. Lendaris (Lendaris, 2009) comenta os desenvolvimentos

e benefícios de métodos ADP para o campo de controle ótimo adaptativo e discute

algumas tendências de pesquisa em ADP para esta década. Balakrishnan, Ding

e Lewis (Balakrishnan et al., 2008) fornecem uma boa discussão sobre assuntos

de estabilidade para controladores de realimentação baseados em redes neurais e

técnicas ADP (críticos adaptativos). Eles forneceram esquemas ADP baseados

em modelo bem como abordagens ADP livres de modelo. Um trabalho recente

por Busoniu (Bu³oniu et al., 2011) fornece um estudo de esquemas de aprendiza-

gem por reforço e programação dinâmica bem como assuntos de implementação

relacionados.

1.5 Perspectivas sobre Programação Dinâmica Apro-

ximada

Esta seção descreve perspectivas no que tange ao desenvolvimento teórico de

Programação Dinâmica Aproximada (ou Adaptativa) e aborda aspectos práticos

de empregar métodos ADPs para realização de projetos de controle, tomando-se as

concepções de vários pesquisadores no campo de ADP e Controle Ótimo. Discute-

se, inicialmente, assuntos relativos à aproximação da função valor, e comenta-

se sobre "paradigmas dependentes de modelo"e "paradigmas independentes de

modelo"para o projeto de sistemas de controle ótimo. Discutem-se, em seguida,

as compensações entre projeto de controlador o�ine e aprendizagem online e

abordam-se, por �m, problemas sobre observabilidade parcial.
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1.5.1 Aproximações de Funções Valor

O problema de se aproximar uma função valor em programação dinâmica

é uma tendência de pesquisa com uma longa história. Antes da época de ADP

moderna1, muitos pesquisadores tentariam representar a função valor ótima V ∗(x)

usando-se tabelas de consulta (representações tabulares) ou árvores de decisão.

Não há dúvida de que as representações tabulares fornecem as soluções mais exatas

possíveis para se calcular a política de controle ótima. No entanto, isto levou a

famosa "maldição da dimensionalidade". Por exemplo, se o estado x consiste

de 10 variáveis contínuas, e se são considerados apenas 20 níveis possíveis para

cada uma destas varíaveis, a representação tabular conteria 2010 números. Isso

seria uma enorme tarefa computacional irrealista para preencher essa tabela de

consulta, mas 20 níveis possíveis ainda pode ser muito rude para um desempenho

útil.

Para um sistema ADP de propósito geral, desejaría-se poder aproximar a fun-

ção valor V ∗ ou seu gradiente ∇V ∗ com um aproximador universal não-linear de

função. Muitos destes tais aproximadores foram provados existirem, para uma

grande classe de possíveis funções. Por exemplo, série de Taylor multivariável foi

vista muitas vezes como os mais consideráveis dos aproximadores universais, de-

vido a sua longa história. Entretanto, Andrew Barron (Barron, 1993) demonstrou

que tais aproximadores lineares de funções de base apresentam o mesmo problema

básico que as tabelas de consulta: eles requerem um crescimento exponencial em

complexidade (número de pesos) à medida que o número de varíaveis de estado

cresce, para uma dada qualidade de aproximação de uma função suave. Além

disso, devido aos muitos termos polinomiais correlacionarem fortemente um com

os outros, aproximações por séries de Taylor normalmente têm sérios problemas

com condicionamento numérico (Sauer, 2011).

Para muitas aplicações, portanto, a melhor escolha para um Crítico é o Per-

ceptron Multicamadas (Multilayer Perceptron - MLP), a locomotiva tradicional,

simples de engenharia de redes neurais. Barron provou (Barron, 1993), (Barron,

1A ADP moderna retrocede, no mínimo, ao ano de 1968 (Werbos, 1968) quando Werbos

propôs a construção de sistemas de aprendizagem por reforço por meio de aproximações adapta-

tivas para a equação HJB. Antes de 1968, pesquisa em RL e pesquisa relacionada à programação

dinâmica eram duas áreas independentes.
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1994) que o nível exigido de complexidade de uma MLP cresce somente como uma

baixa potência do número de variáveis de estado na aproximação de uma função

suave. Isto funcionou muito bem em aplicações não-lineares difíceis que reque-

rem, digamos, 10-20 variáveis. Pode-se usar aproximações mais simples como

Funções Gaussianas ou Funções de Base Radial ou CMAC (do inglês Cerebellar

Model Articulation Controller) diferenciável (White e Sofge, 1992) ou métodos de

Kernel ou teoria de ressonância magnética em casos onde existem poucas variáveis

de estado ou onde o sistema parece ser restrito na prática a alguns agrupamentos

dentro do espaço de estado maior. Existe uma razão para suspeitar que lógica

fuzzy elástica (Werbos, 1995) pode oferecer desempenho similar às MLPs na apro-

ximação de função, uma vez que ela parece uma versão exponenciada da MLP,

mas isto tem ainda que ser comprovado ou não.

Em 1996, Bertsekas e Tsitsiklis (Bertsekas e Tsitsiklis, 1996) propuseram uma

outra maneira de aproximar a função valor, usando funções de base φi especi�ca-

das pelo usuário:

V̂ (x, θ) =

nθ∑

i=1

φi(x)θi.

Esta aproximação é ainda governada, em princípio, pelos resultados de Barron

sobre aproximadores de função de base lineares, mas se os usuários fornecerem fun-

ções de base apropriadas para seu problema particular, isto pode permitir melhor

desempenho na prática. Isto é análogo a aqueles pacotes de software estatísticos

que permitem aos usuários estimarem modelos que são "lineares nos parâmetros

mas não-lineares nas variáveis". Isso é também análogo ao uso de "caracterís-

ticas"de�nidas pelo usuário, tipo características HOG (do inglês Histogram of

Oriented Gradients) ou SIFT (do inglês Scale Invariant Feature Transform), em

processamento de imagem tradicional. Isso também abre as portas para muitos

casos especiais de métodos ADP de propósito geral, e novos métodos de próposito

especial para o caso linear, tais como o uso de programação linear para estimar o

peso θ (De Farias e Roy, 2003).

O senso comum e teoremas de Barron sugerem que desempenho bem melhor

poderia ser alcançado se as funções de base φi pudessem ser aprendidas, ou adap-

tativamente melhoradas, ao invés de serem mantidas �xadas, mas isso traz de

volta, em princípio, ao problema de como adaptar um crítico não-linear geral
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V̂ (x, θ) ou ∇V̂ (x, θ), que os métodos existentes já abordam. Em processamento

de imagem, "aprendizagem aprofundada (deep learning)"de redes neurais já le-

vou à grandes avanços, desbancando métodos antigos baseados em características

desenvolvidos durante décadas de intenso trabalho de domínio especí�co, e tem

algumas vezes reduzido o erro por um fator de dois ou mais comparados com mé-

todos tradicionais (Kavukcuoglu et al., 2010), (Lecun et al., 2010). Esperaría-se

que aprendizagem aprofundada produzisse benefícios similares, especialmente se

houvesse mais pesquisa nesta área.

1.5.2 Projeto de Controlador Ótimo Independente de Mo-

delo

Nesta subseção, os paradigmas dependentes de modelo e independentes de

modelo, bem como suas versões híbridas são enfatizados no contexto de projeto

de sistemas de controle.

Sabe-se que na abordagem DHP, algum tipo de modelo de sistema dinâmico

é necessário para treinar a rede crítica e a rede de ação. Mesmo com a HDP, um

modelo da função de transição de estado do sistema é requerido para encontrar as

ações de controle ou treinar a rede de ação. Por outro lado, a ADHDP (aprendiza-

gem Q) não necessita de tal modelo. Sob quais condições seria vantajoso usar-se

um paradigma independente de modelo ao invés de um paradigma dependente de

modelo?

Bradtke (Bradtke, 1994) apresenta dois argumentos principais para adotar

uma abordagem independente de modelo. Primeiro, tal abordagem pode ser mais

barata para encontrar o controlador ótimo (ou pelo menos um aceitável) através

da interação direta com o sistema do que por meio da construção de um modelo,

e então, obter-se um controlador a partir desse modelo. Este argumento tem tido

por base estudos experimentais realizados por Gullapalli (Gullapalli, 1992). Um

modelo da função de transição de estados pode ser relativamente fácil de ser cons-

truido para alguns sistemas dinâmicos, tais como sistemas lineares. Entretanto,

um modelo preciso pode ser muito difícil de ser obtido para outros sistemas, tais

como controle de vôo. Além disso, mesmo que um modelo preciso do sistema

seja conhecido, muitas vezes será o caso de que a obtenção de um controlador

ótimo a partir desse modelo seja analiticamente e computacionalmente intratável.
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Considere, por exemplo, o jogo de Gamão (Tesauro, 1989), (Tesauro, 1994). A

função de transição de estado para o gamão é especi�cada pelas regras do jogo.

Entretanto, estima-se que o gamão tenha pelo menos 1020 estados. Tentar encon-

trar a política ótima para o jogo de gamão usando-se uma abordagem baseada em

modelo é um problema intratável.

Werbos (Werbos, 2012) discute o que parece mais plausível quanto a uma

escolha entre HDP e ADDHP. Segundo ele, a melhor abordagem, em princípio,

seria combinar os dois tipos de paradigmas, tendo em vista que em ADHDP,

escolhe-se ações de controle u(k) que são similares à ações que têm funcionado bem

no passado, enquanto que em HDP escolhe-se ações que devem levar a melhores

resultados no passo de tempo seguinte k + 1. Isto exige um tipo de modelo de

transição de estado, mas também requer alguma forma de ser robusto com respeito

às incertezas naquele modelo.

Ainda de acordo com Werbos, (Werbos, 2012), a melhor informação que se

tem até agora sugere que o desempenho de DHP não é tão dependente na prática

aos detalhes do modelo de transição de estados, e que DHP desenvolve cada vez

mais vantagem em relação à ADHDP à medida que o número de variáveis de

estado cresce. Contudo, mais pesquisa seria útil em fornecer mais informação

sistemática e analítica sobre essas compensações. Essa será uma importante área

para pesquisa, especialmente quando as ferramentas próprias para DHP e HDP

tornarem-se mais amplamente disponíveis e mais facéis de serem usadas.

1.5.3 Aprendizagem Online de Controladores Ótimos

Nesta subseção, discutem-se as compensações entre aprendizagem online e

aprendizagem o�ine de controladores ótimos. Uma discussão acerca destas com-

pensações é apresentada em (Werbos, 2012), onde o autor destaca o trabalho re-

alizado por Miller (Miller et al., 1990) que mostrou como se poderia treinar uma

rede neural por controle adaptativo para empurrar um carrinho instável para adi-

ante em torno de uma pista no formato do número 8 (oito). Quando ele duplicou

o peso sobre o carrinho, a rede aprendeu a equilibrar e recuperar depois de apenas

duas voltas ao redor da pista. Isso pareceu impressionante, mas, conforme citado

pelo autor, esse tipo de tarefa poderia ser realizada bem melhor treinando-se uma

rede recorrente o�ine. Dado um banco de dados do comportamento do carrinho
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em uma ampla faixa de variações nos pesos, a rede recorrente pode aprender a

detectar e responder imediatamente à variações no peso, mesmo que não se ob-

serve o peso do carrinho diretamente. Este truque, de "aprender o�ine para ser

adaptativa online", sublinha aos grandes sucessos da Ford em muitas aplicações.

Presumivelmente, o próprio cérebro inclui uma combinação de neurônios recor-

rentes para fornecer este tipo de resposta adaptativa rápida (como a "memória

em funcionamento") estudada por Goldmann-Rakic e outros neurocientistas, jun-

tamente com aprendizagem em tempo real para lidar com mais novos tipos de

mudanças no mundo. Ele também inclui alguma habilidade de aprender a revi-

ver memórias do passado (Werbos, 2011), que também poderiam ser usadas para

melhorar os sistemas de predição usados em engenharia e ciências sociais.

1.5.4 Observabilidade Parcial

É importante abordar processos dinâmicos nos quais nem todos os estados

podem ser observados diretamente da planta. Na literatura ADP, tais processos

têm sido referidos como parcialmente observáveis, e eles surgem na maioria das

aplicações em sistemas de controle no mundo real quando um agente sofre de

capacidades sensoriais limitadas que o impede de recuperar um sinal de estado a

partir de suas percepções.

Em controle ótimo linear quadrático para processos parcialmente observáveis,

métodos de controle dual no qual o estado x é estimado por um �ltro de Kalman

tem desempenhado um papel importante na prática. No caso do LQR, a inser-

ção do �ltro de Kalman tem sido bastante útil, mas isto tem ocasionado perdas

nas propriedades de margens de fase e ganho garantidas pelo LQR. Entretanto,

tais propriedades de robustez tem sido frequentemente recuperadas por meio da

metodologia LTR (Loop Transfer Recovery).

Métodos de ADP geralmente requerem, de alguma forma, a disponibilidade da

informação completa dos estados internos do processo dinâmico a ser controlado.

Processos parcialmente observáveis têm sido extensivamente estudados por pes-

quisadores interessados em construir agentes autônomos que aprendem por meio

da interação com seu ambiente (Ng e Jordan, 2000), (Hauskrecht, 2000), (Baxter

e Bartlett, 2001), (Porta et al., 2006). O trabalho de Lewis e Vamvoudakis (Lewis

e Vamvoudakis, 2011) apresenta desenvolvimentos em estruturas ator-crítico para
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processos dinâmicos parcialmente observáveis baseados somente na realimentação

da saída do sistema.

Werbos (Werbos, 2012) fornece uma discussão sobre o que acontece quando

um paradigma independente de modelo, tal como ADHDP, é aplicado diretamente

a um processo parcialmente observável. Se ações de controle u são escolhidas de

modo a maximizar a função valor Q, o crítico simplesmente não teria a informação

necessária para tomar as melhores decisões. Com efeito, a verdadeira função Q é

uma função do estado x e da ação u. O procedimento óbvio é criar algum tipo de

estimativa atualizada de x, digamos x̂. Werbos sugere algumas formas padrões

para desenvolver uma estimativa de estado, a qual pode ser usada como a entrada

principal para uma rede crítica ou uma rede de ação: �ltro de Kalman esten-

dido, �ltro de partícula, treinamento de uma rede TLRN (time-lagged recurrent

network) para predizer x a partir da saída Y em dados simulados, extração da

saída dos nodos recorrentes de uma rede neural usados para modelar a planta.

Por exemplo, o sucesso do mundo real de White e Sofge (White e Sofge, 1992) ao

usar ADHDP dependeu do fato que eles usaram �ltragem de Kalman estendida

para criar esse tipo de estimativa. Eles usaram ADHDP para treinar um crítico

o qual aproximou Q como uma função de x̂ e u.

1.6 Contribuições

As principais contribuições propostas nesta tese são explicitadas nos Capítulos

5 e 6. Três principais contribuições podem ser identi�cadas:

• A caracterização e solução do problema de estimacão paramétrica RLS for-

mulado no quadro de programação dinâmica aproximada e aprendizagem

por reforço para obter soluções aproximadas online, numericamente estáveis,

da equação HJB-Riccati associada ao problema de controle ótimo DLQR. O

fenômeno da instabilidade numérica é caracterizado aqui e se refere à uma

classe de problemas onde as variáveis atualizadas na implementação com-

putacional dos métodos RLS para solução online de controle ótimo DLQR

perdem suas propriedades teóricas. Exemplos de tais propriedades são a si-

metria e a positividade da matriz de covariância da abordagem RLS. Devido
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à problemas de mal condicionamento dessa matriz, a solução para uma polí-

tica de decisão ótima para um dado ponto de operação pode não convergir.

• O desenvolvimento de algoritmos RL ator-crítico para a solução online de

sistemas de controle ótimo de tempo discreto. Especi�camente, os algorit-

mos online consistem em uma abordagem baseada em estimação paramé-

trica RLS, métodos de diferenças temporais e versões aproximadas de ite-

ração de política que fazem uso da informação de estado de tempo discreto

para resolver em uma maneira online a equação HJB-Riccati subjacente ao

problema DLQR no contexto de programação dinâmica aproximada.

• Uma metodologia RL ator-crítico baseada na fusão de métodos RLS, apren-

dizagem TD(λ) e melhorias de políticas para solução online de controle

DLQR, tendo em vista a formulação de estratégias de iteração de polí-

tica para acelerar o processo de aprendizagem da política de controle ótima

DLQR. As estratégias são avaliadas em termos do efeito do parâmetro λ do

vetor de elegibilidade por meio de estatísticas de primeira e segunda ordem.

Pesquisas anteriores relacionadas à paradigmas ator-crítico adaptativos base-

ados em aproximadores RLS da função valor podem ser encontradas em (Khan et

al., 2012), (Al-Tamimi, 2007), (Al-Tamimi et al., 2007a), (Bradtke e Barto, 1996)

e (Bradtke et al., 1994). Contudo, estabilidade numérica dos métodos RLS é um

assunto que não tem sido discutido no contexto de aprendizagem por reforço e

programação dinâmica aproximada para controle ótimo online. Sob esta óptica,

este é o primeiro trabalho onde se propõe a formulação e solução de problemas

de estabilidade numérica relacionados com o mal condicionamento da matriz de

covariância da abordagem RLS para aproximações da função valor.

O método de solução proposto, neste trabalho, para resolver problemas de

convergência e estabilidade numérica dos métodos RLS, via fatoração UDUT , é

visto como uma melhoria no processo de estimação de políticas de decisão ótima

DLQR uma vez que a fatoração UDUT contorna problemas relacionados à perda

da simetria e positividade da matriz de covariância do RLS. A contribuição aqui

é vista em dois estágios. No primeiro, avalia-se o comportamento do processo

de estimação da solução da equação HJB-Riccati do problema DLQR por meio

do número de condição e parâmetro de positividade da matriz de covariância do
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RLS. Estes valores são usados em uma estratégia para avaliar o comportamento

do processo iterativo da solução da equação HJB-Riccati. No segundo estágio, a

fatoração UDUT é inserida no processo de inversão da matriz de autocorrelação

do método RLS.

Um desenvolvimento anterior sobre aprendizagem TD(λ) com aproximação da

função valor usando a abordagem RLS é apresentado no trabalho de Xu e outros

(Xu et al., 2002). Eles propuseram e analisaram aprendizagem RLS-TD(λ) para

solução de problemas de aprendizagem por reforço. Contudo, os resultados de

convergência fornecidos por eles são válidos para avaliações de políticas de controle

que são �xadas ao longo do tempo. Mais recentemente, Cheng e outros (Cheng

et al., 2012) sugeriram um novo algoritmo ator-crítico incremental baseado em

diferenças temporais, aplicando-se aprendizagem RLS-TD(λ) para avaliação do

crítico. No entanto, ainda não existem provas de convergência para paradigmas

de iteração de política otimística baseados em aprendizagem RLS-TD(λ).

A abordagem proposta nesta tese foca-se sobre os princípios de iteração de

política otimística estabelecida por Bertsekas e Tsitsiklis, (Bertsekas e Tsitsiklis,

1996), um dos assuntos mais promissores no campo de Programação Neurodi-

nâmica. Aqui são fornecidas as primeiras ideias sobre métodos de iteração de

política otimística baseados na fusão de aprendizagem TD(λ), métodos RLS e

melhorias de políticas, e aplicações são realizadas sobre o problema de controle

DLQR online. Esta proposta é direcionada para aproximações online de iteração

de política para solução DLQR no sentido que as melhorias de política são reali-

zadas em cada passo de tempo ao longo da realização de trajetória de estado em

direção à política ótima DLQR.

1.7 Organização da Proposta de Tese

O trabalho está organizado em capítulos que abordam formulações de controle

ótimo desde as abordagens de Bellman de Programação Dinâmica até formula-

ções que empregam aproximações de programação dinâmica por meio de críticos

adaptativos.

Duas abordagens críticas adaptativas são apresentadas, HDP e ADHDP. Ao

longo do texto, as formulações de HDP e ADHDP para solução online de pro-
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blemas de controle ótimo são desenvolvidas em domínio de tempo discreto. Tais

abordagens discretas são a consideração básica para controle digital. Grande parte

das pesquisas sobre metodologias ADPs existentes nas literaturas foram conduzi-

das por conceitos de aprendizagem por reforço formulados no quadro de processos

de decisão markovianos (PDMs) para os sistemas que operam em tempo discreto.

No Capítulo 2 são apresentados alguns fundamentos teóricos relacionados à

aprendizagem por reforço a qual é caracterizada como um mecanismo que engloba

processos de decisão markovianos, programação dinâmica, esquemas de iteração

de política e diferenças temporais. Esses elementos básicos contribuem para a

formulação do problema e sua associação com a equação de Bellman para de-

senvolver os esquemas de iteração de política aproximada e parametrização de

PDM.

O problema de controle ótimo é apresentado no Capítulo 3 no contexto da for-

mulação de Bellman de programação dinâmica, onde a ênfase é dada à problemas

de controle ótimo do tipo linear quadrático. No Capítulo 4, o desenvolvimento de

esquemas HDP e ADHDP é apresentado para determinar a política de controle

ótima para o problema DLQR que está relacionado com a solução da equação

HJB-Riccati. O problema da maldição da dimensionalidade é discutido no con-

texto de realizações online.

O capítulo 5 dedica-se ao foco principal do trabalho que diz respeito à tese.

Apresenta-se o desenvolvimento de algoritmos de iteração de política aproximada,

com suas variantes otimísticas, para controle DLQR online. Apresenta-se uma

proposta para resolver via métodos de fatoração UDUT os problemas de conver-

gência e estabilidade numérica que estão relacionados com o mal condicionamento

da matriz de covariância da abordagem RLS para aproximações online da solução

da equação HJB-Riccati em esquemas HDP. Na sequência são discutidos métodos

RLS-TD(λ) para problemas de controle ótimo online. Experimentos computa-

cionais são apresentados no Capítulo 6 que veri�cam a melhoria dos algoritmos

RLSµ-HDP-DLQR desenvolvidos ao usar fatoração UDUT e avaliam o desempe-

nho de métodos RLS-TD(λ) para parametrizações DLQR.

No Capítulo 7, apresentam-se as conclusões sobre as metodologias abordadas

para aproximação da solução da equação HJB-Riccati e sugestões de trabalhos

futuros. Por �m, os Apêndices são voltados para complementar a fundamentação
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das abordagens utilizadas.
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Capítulo 2

Aprendizagem por Reforço

2.1 Introdução

Nas abordagens convencionais de aprendizagem, os parâmetros do sistema são

ajustados com base em um conjunto relevante de exemplos entrada-saída forne-

cido por um "professor"(agente externo). Em termos conceituais, o professor é

considerado como tendo conhecimento prévio sobre o ambiente, sendo capaz de

fornecer ao sistema uma resposta desejada (ações ótimas a serem realizadas pelo

sistema) para um dado padrão de entrada. O sistema, por sua vez, responde a par-

tir do ambiente com saídas que são comparadas com as saídas desejadas. Alguma

função do erro na saída do sistema (medida de desempenho do sistema, como por

exemplo o erro quadrático médio) é, então, minimizada para ajustar os parâme-

tros do sistema. Daí porque tal processo de aprendizagem se enquadra como um

tipo de aprendizagem por correção de erro, denominada aprendizagem supervisi-

onada. A Figura 2.1(b) ilustra de forma simpli�cada o processo de aprendizagem

supervisionda.

Mas, quando se deseja que o agente tenha autonomia total, ou seja, aprendi-

zagem precisa ser realizada sem a tutela de um professor que fornece informação

sobre o ambiente em cada passo do processo de aprendizagem, o agente terá que

ser capaz de aprender com base em outras informações como, por exemplo, re-

compensas ou reforços fornecidos por um "crítico"ou pelo próprio ambiente. A

Figura 2.1(a) ilustra uma forma de aprendizagem por reforço construída em torno

de um crítico que converte um sinal de reforço primário recebido do ambiente em

24
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um sinal de reforço de melhor qualidade, denominado sinal de reforço heurístico,

sendo ambos entradas escalares.

Figura 2.1: Comparativo Aprendizagem por Reforço e Aprendizagem Supervisionada.

O sistema de aprendizagem por reforço é projetado para aprender por reforço

atrasado, o que signi�ca que o sistema observa uma sequência temporal de estí-

mulos (i.e., vetores de estado) também recebidos do ambiente, que eventualmente

resultam na geração do sinal de reforço heurístico. O objetivo da aprendizagem é

maximizar uma função valor, de�nida como a expectativa da recompensa cumula-

tiva de ações tomadas ao longo de uma sequência de passos, em vez simplesmente

da recompensa imediata. Pode acontecer que certas ações tomadas anteriormente

naquela sequência de passos de tempo sejam de fato os melhores determinantes

do comportamento global do sistema, (Haykin, 1998).

O propósito do presente capítulo é apresentar, de forma introdutória, os funda-

mentos teóricos relacionados à aprendizagem por reforço considerando uma abor-

dagem de tempo discreto. Os conceitos e métodos são apresentados no contexto

da formulação de Bellman de programação dinâmica. Na Seção 2.2, de�ne-se for-

malmente o problema de aprendizagem por reforço em termos de um processo de

decisão markoviano de uma forma genérica. Na Seção 2.3, apresentam-se o prin-

cípio básico e alguns métodos da programação dinâmica para processos de decisão

markovianos. Na Seção 2.4, discutem-se alguns métodos independentes de mo-

delo como uma alternativa à programação dinâmica convencional que é baseada

no conhecimento do modelo do processo de decisão markoviano.
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2.2 O Problema de Aprendizagem por Reforço

Nesta seção, apresentam-se os elementos fundamentais de um problema de

aprendizagem por reforço, bem como sua de�nição formalizada em termos de um

processo de decisão markoviano.

No quadro de aprendizagem por reforço um agente age em um ambiente cujo

estado pode ser observado e ocasionalmente recebe alguma penalidade (sinal RL

negativo) ou recompensa (sinal RL positivo) baseada em seu estado e ação. Sua

tarefa de aprendizagem é encontrar uma política para seleção de ação que maxi-

mize sua recompensa a longo prazo. Esta tarefa requer não somente a escolha de

ações que estão associadas com alta recompensa no estado atual, mas também a

escolha de ações que levarão o agente à partes mais lucrativas do espaço de estado.

No contexto de controle, recompensa implica em uma diminuição de custo de con-

trole, enquanto penalidade causa um aumento de custo de controle. A interação

do agente RL é caracterizada pelo sinal de estado, sinal de controle e o sinal de

recompensa. O sinal de estado descreve o estado do ambiente. Por meio do sinal

de controle, o agente RL in�uencia seu ambiente. O sinal de recompensa fornece

realimentação do resultado positivo ou negativo da ação tomada (desempenho do

agente).

Os principais elementos de um problema de aprendizagem por reforço são:

• Uma política (decisão), a qual é de�nida como o comportamento de um

agente em um instante de tempo particular. A política é uma parte muito

importante de esquemas RL e pode ser representada por uma tabela de

consulta ou uma função. A política pode ser estocástica ou determinística.

Em alguns esquemas RL, um processo de busca complexo é empregado no

cálculo da política (geralmente, a política é calculada por maximização da

função valor). O processo RL levará a uma política ótima (comportamento)

ao longo do tempo.

• Uma função de utilidade que é de�nida sobre a base do objetivo do pro-

blema de aprendizagem por reforço e ela fornece a recompensa que avalia

o desempenho imediato do agente por cada tomada de decisão. O agente

sempre tenta otimizar o desempenho a longo prazo, medido pela sua recom-

pensa acumulada ao longo da interação e daí, produzir uma política ótima
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ao longo do tempo. Um fator de desconto pode ser usado para estabelecer

a preferência por recompensa imediata ou recompensa orientada mais para

o futuro.

• Uma função valor, geralmente representada por V (x), a qual é uma predi-

ção da soma esperada em longo prazo de recompensas descontadas futuras

quando o processo inicia-se em um estado x e segue uma política π. Tal

função é a base sobre a qual o agente antecipa tomar uma ação que produ-

zirá recompensas maiores. Existe uma abordagem comumente usada para

avaliar uma política objetivo quando o modelo do ambiente não está dispo-

nível que consiste de uma função valor dependente de ação (ou fatores Q), a

qual é uma predição de recompensas descontadas total esperadas associadas

com pares estado-ação (x, u) iniciais, normalmente representada por Q(x, u).

Como explicado em (Sutton e Barto, 1998), uma função de utilidade avalia

a recompensa imediata enquanto a função valor é a predição da recompensa

futura total, daí, decisões sobre tomar ações são realizadas sobre a base da

função valor de estado ou ação.

2.2.1 Formulação do Problema

Um problema RL é geralmente formulado por um processo de decisão markovi-

ano (PDM) de tempo discreto ℘ = (X,U, f̃ , r), sendo X o espaço de estados, U o

espaço de ações, f̃ : X×U×X → [0,∞) é uma função densidade de probabilidade

de transição de estados dada por

Pr(xk+1 ∈ Xk+1 | xk, uk) =

∫

Xk+1

f̃(xk, uk, x
′)dx′,

sendo Pr o operador de probabilidade do estado seguinte xk+1, este pertencer à

uma região Xk+1 ⊆ X devido à ação uk aplicada no estado atual xk, r : X ×

U × X → ℜ ; r(xk, uk, xk+1) = rk é uma função de utilidade que determina a

recompensa instantânea rk recebida de uma transicão do estado xk para o estado

xk+1 sob à ação uk realizada no passo de tempo k, (Bu³oniu et al., 2010e). Para

cada estado xk ∈ X existe um subconjunto U(xk) ⊆ U de ações admissíveis

a partir do qual uk deve ser escolhida. Devido à propriedade de Markov (veja
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De�nição A.1.3 no Apêndice A), o estado corrente xk e a ação correspondente uk
são su�cientes para determinar a densidade de probabilidade do estado seguinte.

Uma política é uma sequência π = {hi}
∞
i=k, sendo cada hi : X → U uma função

que produz a ação ui a ser tomada no passo de tempo i, com hi(xi) ∈ U(xi) para

todos os estados xi. Para uma dada política π, de�ne-se a função valor de estado,

ou simplesmente função valor, V π : X → ℜ, por

V π(xk) = Exi+1∼f̃(xi,hi(xi),·)

[
∞∑

i=k

γi−kr(xi, hi(xi), xi+1) |xk

]
, (2.1)

que representa a recompensa esperada em longo prazo (obediência aos termos de

compromisso para avaliar o objetivo de aprendizagem), com 0 ≤ γ ≤ 1 um fator

de desconto, E denota o operador esperança com respeito à variável aleatória

xi+1, e a notação xi+1 ∼ f̃(xi, hi(xi), ·) signi�ca que o estado xi+1 é determinado

de acordo com a densidade f̃ .

O objetivo de um PDM é determinar uma política, π∗, que é ótima no sentido

de promover a maior coleção possível de recompensas imediatas esperadas, que

satisfaz

V π∗(xk) ≥ V π(xk), (2.2)

para todo xk ∈ X e para todas as políticas π, (Bradtke e Barto, 1996).

O problema de avaliar uma dada política ou determinar uma política ótima

para o caso onde todo o conhecimento das funções f̃ e r vem da interação entre o

tomador de decisão e o próprio processo, ou de um modelo gerador do processo1 é

conhecido como aprendizagem por reforço, e inclui observações de estados, ações

e recompensas, (Lagoudakis e Parr, 2003). Estas observações são geralmente

organizadas em tuplas da forma (xk, uk, rk, xk+1) observadas ao longo da realização

de trajetória do estado.

Em particular se X é um conjunto discreto e �nito, uma função de probabi-

lidade de transição de estados é dada por f̃ : X × U × X → [0, 1]; Pr(xk+1 =

x
′

| xk, uk) = f̃(xk, uk, x
′

), sendo Pr o operador de probabilidade de transição de

1Um modelo gerador de um PDM é um simulador do processo, isto é, uma "caixa preta"que

dados um estado xk e uma ação uk, gera uma recompensa rk e um estado seguinte xk+1 amos-

trados de acordo com a dinâmica do processo.
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xk para xk+1 sob à ação uk. De particular interesse em problemas de aprendiza-

gem por reforço são as políticas estacionárias, ou seja, aquelas que não dependem

do passo de tempo k: hi = hj, ∀i, j. Em outras palavras, uma política estacio-

nária especi�ca exatamente a mesma ação cada vez que um estado particular for

visitado. Por brevidade, a política π = (h, h, . . .) será referida como a política

estacionária h.

2.3 Programação Dinâmica

A metodologia conhecida como programação dinâmica encontra-se fundamen-

tada no chamado princípio da otimalidade de Bellman. Tal princípio sugere que

uma sequência ótima de ações (política ótima) possui a propriedade que indepen-

dente das decisões tomadas em instantes de tempo anteriores ao atual, as decisões

futuras devem constituir uma política ótima em relação ao estado resultante das

decisões anteriores. Em programação dinâmica distingue-se entre os problemas

de horizonte �nito, em que a recompensa se acumula sobre um número �nito de

estágios, e problemas de horizonte in�nito, em que a recompensa se acumula in-

de�nidamente. A �m de fornecer uma formulação matemática do princípio da

otimalidade de Bellman, considere um problema de horizonte �nito, conforme de-

�nido em (Bertsekas, 1995a), para o qual a função valor de uma política π é dada

por

V π
0 (x0) = E

[
rN(xN) +

N−1∑

k=0

rk(xk, hk(xk), xk+1)

]
, (2.3)

sendo N o horizonte (número de estágios), x0 o estado inicial, rN(xN) uma re-

compensa terminal incorrida no �nal do processo, e o valor esperado E(·) é com

respeito aos estados restantes x1, . . . , xN−1. O problema é de�nido para se deter-

minar uma política ótima π∗ = {h∗0, h
∗
1, . . . , h

∗
N−1} que maximize (2.3) para todos

os estados iniciais x0, isto é,

π∗ = argmax
π∈

∏ V π
0 (x0), ∀ x0, (2.4)

sendo Π o conjunto de políticas admissíveis.
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Princípio da Otimalidade de Bellman (Bertsekas, 1995a): Seja π∗ =

{h∗0, h
∗
1, . . . , h

∗
N−1} uma política ótima para o problema (2.4), e suponha que ao

utilizar π∗, um dado estado xk ocorre no passo de tempo k com probabilidade

positiva. Considere o subproblema em que o ambiente está no estado xk no passo

de tempo k e suponha que se deseja maximizar a função valor correspondente

V π
k (xk) = E

[
rN(xN) +

N−1∑

i=k

ri(xi, hi(xi), xi+1)

]
, (2.5)

para k = 0, 1, . . . , N−1. Então, a política truncada {h∗k, h
∗
k+1, . . . , h

∗
N−1} é ótima

para o subproblema.

Proposicão (Algoritmo de Programação Dinâmica) (Bertsekas, 1995a):

Para todo estado inicial x0, a função valor ótimo V ∗(x0) associada ao problema

(2.4) é igual a V0(x0), sendo a função V0 obtida do último passo do seguinte

algoritmo, o qual prossegue para trás no tempo, do passo de tempo N − 1 para o

passo de tempo 0:

VN(xN) = rN(xN) (2.6)

Vk(xk) = max
hk

E
xk+1

[rk(xk, hk(xk), xk+1) + Vk+1(xk+1)] . (2.7)

Além disso, se h∗k maximiza o lado direito da Eq.(2.7) para cada xk e k, então a

política π∗ = {h∗0, h
∗
1, . . . , h

∗
N−1} é ótima.

Demonstração:

Seja π = {h0, h1, . . . , hN−1} uma política admissível. Para cada k = 0, 1, . . . ,

N − 1, denote πk = {hk, hk + 1, . . . , hN−1}, e suponha que V ∗k (xk) seja a função

valor ótima para o problema de N − k estágios que inicia no estado xk e passo de

tempo k, e termina no passo de tempo N , isto é,

V ∗k (xk) = max
πk

E
(xk+1,...,xN−1)

[
rN(xN) +

N−1∑

i=k

ri(xi, hi(xi), xi+1)

]
(2.8)
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que representa a forma ótima da Eq.(2.5).

Para k = N , de�na V ∗N(xN) = rN(xN). Prova-se por indução que as funções

V ∗k são iguais às funções Vk geradas pelo algoritmo DP, de modo que para k = 0,

obtém-se o resultado desejado.

De fato, tem-se por de�nição V ∗N = VN = rN . Agora suponha que para

um dado k e para todo xk+1 tem-se V ∗k+1(xk+1) = Vk+1(xk+1). Reconhecendo

que πk = (hk, π
k+1), e expandindo parcialmente o somatório no lado direito da

Eq.(2.8), pode-se escrever para todo xk

V ∗k (xk) = max
(hk,πk+1)

E
(xk+1,...,xN−1)

[rk(xk, hk(xk), xk+1)

+ rN(xN) +
N−1∑
i=k+1

ri(xi, hi(xi), xi+1)

]

= max
hk

E
xk+1

{rk(xk, hk(xk), xk+1)

+max
πk

E
(xk+2,...,xN−1)

[
rN(xN) +

N−1∑
i=k+1

ri(xi, hi(xi), xi+1)

]}

= max
hk

E
xk+1

[
rk(xk, hk(xk), xk+1) + V ∗k+1(xk+1)

]

= max
hk

E
xk+1

[rk(xk, hk(xk), xk+1) + Vk+1(xk+1)]

= Vk(xk),

(2.9)

sendo que na terceira equação usou-se a de�nição da Eq.(2.8) com k+ 1 no lugar

de k.

Em problemas de horizonte in�nito, a recompensa total esperada associada a

um estado inicial x0 e a uma política π = (h0, h1, . . .) é dada por

V π(x0) = lim
N→∞

E

[
N−1∑

k=0

γkr(xk, hk(xk), xk+1 |x0

]
. (2.10)

A função valor ótima correspondente é o limite das recompensas ótimas esperadas

à N -estágios quando N → ∞, isto é, V ∗(x0) = max
π

V π(x0).

2.3.1 Equação de Bellman e Política Ótima

A programação dinâmica para processos de decisão markovianos baseia-se na

propriedade de que a função valor de uma dada política h (estacionária) satisfaz

a seguinte relação de recorrência
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V h(xk) = Exk+1∼f̃(xk,h(xk),·)

[
r(xk, h(xk), xk+1) + γV h(xk+1)

]
, (2.11)

para cada xk ∈ X, (Bu³oniu et al., 2010e). A Eq.(2.11) é conhecida como equação

de Bellman. Ela expressa a função valor no estado xk de uma política h como o

valor esperado da soma da recompensa imediata recebida pela execução da ação

uk = h(xk) com a função valor no estado xk+1 sob a política h em relação à

todos os estados seguintes possíveis xk+1. A Eq.(2.11) é verdadeira para todas

as políticas, incluindo política ótimas. Supondo que h∗ é uma política ótima, a

Eq.(2.11) para h∗ pode ser reescrita como

V h∗(xk) = Exk+1∼f̃(xk,h∗(xk),·)

[
r(xk, h

∗(xk), xk+1) + γV h∗(xk+1)
]
. (2.12)

Mas, todas as políticas ótimas conduzem a mesma função valor, V ∗, e V ∗(xk) ≥

V h(xk) para todas as políticas h. Portanto, a ação uk = h∗(xk) escolhida por uma

política ótima deve maximizar a expressão

Exk+1∼f̃(xk,uk,·)
[r(xk, uk, xk+1) + γV ∗(xk+1)] . (2.13)

Combinando todas essas relações, resulta na Equação da Otimalidade de Bellman

V ∗(xk) = max
uk∈U(xk)

{
Exk+1∼f̃(xk,uk,·)

[r(xk, uk, xk+1) + γV ∗(xk+1)]
}
. (2.14)

Uma vez que V ∗ é conhecida, uma política ótima é determinada por meio da

seguinte equação

h∗(xk) = arg max
uk∈U(xk)

{
Exk+1∼f̃(xk,uk,·)

[r(xk, uk, xk+1) + γV ∗(xk+1)]
}
. (2.15)

2.3.2 Iteração de Política

A iteração de política (IP) consiste de um processo iterativo de busca da

política ótima h∗, em que para cada iteração do processo, realiza-se uma etapa

de avaliação de política que determina a função valor de estado V hj associada
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à política atual hj como a solução da equação de Bellman (2.11). Esta etapa

funciona no loop interno de cada iteração de política. Em seguida, realiza-se uma

etapa de melhoria de política, na qual estabelece-se uma nova política de controle

hj+1 que é dada por

hj+1(xk) = arg max
uk∈U(xk)

{
Exk+1∼f̃(xk,uk,·)

[
r(xk, uk, xk+1) + γV hj(xk+1)

]}
. (2.16)

Este procedimento é descrito por Howard (Howard, 1960) que prova que a nova

política hj+1 é melhorada com respeito à hj no sentido que V hj+1(xk) ≥ V hj(xk).

Os resultados de convergência para iteração de política baseiam-se sobre uma ta-

bela de consulta que fornece as representações exatas das políticas e das funções

valor. Se as etapas de avaliação e melhoria de políticas são realizadas correta-

mente, o processo convergirá para h∗ após vários ciclos de operação, sob uma

política inicial admissível.

2.3.3 Iteração Gulosa

Na estratégia IP padrão a política atual h é �xada possivelmente por um

longo período de tempo até que a convergência do crítico seja alcançada, a �m

de obter a melhoria de política. Existe uma variação do método IP em que as

melhorias de políticas são realizadas usando-se um procedimento conhecido como

bootstrapping, (Landelius, 1997), em que a política atual é considerada ser sempre

a política ótima. A busca é realizada em um único loop por cada iteração de modo

que a estimativa parametrizada da função valor, V̂ ∗, é atualizada de acordo com

a equação da otimalidade de Bellman, Eq.(2.14), que é dada por

V̂ ∗(x) = Ex′∼f̃(x,ĥ∗(x),·)[r(x, ĥ
∗(x), x′) + γV̂ ∗(x′)]. (2.17)

ĥ∗(x) = arg max
u∈U(x)

{
Ex′∼f̃(x,u,·)[r(x, u, x

′) + γV̂ ∗(x′)]
}
. (2.18)

Daí, porque o método é também chamado certainty equivalence control, uma

vez que a estimativa atual da função valor ótima é tratada como se ela fosse



CAPÍTULO 2. APRENDIZAGEM POR REFORÇO 34

a estimativa ótima na obtenção da nova estimativa da política ótima. Neste

caso as Eqs.(2.17) e (2.18) são avaliadas na ordem inversa pois o foco é sobre a

política parametrizada ĥ∗(x, θ), sendo θ o vetor de parâmetros da representação

parametrizada da função valor. O método é, em muitos aspectos, similar à iteração

de política otimística estabelecida por (Bertsekas e Tsitsiklis, 1996) que atualiza

a política atual após cada transição de estado xk para xk+1.

2.3.4 Iteração de Valor

A iteração de valor é um método de aproximações sucessivas para encontrar

a função valor ótima sem requerer o conhecimento prévio de uma política ótima.

A política ótima é obtida a partir da função valor ótima. O método atualiza as

estimativas da função valor de acordo com seguinte equação

Vk+1(xk) = max
uk∈U(xk)

{
Exk+1∼f̃(xk,uk,·)

[r(xk, uk, xk+1) + γVk(xk+1)]
}
, (2.19)

para todos os estados xk. A iteração de valor é garantida convergir para uma

função que satisfaz a Eq.(2.14) baseada em uma representação tabular da função

valor, (Bertsekas, 1995b).

2.4 Diferenças Temporais

Os métodos tradicionais de programação dinâmica são baseados em um modelo

do processo de decisão markoviano, ou seja, os métodos requerem conhecimento

dos modelos f̃ da função de probabilidade de transição e r da função de utilidade.

Entretanto, às vezes um modelo do sistema não pode ser obtido em sua plenitude,

porque a obtenção de um modelo é muito cara, se não impossível fornecer estimati-

vas das probabilidades de transição de estados. Neste caso, métodos de diferenças

temporais (Temporal Di�erences - TD) (Sutton e Barto, 1998) são úteis, uma

vez que funcionam utilizando apenas os dados obtidos a partir do sistema, sem

requerer um modelo do seu comportamento. Métodos TD originaram-se de um

estudo de algoritmos de aprendizagem por reforço e do problema de atribuição de

crédito, (Sutton, 1984), (Sutton, 1988), (Anderson, 1988), (Barto et al., 1983).
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2.4.1 Avaliação de Política - Predição por Diferenças Tem-

porais

Nesta subseção, apresenta-se uma classe de métodos independentes de mo-

delo baseados em diferenças temporais para estimar a função valor V h para uma

dada política h. A abordagem envolve a correção das predições anteriores e

constrói estimativas da função valor V h baseadas em tuplas de dados da forma

(xk, xk+1, r(xk, h(xk), xk+1)) observadas ao longo da realização de trajetória do es-

tado, (Sutton e Barto, 1998). O método, em sua versão à um passo, atualiza V h

após cada transição de estado de acordo com a equação que é dada por

Vk+1(xk) = Vk(xk) + αk∆k, (2.20)

com V h inicializado para algum valor arbitrário V0, Vk é a k-ésima estimativa de

V h, αk é um fator de aprendizagem, e ∆k é a diferença temporal que é dada por

∆k = r(xk, h(xk), xk+1) + γVk(xk+1)− Vk(xk), (2.21)

expressando a diferença entre a estimativa atualizada r(xk, uk, xk+1) + γVk(xk+1)

da função valor V h para o estado xk e a estimativa atual Vk(xk) associada com

a transição de xk para xk+1. De acordo com a Eq.(2.11) de Bellman se as esti-

mativas de valor geradas pelo algoritmo de Eq.(2.20) forem exatas, a diferença

temporal média ∆k é zero. Consequentemente, os valores ∆k podem ser visto

como uma indicação de ajuste para corresponder à equação de Bellman ao longo

das trajetórias amostradas.

A regra de Eq.(2.20) é um caso especial de uma classe mais geral de métodos

de diferenças temporais, chamados TD(λ), com λ = 0. A aprendizagem TD(λ) foi

introduzida em (Sutton, 1988). Excelentes estudos sobre TD(λ) podem ser encon-

trados em (Dayan, 1992), (Bertsekas e Tsitsiklis, 1996), (Sutton e Barto, 1998).

TD(λ) é uma abordagem que usa recompensas truncadas à m-passos corrigidas

R
(m)
k , que são de�nidas por

R
(m)
k = rk + γrk+1 + γ2rk+2 + . . .+ γmVk(xk+m), (2.22)
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sendo γmVk(xk+m) o termo aproximadamente corrigido para o truncamento, o

qual estima o valor do desempenho no próximo m-ésimo estado, isto é, o valor

de
∞∑
l=m

γlrk+l. A família TD(λ) parametrizada pelo parâmetro λ, com 0 ≤ λ ≤ 1,

combina recompensas à m passos ponderadas proporcionalmente à λm−1. Desta

forma, uma média ponderada de recompensas truncadas à m-passos corrigidas é

de�nida por

Rλ
k = (1− λ)

∞∑

m=1

λm−1R
(m)
k (2.23)

= (1− λ)
T−k−1∑

m=1

λm−1R
(m)
k + λT−k−1Rk, (2.24)

sendo que o fator 1 − λ é aplicado para normalizar a soma dos pesos para 1.

A segunda equação é obtida de modo que a recompensa à m passos após um

estado terminal é o Retorno de Monte Carlo, denotado por Rk. Desta forma,

se λ = 1, Rλ
k = Rk, isto é, as atualizações são baseadas em toda a seqüência

de recompensas observadas até o �nal de um episódio. Se λ = 0, Rλ
k = R

(1)
k ,

isto é, as atualizações são baseadas simplesmente nas amostras de recompensas

imediatas como em todos os algoritmos RL à um passo. O parâmetro λ determina

a in�uência de recompensas truncadas à m passos sobre a função valor V (x) em

uma taxa exponencial. A regra de atualização é determinada a partir da Eq.(2.24),

a qual é dada por

Vk+1(x) = Vk(x) + αk(R
λ
k − Vk(x)). (2.25)

O problema em se implementar a Eq.(2.25) é que teria que se esperar inde�ni-

damente para calcular R(∞)
k . Esta visão é útil para análise teórica e entendimento

de backups àm passos. Ela é denominada visão "para frente"do algoritmo TD(λ).

Entretanto, a maneira usual para implementar estes tipos de atualizações é cha-

mada visão "para trás"do algoritmo TD(λ) e isto é feito usando-se traços de

elegibilidade, a qual é uma implementação incremental da mesma idéia.

Traços de elegibilidade podem ser vistos como um artifício algébrico pelo qual

TD(λ) propaga recompensas para trás durante a trajetória atual sem ter que

lembrar da trajetória explicitamente. Isto é uma maneira de realizar backups à m
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passos. Para cada estado x ∈ X, uma elegibilidade ξk(x) é mantida na memória,

informando quais estados foram recentemente visitados. Traços de elegibilidade

são incrementados a cada passo de tempo de acordo com

ξk(x) =

{
γλξk−1(x) se x ̸= xk

γλξk−1(x) + 1 se x = xk,
(2.26)

com ξ0(x) = 0, ∀x ∈ X. O traço de elegibilidade para cada estado é acumulado

cada vez que o estado for visitado. Caso contrário, diminuirá exponencialmente

até que o estado seja revisitado. Em cada passo, um incremento para o valor

do estado é dado proporcionalmente ao seu respectivo traço de elegibilidade de

acordo com

Vk+1(x) = Vk(x) + αk∆kξk(x), (2.27)

sendo ∆k a diferença temporal no passo de tempo k de�nida na Eq.(2.21).

2.4.2 Aprendizagem Q

A aprendizagem Q originou-se no trabalho de (Watkins, 1989), (Watkins e

Dayan, 1992). Duas formas básicas de aprendizagem Q são apresentadas nesta

seção: Aprendizagem Q ótima e Aprendizagem Q baseada em política. Esses

métodos podem ser vistos como um tipo de aproximação estocástica (Bertsekas e

Tsitsiklis, 1996) para construir estimativas da função Q (veja de�nição a seguir)

para qualquer política ótima ou não-ótima.

Função Q

A função Q, ou função valor de ação, é de�nida por Qh : X × U → ℜ,

Qh(xk, uk) = Exk+1∼f̃(xk,uk,·)

[
r(xk, uk, xk+1) + γV h(xk+1)

]
. (2.28)

A partir desta de�nição e da Eq.(2.11), observa-se que Qh(xk, h(xk)) = V h(xk),

e, portanto, a função Qh pode ser expressa na forma de Bellman como
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Qh(xk, uk) = Exk+1∼f̃(xk,uk,·)

[
r(xk, uk, xk+1) + γQh(xk+1, h(xk+1))

]
. (2.29)

Assim, a função QL ótima deve satisfazer

Q∗(xk, uk) = Exk+1∼f̃(xk,uk,·)
[r(xk, uk, xk+1) + γV ∗(xk+1)] (2.30)

= Exk+1∼f̃(xk,uk,·)
[r(xk, uk, xk+1) + γQ∗(xk+1, h

∗(xk+1))] .(2.31)

Desta forma, uma equação da otimalidade de Bellman para funções Q é dada por

Q∗(xk, uk) = Exk+1∼f̃(xk,uk,·)

[
r(xk, uk, xk+1) + γ max

a∈U(xk)
Q∗(xk+1, a)

]
.(2.32)

Esta equação caracteriza Q∗, e declara que o valor ótimo de uma ação uk aplicada

no estado xk é o valor esperado da soma da recompensa imediata com o valor ótimo

descontado obtido pela melhor ação no estado seguinte. Consequentemente, uma

política ótima h∗ pode ser determinada a partir de Q∗ por

h∗(xk) = argmax
u

Q∗(xk, u). (2.33)

Uma vez que a função Q depende também da ação, ela já inclui informação sobre

a qualidade das transições. Em contraste, a função valor de estado V somente des-

creve a qualidade dos estados. Neste caso, para inferir a qualidade das transições,

estas devem ser explicitamente levadas em consideração. Consequentemente, um

modelo do MDP é necessário na forma da dinâmica f̃ e da função de utilidade r,

enquanto que na formulação usando função Q o problema de decisão markoviano

é tratado sem referência à tais modelos.

Aprendizagem Q ótima

Aprendizagem Q é um método de política-o�, o que sigini�ca que a função

valor ótima Q∗ é estimada, independentemente da política atual (exploração) que

está sendo utilizada para gerar as trajetórias amostradas. A regra de aprendiza-

gem Q ótima pode ser expressa como:
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Qk+1(xk, uk) = Qk(xk, uk)

+ αk

[
r(xk, uk, xk+1) + γ max

a∈U(xk)
Qk(xk+1, a)−Qk(xk, uk)

]
,
(2.34)

sendo Qk a k-ésima estimativa para Q∗ e αk os tamanhos de passos (stepsizes).

Admitindo-se uma representação tabular da função Q, aprendizagem Q con-

verge com probabilidade 1 para o valor ótimo Q∗ quando k → ∞, sob as seguintes

suposições, (Watkins e Dayan, 1992):

1. Uma sequência decrescente apropriada de tamanhos dos passos αk que sa-

tisfaz as condições
∞∑
k=0

αk = ∞ e
∞∑
k=0

α2
k <∞, e

2. Todos os pares estado-ação são visitados, assintoticamente, in�nitas vezes.

Por exemplo, uma sequência padrão de tamanhos de passos que garante a

convergência da aprendizagem Q é dada por

αk =
τ

η + k
, k = 1, 2, . . . , (2.35)

sendo τ e η números positivos.

A condição 2) pode ser satisfeita se o agente de aprendizagem selecionar com

probabilidade não-nula uma ação aleatória em cada estado visitado (exploração)

e, além disso, explotar seu conhecimento atual para obter um bom desempenho,

por exemplo, selecionando-se ações gulosas com respeito à sua função Q atual

(explotação). Uma abordagem típica que lida com exploração-explotação em al-

goritmos RL é a chamada exploração gulosa ε (Sutton e Barto, 1998), a qual

seleciona ações de acordo com a seguinte regra:

uk =





u ∈ arg max
a
Qk(xk, a) , com probabilidade 1− εk

uma acão uniformemente aleatória em U(xk) , com

probabilidade εk,

(2.36)

sendo εk ∈ (0, 1) a probabilidade de exploração no passo de tempo k.



CAPÍTULO 2. APRENDIZAGEM POR REFORÇO 40

Aprendizagem baseada em política

Aprendizagem Q baseada em política tenta aprender Qh, a função Q para

alguma política projetada h. A política h pode ser ou não ser a política que de

fato está sendo seguida durante o treinamento. A regra de aprendizagem baseada

em política é dada por

Qk+1(xk, uk) = Qk(xk, uk)

+ αk [r(xk, uk, xk+1) + γQk(xk+1, h(xk+1))−Qk(xk, uk)] ,
(2.37)

sendo Qk a k-ésima estimativa para Qh.

Pouco depois dos trabalhos de Watkins e Dayan (Watkins, 1989), (Watkins e

Dayan, 1992), Peng e Williams (Peng e Williams, 1996) apresentaram um método

de aprendizagem Q multi-passos incremental, Q(λ), uma combinação de aprendi-

zagem Q a um passo e TD(λ). Sutton e Barto (Sutton e Barto, 1998) realizaram

uma comparação entre aprendizagem Q multi-passos, Q(λ) e o método sugerido

por Watkins (Watkins, 1989). Similarmente, Kuzmin (Kuzmin, 2002) sugeriu uma

modi�cação à aprendizagem Q tabular tradicional. Ele propõe um perceptron

multicamadas para atuar como um aproximador de avaliação de aprendizagem

Q. Ele denominou esta combinação, "conexionismo". Antes do trabalho dele, um

esquema similar para aproximação de função valor de estado foi proposto por Pipe

(Pipe, 1998), onde o método tabular tradicional foi substituído por uma aproxi-

mação de função via uma função de base radial NN. No esquema proposto, ele

denominou a função valor de estado como um campo potencial. Deng e Er (Deng

e Er, 2004) propuseram aprendizagem Q Fuzzy. Neste esquema, a aprendizagem

Q é usada para gerar e ajustar automaticamente regras fuzzy para uma tarefa

de navegação de robô móvel. Bertsekas e Yu (Bertsekas e Yu, 2010) propuseram

aprendizagem Q e melhoram iteração de política em programação dinâmica com

desconto.

2.4.3 SARSA (Estado-Ação-Recompensa-Estado-Ação)

Proposto por (Rummery e Niranjan, 1994), SARSA é similar à aprendiza-

gem Q, entretanto, é um método TD de política-on, daí, a função valor de ação,

Q(x, u), é estimada para a política e para o par estado-ação atuais, isto é, SARSA
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avalia a política que atualmente está sendo usada para controlar o processo, di-

ferente de aprendizagem-Q, a qual age sobre o processo usando uma política e

avalia uma outra política. Por exemplo, em aprendizagem Q ótima, a política

usada para controlar o sistema tipicamente inclui exploração, enquanto que o mé-

todo implicitamente avalia uma política que é gulosa na função Q atual (política

que escolhe ações que maximizam Q), uma vez que os valores máximos de Q são

usados nas atualizações da função Q∗. Para selecionar ações, SARSA combina

uma política gulosa na função Q atual com exploração, usando-se, por exemplo,

exploração gulosa ε ou exploração Boltzmann, (Bu³oniu et al., 2010e). Devido ao

componente guloso, SARSA realiza implicitamente uma melhoria de política em

cada etapa de tempo, e é portanto um tipo de iteração de política online. Tal

esquema de iteração de política, o qual melhora a política após cada amostra, é

algumas vezes chamado otimístico.

2.4.4 Métodos Ator-Crítico

Os métodos ator-crítico fornecem procedimentos "para frente no tempo"para

determinação de políticas de controle ótimas que podem ser implementadas em

tempo real. Trata-se de uma forma de aprendizagem TD de política-on que

representa as políticas de forma independente da função valor.

Há uma interpretação interessante dos métodos ator-crítico quando versões

aproximadas de iteração de política são levadas em consideração. O método con-

siste de duas estruturas paramétricas separadas (por exemplo redes neurais), uma

para avaliação de política, a outra estrutura de rede é para a melhoria de política.

A etapa de avaliação da política é vista como o trabalho de um crítico, que avalia

o desempenho da política atual, isto é, calcula uma estimativa de V hk . A etapa

de melhoria de política é vista como o trabalho de um ator, que leva em conta

a avaliação mais recente do crítico, isto é, a estimativa de V hk , e age de acordo

com a política melhorada hk+1. No contexto de controle, o ator é um agente

interagindo com o ambiente, isto é, o ator é o controlador realizando ações de

controle. A ação tomada pelo ator (controlador) é avaliada pelo crítico (função

de recompensa e função de custo) usando uma abordagem de diferença temporal.

Um esquema ator-crítico pode ser visto na Figura 2.2. O crítico assume a

forma de um erro TD, sendo calculado como na Eq.(2.21). A etapa de atualização



CAPÍTULO 2. APRENDIZAGEM POR REFORÇO 42

da função valor V é realizada de acordo com a Eq.(2.20). O crítico avalia o

desempenho da ação selecionada sobre a base de ∆k.

Figura 2.2: Estrutura de Aprendizado por Reforço com Ator/Crítico (Dissertação de Leandro

Rocha Lopes - PPGEE - UFMA).

2.5 Programação Neurodinâmica

Durante várias décadas, a programação dinâmica clássica tem sido reconhecida

como computacionalmente intratável para resolver problemas de decisão markovi-

anos de larga escala por causa do enorme tamanho do espaço de estado que deve ser

explorado. Sua complexidade computacional cresce proporcionalmente ao número

de estados que por sua vez cresce exponencialmente com a dimensionalidade do

espaço de estado (para uma quantização �xada), um problema conhecido como a

"maldição da dimensionalidade de Bellman". A programação neurodinâmica usa

aproximações por redes neurais para superar a "maldição da dimensionalidade",

que tem sido um gargalo para a aplicação prática de programação dinâmica e

controle estocástico para problemas complexos.

Uma estrutura paramétrica de aproximação envolve um vetor de parâmetros

θ que deve ser sintonizado de modo a fornecer um melhor ajuste entre o mape-

amento entrada/saída realizado pela rede neural e um dado conjunto de pares

representativos (xk, V
∗(xk)) de estados xk e estimativas da função valor V ∗(xk).

O problema de aprendizagem ou treinamento é um problema de otimização tipica-
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mente da forma de mínimos quadrados. Assim, dependendo do tipo de estrutura

de rede neural, o objetivo é minimizar uma função de perda dada por

∑

k

(
V ∗(xk)−

∑

i

φi(xk)θi

)2

,

ou sua versão não linear

∑

k

(V ∗(xk)− V̂ (xk, θ))
2
.

Entretanto, no contexto dos problemas de programação dinâmica, tal conjunto

de dados de treinamento não está disponível para treinar a rede neural. Uma pos-

sibilidade é utilizar métodos de simulação, tais como simulação de Monte Carlo

ou método de diferenças temporais (Bertsekas e Tsitsiklis, 1996). A simulação

possibilita o uso de métodos de programação neurodinâmica para projetar siste-

mas para os quais modelos explícitos não estão disponíveis. Para estes sistemas,

as técnicas de programação dinâmica tradicionais são inaplicáveis, bem como é

muito dispendioso se não impossível fornecer estimativas das probabilidades de

transição de estados. A programação neurodinâmica permite que os sistemas

aprendam sobre o seu comportamento por meio da simulação, e melhorem o seu

desempenho por meio de reforço iterativo.

A função V̂ é chamada função de escore ou função valor aproximada. Em uma

representação compacta típica, somente o vetor θ e a estrutura geral da função de

escore V̂ (·, θ) são armazenados. Os escores V̂ (xk, θ) são gerados somente quando

necessário. De acordo com (Bertsekas e Tsitsiklis, 1996), a função de escore V̂ (·, θ)

geralmente envolve uma descrição dimensional menor do estado xk em termos de

suas "características signi�cantes". A determinação da função de escore envolve

duas escolhas importantes: a decisão sobre a estrutura de rede neural da função

V̂ (·, θ) que se adpta ao problema em questão, e a escolha de um algoritmo de

aprendizagem ou treinamento de forma a minimizar em algum sentido o erro

entre as funções V ∗(·) e V̂ (·, θ).

No quadro de iteração de política, aproximações podem ser introduzidas tanto

na representação de funções valor quanto na representação das políticas. Conside-

rando-se, por exemplo funções valor de ação, a representação tabular da fun-

ção valor Qh(x, u) é substituída por uma aproximação paramétrica apropriada
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Q̂h(x, u, θ), em que θ é o vetor de parâmetros ajustáveis da aproximação e a repre-

sentação tabular da política h(x) é substituída por uma aproximação paramétrica

ĥ(x, κ), em que κ é o vetor de parâmetros ajustáveis da aproximação. Apresenta-

se a seguir um esboço geral do algoritmo de iteração de política aproximada com

avaliação de política de função Q (Algoritmo 1).

Algoritmo 1 - Algoritmo de Iteração de Política Aproximada para Funções Q

1 ✄ - Bloco 0 - Inicialização

2 Selecione - Política Admissível - ĥ0.

3 Selecione - Fator de Desconto - 0 < γ ≤ 1.

4 j ← 0

5 ✄ - Processo Iterativo

6 Para cada iteração j de política

7 do

8 ✄ - Bloco 1 - Avaliação de Política

9 Cálculo da Função Valor Aproximada Q̂ĥj

10 ✄ - Bloco 2 - Melhoria de Política

11 Estabeleça - Política Melhorada

12 ĥj+1(x) ≈ arg max
u

Q̂ĥj (x, u), ∀x ∈ X.

13 until ĥj+1 seja satisfatória

14 then Fim do Processo Iterativo

15 Fim do Algoritmo 1.

Uma questão natural é se a seqüência de políticas e funções valor geradas por

um algoritmo de iteração de política aproximada converge para uma política e

uma função valor próximas dos valores ótimos. Desde que os erros de avaliação

e melhoria de política sejam limitados, a iteração de política aproximada o�ine

produz políticas com uma subotimalidade limitada. Este resultado é formali-

zado pelo teorema a seguir, adaptado a partir de (Bertsekas e Tsitsiklis, 1996),

considerando-se o caso em que as funções valor de ação são usadas.

Teorema 2.5.1. Seja {ĥj}
∞
j=0 a sequência de políticas geradas por um algoritmo

de iteração de política aproximada e seja {Q̂ĥj}∞j=0 a sequência de funções valor

aproximadas correspondentes. Sejam ϵQ e ϵh escalares positivos que limitam o erro

em todas as aproximações (em todas as iterações) para funções valor e políticas,

respectivamente. Se

∥∥∥Q̂ĥj −Qĥj

∥∥∥
∞

≤ εQ, ∀ j ≥ 0, (2.38)

e
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∥∥∥T ĥj+1(Q̂ĥj)− T ∗(Q̂)
∥∥∥
∞

≤ εh, ∀ j ≥ 0. (2.39)

2Então, esta sequência eventualmente produz políticas cujo desempenho se encon-

tra a uma distância limitada do ótimo:

lim sup
j→∞

∥∥∥Q̂ĥj −Q∗
∥∥∥
∞

≤
εh + 2γεQ

(1− γ)2
. (2.40)

2.6 Aprendizagem TD(λ) com Aproximação da Fun-

ção Valor

Métodos TD(λ) ajustam incrementalmente os coe�cientes de V̂ h(·, θ) para

cada estado sobre cada trajetória observada em relação à novos valores objetivo.

Os valores alvo dependem do parâmetro 0 ≤ λ ≤ 1. No caso limite λ = 1,

o alvo em cada estado visitado xk é o retorno de Monte Carlo, isto é, a soma

observada real de recompensas descontadas futuras rk + γrk+1 + . . .+ γNrN . Isto

é uma amostra não-polarizada de V̂ h(xk, θ), mas tem variância signi�cativa uma

vez que ela depende de uma longa sequência estocástica de recompensas. No

outro limite, λ = 0, o valor alvo é estabelecido por um lookahead à um passo

amostrado rk + γV̂ h(xk+1, θ). Este valor têm variância menor, uma vez que o

único componente aleatório é uma única transição de estado, mas é polarizado

devido a inexatidão potencial da estimativa lookahead de V h. O parâmetro λ

pode ser visto como uma compensação entre bias e variâncias.

Vários estudos empíricos têm encontrado valores intermediários de λ para reali-

zar melhor o processo de aprendizagem da função valor V h. Por exemplo, (Sutton,

1988), (Sutton e Barto, 1998) sugerem que valores menores de λ contribuem na

redução da variância das estimativas do parâmetro θ. Resultados sólidos têm

2Th e T ∗ são operadores de Bellman de�nidos de acordo com as Eqs.(2.29) e (2.32), respec-

tivamente, por

[
Th(Q)

]
(xk, uk) = Exk+1∼f̃(xk,uk,·)

[
r(xk, uk, xk+1) + γQh(xk+1, h(xk+1))

]

[T ∗(Q)] (xk, uk) = Exk+1∼f̃(xk,uk,·)

[
r(xk, uk, xk+1) + γ max

a∈U(xk)
Q∗(xk+1, a)

]
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sido obtidos por (Tsitsiklis e Roy, 1997) que prova a convergência de TD(λ) com

probabilidade 1 para problemas de decisão markovianos com espaço de estados

discreto (possivelmente in�nito), supondo-se uma sequência decrescente apropri-

ada de tamanhos dos passos (stepsizes) e um aproximador linear de função no

vetor de parâmetros ajustáveis θ.

O método TD(λ) atualiza θk após cada transição de estado de acordo com a

equação

θk+1 = θk + αk∆k

k∑

i=0

(γλ)k−i∇V̂ h(xi, θk), (2.41)

com θ inicializado para algum vetor arbitrário, αk é um fator de aprendizagem,

∇V̂ (xi, θk) é o vetor gradiente com respeito às componentes de θk e ∆k é a dife-

rença temporal entre a estimativa atual V̂ h(xk, θk) de custo e a estimativa atuali-

zada r(xk, uk)+γV̂ h(xk+1, θk) no estado xk correspondente à transição de xk para

xk+1, ou seja,

∆k = r(xk, uk) + γV̂ h(xk+1, θk)− V̂ h(xk, θk). (2.42)

A Eq.(2.41) fornece um contínuo de algoritmos parametrizado por λ referido

como TD(λ). No caso limite λ = 0, usando a convenção 00 = 1, a Eq.(2.41)

reduz-se à forma

θk+1 = θk + αk∆k∇V̂
h(xk, θk), (2.43)

com k = 0, 1, 2, · · · . Esta é a equação de atualização de aprendizagem da função

valor V à um passo, referida como aprendizagem TD(0).

Uma representação viável para realização de aprendizagem online é obtida

de�nindo-se uma sequência de vetores de elegibilidade ξk, de dimensão nθ, por

ξk =
k∑
i=0

(γλ)k−i∇V̂ h(xi, θk), (2.44)

sendo cada ξk uma função do conjunto inteiro de observações passadas até o passo

de tempo k, que grava os gradientes passados e atuais da estimação da função

valor.
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No caso de aproximadores lineares de função, a função V̂ h assume a forma

dada por

V̂ h(xk, θ) = φT (xk)θ̂, (2.45)

sendo φ(xk) = [φ1(xk) φ2(xk) . . . φnθ
(xk)]

T o vetor de funções de base e θ̂ =

[θ̂1 θ̂2 . . . θ̂nθ
]T o vetor de parâmetro estimado. Desta forma, o vetor de elegibi-

lidade de Eq.(2.44), reduz-se à

ξk =
k∑
i=0

(γλ)k−iφ(xi). (2.46)

Com estas notações, as atualizações de TD(λ) são dadas por

θ̂k+1 = θ̂k + αk∆kξk, (2.47)

e os vetores de elegibilidade podem ser atualizados de acordo com

ξk+1 = γλξk + φ(xk+1), ξ−1 = 0. (2.48)

Da de�nição (2.44), observa-se que o vetor de elegibilidade no instante k depende

da história da trajetória e do parâmetro λ, sendo i = 0 o instante em que a

trajetória atual iniciou. No caso de TD(0), somente as características do estado

atual são elegíveis a serem atualizadas, enquanto que em TD(1), as características

de todos os estados visitados até o instante atual k sobre a trajetória corrente são

elegíveis.

De acordo com (Bertsekas e Tsitsiklis, 1996), o limite de convergência θ∗ existe

e satisfaz à seguinte equação

lim
θ→θ∗

(Cθ + d) = 0, (2.49)

sendo C = E0[C(Xk)], d = E0[d(Xk)], Xk = (xk, xk+1, ξk+1) forma um processo

markoviano, k = 1, 2, . . ., E0[·] denota a esperança com respeito a única distribui-

ção invariante de Xk, C(Xk) = ξk(γφ
T (xk+1)− φT (xk)) e d(Xk) = ξkrk.
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Algoritmo 2 - Algoritmo de Avaliação de Política Aproximada usando-se TD(λ)

1 ✄ - Inicialização

2 Selecionar a política de controle h a ser avaliada.

3 Selecionar o fator de desconto, 0 < γ ≤ 1.

4 Selecionar as funções de base ϕ1, · · · , ϕnθ
e uma

5 sequência de stepsizes {αk}
∞
k=0.

6 Escolher estado inicial x0

7 θ0 ← 0

8 ξ0 ← 0

9 k ← 0

10 ✄ - Processo Iterativo

11 Para cada passo de tempo k

12 do

13 Para o estado atual xk, observe a transição de estado

14 de xk para xk+1 e a recompensa imediata rk.

15 θ̂k+1 = θ̂k + αk∆kξk

16 ξk+1 = γλξk + ϕ(xk+1)

17 until θ̂k+1 seja satisfatória

18 then Fim do Processo Iterativo

19 Fim do Algoritmo 2.

2.7 Considerações Finais

Este capítulo forneceu um quadro de conceitos e métodos em aprendizagem

por reforço formulado no contexto de processos de decisão markoviano e progra-

mação dinâmica. Dois problemas fundamentais em aprendizagem por reforço são

o problema de avaliação de política e a síntese de política de decisão ótima. O

capítulo revisou MDPs, de�nindo-se um problema de decisão sequencial ótima,

em que decisões são tomadas em estágios de um processo que evolui ao longo

do tempo. Na sequência, apresentou-se a programação dinâmica que é baseada

em duas formas da equação de Bellman: a Eq.(2.11) da avaliação de política e a

Eq.(2.14) da otimalidade. Associados à elas tem-se os métodos convencionais de

iteração de política e iteração de valor que são métodos dependentes de modelo

para resolver problemas de decisão sequencial ótima funcionando-se "para trás no

tempo". A programação dinâmica tradicional é uma técnica de solução o�ine que

não pode ser implementada online em uma maneira "para frente no tempo". Na

sequência, o capítulo descreveu métodos de diferenças temporais que fornece algo-

ritmos online baseados nas formas das equações de Bellman para avaliar políticas

de decisão ou resolver problemas de decisão ótima em uma maneira "para frente

no tempo"baseados em dados observados do sistema ao longo de sua trajetória.



Capítulo 3

Controle Ótimo

3.1 Introdução

Controle ótimo é uma abordagem de controle moderno que se propõe à deter-

minação de estratégias de ação, ou leis de controle, que otimizem uma métrica

de desempenho desejado. Um conceito fundamental em tal abordagem é aquele

de uma função de critério ou função de utilidade a qual incorpora os requisitos

de projeto para o sistema controlado e para o contexto de problema. A escolha

de uma função de critério caracteriza uma etapa crítica para o projeto de contro-

ladores ótimos, uma vez que ela é a única fonte de informação disponível para o

processo de projeto (automatizado) para os objetivos do controlador que ele pro-

jetar, e mais ainda, devido aos atributos do controlador resultante e a qualidade

de desempenho estarem intrinsecamente relacionados com tal função.

Em geral, a formulação de uma função de utilidade envolve um compromisso

entre uma avaliação signi�cativa do desempenho do sistema e um problema ma-

temático tratável. Uma função de custo total ou função valor, de�nida em termos

da função de utilidade, é usada para realizar o processo de otimização. Especi�-

cações de desempenho podem envolver energia mínima para controlar o sistema

dinâmico, tempo mínimo para atingir um dado estado de operação, entre outras.

O sistema que é o resultado �nal de um projeto ótimo não é meramente suposto

ser estável, ter uma determinada resposta transitória, largura de banda, ou sa-

tisfazer qualquer uma das restrições associadas com controle clássico (rejeição de

perturbação, e robustez à variações da planta ou incertezas), mas é suposto ser o

49
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melhor sistema possível de um tipo particular.

Uma abordagem para solução de problemas de controle ótimo é baseada na

teoria conhecida como cálculo variacional que deduz condições necessárias para

otimalidade na forma das equações de Euler-Lagrange. Uma alternativa à abor-

dagem variacional para solução de controle ótimo surgiu no �nal da década de

50 com Richard Bellman, referida como programação dinâmica, (Bellman, 1957),

(Bellman e Dreyfus, 1962), (Bellman e Kalaba, 1965). Uma papel fundamental

no desenvolvimento desta abordagem é desempenhado pelo princípio da otimali-

dade de Bellman: Uma trajetória ótima possui a propriedade que em um ponto

intermediário, independente da forma de como este ponto é alcançado, a trajetó-

ria restante também é ótima, conforme planejada e tendo o ponto intermediário

como ponto de partida.

A programação dinâmica fornece um formalismo matemático para tratar pro-

blemas relativos à inconsistência de tempo e problemas estocásticos sob condições

muito amplas que são difíceis de lidar usando-se o cálculo variacional. Sua aplica-

ção à problemas de controle ótimo tem implicado tratamentos para sistemas tanto

a tempo contínuo quanto a tempo discreto, sistemas invariantes no tempo ou vari-

antes no tempo, sistemas lineares ou não-lineares. O princípio da otimalidade de

Bellman desempenha um papel similar à aquele desempenhado pelo princípio do

mínimo de Pontryagin na abordagem variacional, e serve para limitar, potencial-

mente, o número de estratégias de controle ótimo que devem ser investigadas. Sua

importância está no fato de que viabiliza a otimização sobre somente um vetor de

controle de cada vez. As referências para este tópico incluem (Lewis et al., 2012),

(Kirk, 1970), (Bryson e Ho, 1975) e (Athans e Falb, 1966).

O presente capítulo enfatiza problemas de controle ótimo sob a óptica de pro-

gramação dinâmica. Inicia-se o capítulo com uma formulação geral do problema

de controle ótimo, e na sequência, são abordados os problemas quadráticos line-

ares, dando uma atenção especial ao problema do Regulador Linear Quadrático.

Apresenta-se a descrição em espaços de estados por modelos de tempo discreto.
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3.2 O Problema de Controle Ótimo

Considere um sistema dinâmico descrito por uma equação de estado não-linear

e variante no tempo

xk+1 = f(xk, uk, k), (3.1)

sendo xk ∈ ℜn o vetor de estado, uk ∈ ℜne o vetor de entrada de controle, e o

estado inicial xi é dado.

Uma abordagem razoavelmente geral de controle ótimo consiste na determi-

nação de uma lei de controle uk sobre o intervalo [i, N ] que minimiza o índice de

desempenho que é dado por

V (xi, u(·), i) = ψ(xN , N) +
N−1∑

k=i

ℓ(xk, uk, k), (3.2)

tendo como restrição o sistema dinâmico de Eq.(3.1). A função ψ(·) penaliza o

estado �nal xN no horizonte de tempo k = N , e a função ℓ(·) penaliza os estados

xk e as entradas de controle uk de k = i até k = N − 1.

Uma abordagem para otimização da Eq.(3.2) sujeita à Eq.(3.1) é baseada na

teoria de multiplicadores de Lagrange (Cálculo Variacional). Desta forma, de�na

inicialmente um vetor adjunto (ou co-estado) λk e a função de custo estendida Ve

Ve = ψ(xN , N) +
N−1∑

k=i

[
ℓ(xk, uk, k) + λTk+1(f(xk, uk, k)− xk+1)

]
. (3.3)

De�na agora a função de Hamilton

H(xk, uk, λk, k) = ℓ(xk, uk, k) + λTk f(xk, uk, k). (3.4)

Pode-se, então, escrever

Ve = ψ(xN , N)− λTNxN +H(xi, ui, i) +
N−1∑

k=i+1

[
H(xk, uk, k) + λTk xk)

]
. (3.5)
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Suponha agora que as funções f e ℓ sejam su�cientemente diferenciáveis. Denote

por dVe o incremento em Ve devido aos incrementos em todas as variáveis inde-

pendentes xk, λk, e uk. De acordo com a teoria de multiplicadores de Lagrange,

o mínimo restrito de V é alcançado no mínimo irrestrito de Ve, isto é, quando

dVe = 0. Portanto,

dVe =
(

∂ψ
∂xN

− λN

)T
dxN +

(
∂Hi

∂xi

)T
dxi +

(
∂Hi

∂ui

)T
dui

+
N∑

k=i+1

[(
∂Hk

∂xk
− λk

)T
dxk +

(
∂Hk

∂uk

)T
duk

]

+
N∑

k=i+1

(
∂Hk−1

∂λk
− xk

)T
dλk,

(3.6)

sendo Hk
∆
= H(xk, uk, λk, k). Consequentemente, condições necessárias são dadas

por

∂Hk

∂λk+1

= xk+1, (3.7)

∂Hk

∂xk
= λk, (3.8)

∂Hk

∂uk
= 0, (3.9)

(
∂ψ

∂xN
− λN

)T
dxN = 0, (3.10)

(
∂Hi

∂xi

)T
dxi = 0, (3.11)

com k = i, . . . , N − 1.

As condições (3.7)-(3.9) decorrem dos termos de dentro dos somatórios e do

coe�ciente de dui que juntamente com as condições (3.10) e (3.11) de�nem um

problema de valor de contorno de dois pontos para o horizonte de tempo N �xo.
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A solução deste problema constitue um dos principais tópicos de interesse na

teoria de controle ótimo. No caso mais geral, o qual inclui restrições às variáveis

de controle, condições necessárias para otimalidade de soluções de problemas de

controle ótimo correspondem ao teorema conhecido por princípio do mínimo de

Pontryagin, declarando que sobre a trajetória ótima, a função de Hamilton satisfaz

a condição de mínimo

H(x∗k, u
∗
k, λ

∗
k, k) ≤ H(x∗k, uk, λ

∗
k, k), (3.12)

para todo u admissível, sendo x∗ e λ∗ valores ótimos de estado e co-estado, res-

pectivamente.

3.2.1 Solução via Programação Dinâmica

A solução ao problema de controle ótimo é apresentada nas formas da Equa-

ção de Hamilton-Jacobi-Bellman, uma abordagem apoiada no princípio da otima-

lidade de Bellman.

Sejam várias trajetórias resultantes de diferentes controles, todas iniciando-se

no estado xk no instante de tempo k. Seja V ∗(xk, k) o índice de desempenho ótimo

associado com um estado inicial xk no instante k. Supõe-se que são conhecidos,

para todos os estados possíveis xk+1, o custo ótimo V ∗(xk+1, k + 1) do instante

k+1 ao instante terminal N e as sequências de controle ótimo de realimentação do

instante k+1 para N . O índice de desempenho ótimo é obtido quando a sequência

de controle ótimo u∗k+1, u
∗
k+2, . . ., u

∗
N−1 é aplicada à planta com um estado xk+1.

Se um controle arbitrário uk for aplicado no instante k, e, então, a sequência de

controle ótimo a partir de k + 1 for usada, o custo incorrido no instante k é dado

por

ℓ(xk, uk, k) + V ∗(xk+1, k + 1). (3.13)

De acordo com o princípio da otimalidade de Bellman, o custo ótimo para tra-

jetórias iniciando-se no instante k e terminando-se no instante N é incorrido

minimizando-se a soma do custo na transição de xk para xk+1 e o custo ótimo

daí em diante, isto é,
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V ∗(xk, k) = min
uk

{ℓ(xk, uk, k) + V ∗(xk+1, k + 1)}. (3.14)

O controle ótimo u∗k no instante k é dado por uk que alcança este mínimo. A

Eq.(3.14) é a equação de Hamilton-Jacobi-Bellman para sistemas de tempo dis-

creto.

3.3 Controle Ótimo Linear Quadrático

O controle ótimo linear quadrático (LQ) é um tipo especial de controle ótimo.

Suas principais características são otimização em termos de critério de desem-

penho quadrático e incorporação da teoria de reconstrução de estado ótima de

Kalman-Bucy. A planta controlada supõe-se ser linear e o índice de desempenho

associado é quadrático nas variáveis de controle e variáveis de erro de regula-

ção/rastreamento. Tais métodos conduzem à leis de controle ótima lineares.

Uma importante vantagem das metolodogias de controle ótimo especi�camente

do tipo linear quadrático é o fato de que nos projetos de controle onde se supõe

que todos os estados da planta são mensuráveis e disponíveis para realimentação

acabam por possuírem um número de propriedades, outras do que simplesmente

otimalidade de um índice de desempenho, as quais o controle clássico sugere serem

atrativas. Exemplos de tais propriedades são boa margem de ganho e margem

de fase, e boa tolerância à não linearidades. Um caso especial de controle LQ

que exibe boas propriedades refere-se à metodologia denominada regulador linear

quadrático (LQR), a qual promove robustez garantida: margem de ganho in�nita-

mente crescente, margem de fase entre ±60◦ e boa tolerância à não-linearidades,

(Maciejowski, 1989). Tais propriedades de robustez podem ser frequentemente

alcançadas mesmo quando a estimação de estado for necessária por meio da me-

todologia LQG/LTR.

Na maioria dos projetos de controle baseados em controle ótimo linear qua-

drático, as matrizes de ponderações que constituem os índices de desempenho são

parâmetros de projeto. Essas matrizes precisam ser selecionadas pelo projetista

na tentativa de impor as características de desempenho desejadas do sistema, tal

como autoestrutura desejada, projetando sistemas que particularmente apresen-

tam boas características de estabilidade e desempenho, (Stein, 1979), (Medanic
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et al., 1988), (Kawasaki e Shimemura, 1983),(Graupe, 1972) e (Harvey e Stein,

1978). Essa seleção é uma das di�culdades do projeto LQ, pois tais matrizes

normalmente são determinadas por métodos de tentativa e erro, ou relações ana-

líticas que se adequam somente à sistemas SISO e de baixa ordem, (Johnson e

Grimble, 1987). Contudo, as referências (Liu, 1998), (Bottura e Fonseca Neto,

1999), (Fonseca Neto, 2000), (Ferreira et al., 2003) e (Fonseca Neto et al., 2008)

apresentam uma alternativa para superar esta di�culdade que são procedimentos

baseados em computação evolutiva.

3.4 O Problema LQ Discreto

Uma classe ampla de problemas de controle ótimo linear quadrático envolve

uma planta descrita por uma equação de estado linear e variante no tempo dada

por

xk+1 = Akxk +Bkuk, (3.15)

com estado inicial xi dado, xk é o vetor de estado de dimensão n e uk é o vetor de

entrada de controle de dimensão ne. A lei u(·) para controlar o sistema de Eq.(3.15)

é estabelecida para tentar fazê-lo tão próximo quanto possível de uma trajetória

desejada de estado, a qual é dada por uma função prescrita x̃(·) do tempo, em um

intervalo de tempo especi�cado [i, N ] levando em consideração a energia mínima

de controle utilizada. Dessa forma, o problema LQ é caracterizado como uma

estrutura de otimização com o objetivo de determinar uma lei de controle uk,

t ∈ [t0, N ], que minimiza o índice de desempenho (função de custo) dado por

V (xi, u(·), i) = (xN − x̃N)
TS(xN − x̃N) +

+
N−1∑

k=i

[(xk − x̃k)
TQk(xk − x̃k) + uTkRkuk] (3.16)

e que tenha como restrição dinâmica o sistema de Eq.(3.15). As matrizes Q =

QT ≥ 0 e R = RT > 0, com dimensões apropriadas, representam ponderações do

erro entre o estado x(·) e a trajetória desejada x̃(·), e do controle, respectivamente.



CAPÍTULO 3. CONTROLE ÓTIMO 56

A matriz S = ST ≥ 0 pondera o desvio de estado �nal no instante N . O problema

de�nido pelas Eqs.(3.15) e (3.16) é conhecido como o problema de rastreamento

de tempo discreto.

Um dos resultados mais marcantes em teoria de controle ótimo linear quadrá-

tico é que se a otimização é sobre um horizonte de tempo in�nito, a lei de controle

ótima resultante fornece boas propriedades, incluindo estabilidade de malha fe-

chada. Esses resultados estão intrinsecamente relacionados à propriedades de

estabilidade e detectabilidade do sistema. Para mais discussão sobre este tópico,

veja (Kirk, 1970), (Bryson e Ho, 1975) e (Anderson e Moore, 1990).

3.4.1 O Problema do Regulador Linear Quadrático Discreto

e a Equação Algébrica de Riccati Discreta

O problema LQR discreto (DLQR) constitui um caso particular do problema

LQ discreto e é formulado como uma estrutura de otimização dinâmica com obje-

tivo de determinar uma lei de controle uk que minimiza um índice de desempenho

quadrático dado por

Vi =
1

2
xTNPNxN +

1

2

N−1∑

k=i

(xTkQkxk + uTkRkuk), (3.17)

e tem como restrição a equação de estado (3.15), sendo [i, N ] o intervalo de tempo

de interesse, Q = QT ≥ 0 e R = RT > 0 são matrizes de ponderações do estado e

do controle, respectivamente, e PN = P T
N ≥ 0 é uma matriz que pondera o estado

�nal, todas com dimensões apropriadas.

Observa-se a partir do índice de desempenho (3.17) que a trajetória desejada

x̃ é simplesmente o estado nulo. Especi�camente, a lei de controle ótima deve

conduzir a planta de um estado não-nulo xi no instante i para o estado nulo no

instante N levando em consideração a energia mínima de controle.

Para começar, seja k = N e escreva

V ∗N =
1

2
xTNPNxN , (3.18)

que é a penalidade para começar no estado xN no instante N .
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Agora, reduz-se k para N − 1 e escreva

VN−1 =
1

2
xTN−1QN−1xN−1 +

1

2
uTN−1RN−1uN−1 +

1

2
xTNPNxN . (3.19)

De acordo com Eq.(3.14), é preciso se determinar u∗N−1 por minimização da

Eq.(3.19). Dessa forma, usando-se a equação de estado, tem-se

VN−1 =
1
2
xTN−1QN−1xN−1 +

1
2
uTN−1RN−1uN−1

+ 1
2
(AN−1xN−1 +BN−1uN−1)

TPN (AN−1xN−1 +BN−1uN−1) .
(3.20)

Uma vez que não existem restrições, o mínimo de VN−1 é encontrado estabelecendo-

se

0 =
∂VN−1
∂uN−1

= RN−1uN−1 + BT
N−1PN(AN−1xN−1 +BN−1uN−1). (3.21)

Resolvendo-se para o controle ótimo, tem-se

u∗N−1 = −
(
BT
N−1PNBN−1 +RN−1

)−1
BT
N−1PNAN−1xN−1. (3.22)

De�nindo

KN−1 =
(
BT
N−1PNBN−1 +RN−1

)−1
BT
N−1PNAN−1, (3.23)

pode-se escrever

u∗N−1 = −KN−1xN−1. (3.24)

O custo ótimo no instante k = N − 1 é encontrado substituindo-se Eq.(3.24)

em Eq.(3.20) que após simpli�cações, resulta

V ∗N−1 =
1
2
xTN−1

[
(AN−1 − BN−1KN−1)

TPN (AN−1 −BN−1KN−1)

+ KT
N−1RN−1KN−1 +QN−1

]
xN−1.

(3.25)
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De�nindo

PN−1 = (AN−1 − BN−1KN−1)
TPN (AN−1 −BN−1KN−1)

+KT
N−1RN−1KN−1 +QN−1,

(3.26)

a Eq.(3.25) pode ser escrita como

V ∗N−1 =
1

2
xTN−1PN−1xN−1. (3.27)

Agora reduz-se para k = N − 2. Então

VN−2 =
1

2
xTN−2QN−2xN−2 +

1

2
uTN−2RN−2uN−2 +

1

2
xTN−1PN−1xN−1 (3.28)

são os custos admissíveis para N − 2, uma vez que estes são os custos que são

ótimos a partir de k = N − 1. Para determinar u∗N−2, de acordo com (3.14),

minimiza-se (3.28).

Observe que (3.28) é da mesma forma que (3.19). O controle ótimo e o custo

ótimo no instante k = N −2 são portanto dados por (3.23), (3.24), (3.26) e (3.27)

com N substituído por N − 1.

Continuando-se a reduzir k e aplicando-se o princípio da otimalidade, o resul-

tado para cada k, k = N − 1, · · · , 1, 0 é

Kk =
(
BT
k Pk+1Bk +Rk

)−1
BT
k Pk+1Ak, (3.29)

u∗k = −Kkxk, (3.30)

Pk = (Ak −BkKk)
TPk+1 (Ak − BkKk) +KT

k RkKk +Qk, (3.31)

V ∗k =
1

2
xTkPkxk, (3.32)
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sendo a condição �nal PN para (3.31) é dada em (3.17). Esta formulação im-

plica que estratégias de controle ótimo devem ser determinadas recursivamente

no tempo a partir do estágio �nal (procedimento "para trás no tempo").

Uma observação importante refere-se à Eq.(3.31). Se o ganho Kk é dado por

uma sequência arbitrária de ganhos estabilizantes, então (3.31) é simplesmente

uma equação de Lyapunov, a qual é linear em Pk. Por outro lado, se a sequência

de ganhos ótimos de Eq.(3.29) for aplicada na Eq.(3.31), esta torna-se a equação

matricial de Riccati em sua versão estabilizada de Joseph. Não é difícil veri�car

que, substituindo-se (3.29) em (3.31) e após tranformações, obtém-se a forma

Pk = Qk + ATkPk+1Ak − ATkPk+1Bk(Rk +BT
k Pk+1Bk)

−1BT
k Pk+1Ak.

(3.33)

Esta equação é uma declaração da equação HJB discreta para o caso DLQR.

Um caso particular do problema DLQR ocorre quando as matrizes A e B do

sistema dinâmico e as matrizes de ponderações Q e R são invariantes no tempo e

o intervalo de otimização é in�nito, isto é, (N − k) → ∞. Neste caso, condições

de existência e estabilidade para a solução do regulador podem ser garantidas

supondo-se que o par (A,B) é estabilizável e (A,C) é completamente observável

para qualquer CTC = Q. Então, para N → ∞, tem-se que P ∆
= Pk+1 = Pk é

constante e é a única solução de�nida positiva da equação

P = Q+ ATPA− ATPB(R +BTPB)−1BTPA,

(3.34)

que é equação algébrica de Riccati de tempo discreto (Discrete Algebraic Riccati

Equation - DARE), também referida neste texto como equação HJB-Riccati. Além

disso, o sistema de malha fechada

xk+1 = (A−BK∞)xk (3.35)

é assintoticamente estável, sendo K∞ o ganho em regime permanente que é dado

por
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K∞ = (BTPB +R)−1BTPA. (3.36)

3.5 Considerações Finais

Neste capítulo, discutiu-se brevemente a abordagem variacional e o princí-

pio do mínimo de Pontryagin para solução de problemas de controle ótimo.

Na sequência apresentou-se os formalismos relacionados à programação dinâmica

como uma abordagem alternativa ao cálculo variacional. Ênfase foi dada ao prin-

cípio da otimalidade de Bellman e à obtenção da equação de Hamilton-Jacobi-

Bellman para o problema do regulador linear quadrático. Entretanto, um impor-

tante aspecto limitador da programação dinâmica é que sua aplicação não tem sido

computacionalmente tratável do ponto de vista de implementações online, uma

vez que é um método "para trás no tempo". Na maioria das vezes é necessário

uma grande quantidade de requisitos computacionais e armazenagem para obter

a solução da equação de Hamilton-Jacobi-Bellman associada. Para superar esta

di�culdade, métodos de programação dinâmica aproximada/adaptativa têm sido

aplicados para obter a solução online da equação HJB indiretamente, usando-se

uma estrutura de função tal como redes neurais para aproximar a função de custo.



Capítulo 4

Programação Dinâmica

Heurística Dependente de

Estado e Ação para Soluções

Aproximadas da Equação

HJB-Riccati

4.1 Introdução

Nos últimos anos, muito tem sido feito para o desenvolvimento de soluções

aproximadas da equação HJB por meio de métodos conhecidos como programa-

ção dinâmica aproximada/adaptativa, objetivando encontrar soluções online para

problemas de controle ótimo. Por exemplo, uma prova de convergência de um al-

goritmo de programação dinâmica heurística baseado em iteração de valor para

resolver a equação HJB de tempo discreto do problema de controle ótimo para sis-

temas não-lineares de tempo discreto é fornecida em (Al-Tamimi e Lewis, 2007),

(Al-Tamimi et al., 2008), e os autores (Al-Tamimi et al., 2007b) deduzem um

método "para frente no tempo"para resolver a equação de Riccati do problema

de controle ótimo H∞ de tempo discreto via programação dinâmica heurística e

programação heurística dual.

Uma abordagem de redes neurais para solução aproximada da equação HJB

61
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para uma função valor baseada em funcionais não-quadráticos é apresentada por

Abu-Khalaf e Lewis (Abu-Khalaf e Lewis, 2005) para o projeto de controladores

de realimentação quase-ótima com entradas restritas para atuadores saturados.

Chen e Jagannathan (Chen e Jagannathan, 2008) apresentam um método por

aproximações sucessivas de mínimos quadrados baseado em redes neurais para so-

lução da equação HJB generalizada para o projeto de controladores quase-ótimos

de sistemas não-lineares de tempo discreto sob a suposição de pequenas pertur-

bações. Cheng e outros (Cheng et al., 2007) fornecem resultados de convergência

para controle ótimo de tempo �nal �xo de sistemas não-lineares baseado em redes

neurais para resolver equações HJB com funções de custo variantes no tempo.

Em (Jin et al., 2007), os autores apresentam uma abordagem ADP para sistemas

não-lineares de tempo discreto baseada em redes neurais WBF (wavelet base fun-

tion) que fornece velocidade de treinamento mais rápido quando comparada com

redes RBF (radial base function).

Uma estratégia para programação dinâmica adaptativa que combina técnicas

de computação soft e computação hard para aprender uma lei de controle ótima

em tempo real para um sistema não-linear estabilizável com dinâmicas desco-

nhecidas é proposta por Murray e outros (Murray et al, 2002). Em (Liu et al.,

2001), os autores propõem uma abordagem crítica adaptativa dependente de ação

direcionada para aplicações de controle de aprendizagem online utilizando redes

neurais. Si e Wang (Si e Wang, 2001) fornecem um tratamento sistemático para

desenvolver um sistema de controle de aprendizagem online em ambientes esto-

cásticos e não-lineares para programação dinâmica neural livre de modelo. Liu

e Balakrishnan (Liu e Balakrishnan, 2000) estabelecem condições necessárias de

convergência para solução ótima de um crítico adaptativo consistindo de duas

redes neurais as quais fornecem valores de controle e multiplicadores de Lagrange

associados com controle ótimo. Outros autores, tais como Landelius (Landelius,

1997) apresenta uma análise de convergência para vários projetos críticos adapta-

tivos para sistemas de controle LQR, e Lendaris (Lendaris e Paintz, 1997) discute

vários procedimentos para a metodologia de programação dinâmica heurística dual

e investiga seu desempenho com respeito à velocidade de convergência e qualidade

de projeto de controlador resultante.

Em 1977, Werbos (Werbos, 1977) introduziu uma abordagem para ADP que
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no início da década de 90 foi chamada Projetos Críticos Adaptativos (ACDs),

(Werbos, 1992), (Werbos, 1990b). A família de métodos ACDs inclui: Progra-

mação Dinâmica Heurística (HDP), Programação Heurística Dual (DHP), e Pro-

gramação Heurística Dual Global (GDHP). Existem versões chamadas críticas

dependentes de ação de cada uma delas, nominalmente, ADHDP (também conhe-

cida como Aprendizagem Q, (Watkins, 1989), (Watkins e Dayan, 1992), ADDHP

e ADGDHP. Os ACDs são fortemente enraizados no campo de controle ótimo

baseado em aprendizagem por reforço e surgem sob a categoria de métodos RL

TD ator-crítico.

Na literatura, existem vários sinônimos usados para "Projetos Críticos Adap-

tativos", (Liu et al., 2001), (Prokhorov e Wunsch, 1997), (Balakrishnan e Biega,

1996), (Dalton e Balakrishnan, 1996), (Javaherian et al., 2004), (Kulkarni e Krish-

naKumar, 2003), (Prokhorov et al., 1995), (Venayagamoorthy et al., 2002), in-

cluindo: Programação Dinâmica Aproximada, (Powell, 2007), (Si et al., 2004),

(Werbos, 1992), Programação Dinâmica Assintótica, (Saeks et al., 1997), Progra-

mação Dinâmica Adaptativa, (Murray et al, 2002), (Murray et al., 2003), Pro-

gramação Dinâmica Heurística, (Lendaris e Paintz, 1997), (Werbos, 1990a), Pro-

gramação Neuro-Dinâmica, (Bertsekas e Tsitsiklis, 1996), Programação Dinâmica

Neural, (Si et al., 2004), (Yang et al., 2003), Aprendizagem por Reforço, (Sutton

e Barto, 1998).

Prokhorov e Wunsch em (Prokhorov e Wunsch, 1997), apresentaram mais al-

goritmos de acordo com os ACDs e discutiram as famílias de projetos de HDP,

DHP e GDHP. Eles sugeriram algumas novas melhorias ao projeto original de

GDHP úteis para muitas aplicações de engenharia nas áreas de otimização e con-

trole ótimo. Baseada em uma dessas modi�cações, apresentaram uma abordagem

uni�cada para todos os ACDs. Isto levou a um procedimento de treinamento

generalizado para ACDs. Trabalhos posteriores realizados por Werbos, (Werbos,

2004), (Werbos, 2007), (Werbos, 2009), (Werbos, 2008), têm tomado mais ainda

as ideias de ADP.

Todas as abordagens críticas adaptativas de Werbos podem realizar a mesma

função que é obter a política de controle ótima e são compostas por uma rede,

chamada rede de ação ou ator, que representa um mapeamento entre as variáveis

de estado de um sistema dinâmico e as variáveis de controle. Uma diferença
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entre as abordagens reside nas entradas e saídas de uma segunda rede, chamada o

crítico. Na estrutura HDP o crítico fornece uma aproximação da função valor Vk.

Em DHP a rede crítica fornece uma aproximação do gradiente de Vk. Na GDHP,

o crítico aproxima tanto Vk quanto seu gradiente. Nessas abordagens as entradas

do crítico tipicamente são as variáveis de estado. Nas estruturas dependentes

de ação, incluem-se também as variáveis de controle como entradas para a rede

crítica. Dependendo da estrutura ADP, não é necessário um modelo da planta

para o treinamento de uma ou ambas as redes. Por exemplo, em paradigmas de

HDP algum tipo de modelo de sistema dinâmico é necessário para determinação

das políticas de controle, mas para se treinar a rede crítica não é requerido tal

modelo. Por outro lado, em paradigmas de ADHDP a regra de decisão (política

de controle) é completamente independente de um modelo do sistema dinâmico.

Neste capítulo, a programação dinâmica aproximada, denominada crítica adap-

tativa, é apresentada levando em consideração a programação dinâmica heurística

e programação dinâmica heurística dependente de ação que são orientadas para

a realização online de controle ótimo, especi�camente do tipo linear quadrático

discreto. O objetivo principal é aproximar soluções de programação dinâmica

usando-se métodos de aproximação e esquemas de iteração de política para apro-

ximar a solução da equação HJB-Riccati. Os elementos necessários para o desen-

volvimento dos métodos HDP e ADHDP, tais como processo de decisão markovi-

ano, programação dinâmica, diferenças temporais, iteração de política e iteração

gulosa, foram apresentados no Capítulo 2. Apesar desses elementos fornecerem

um tratamento para sistemas dinâmicos estocásticos, as formulações serão apre-

sentadas em um contexto determinístico. Aqui a função densidade de probabi-

lidade f̃ : X × U × X → [0,∞) será substituída por uma função de transição

de estados determinística dada por f : X × U → X ; f(xk, uk) = xk+1, e a fun-

ção de utilidade r : X × U × X → ℜ ; r(xk, uk, xk+1) = rk será substituída por

r : X × U → ℜ ; r(xk, uk) = rk.

4.2 Programação Dinâmica Heurística

A programação dinâmica heurística (HDP) é estabelecida por um conjunto

de metodologias para o desenvolvimento de procedimentos que estimam a função
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valor V . A estimação da função valor V para uma dada política requer somente

amostras da função de recompensa instantânea r, enquanto os modelos do ambi-

ente e da recompensa instantânea são necessários para determinar a função valor

V correspondente à política ótima.

Considere a versão determinística da equação de Bellman (2.11) apresentada

no Capítulo 2, a qual é dada pela seguinte equação

V h(xk) = r(xk, h(xk)) + γV h(xk+1)

= r(xk, h(xk)) + γV h(f(xk, h(xk))). (4.1)

O aprendizado supervisionado pode ser introduzido na Eq.(4.1) usando-se um

esquema iterativo que tem V h aproximado por modelos parametrizados. Em sua

forma geral, esses modelos tem como ponto de partida o modelo parametrizado

dado por

Θ(r, f, θ) = r(x, h(x)) + γV (f(x, h(x)), θ),

(4.2)

sendo θ o vetor de parâmetros da aproximação. Este vetor deve minimizar a

média do quadrado do erro entre o valor estimado V (x, θ) e o valor medido Θ(·),

produzindo-se um novo vetor que é dado por

θk+1 = argmin
θ
E{|V (x, θ)−Θ(r, f, θk)|

2},

(4.3)

sendo que E(·) denota o valor esperado.

Para se determinar os parâmetros correspondentes à função valor ótima é ne-

cessário usar-se esquemas de iteração de política e uma parametrização da política

h(x) = h(x, κ). O valor apropriado do parâmetro κ é determinado de acordo com

a equação da otimalidade de Bellman, e baseado na estimativa de V . O parâmetro

ótimo k∗ é dado por

κ∗ = argmax
κ

{r(x, h(x, κ)) + γV (f(x, h(x, κ)), θ)} .

(4.4)
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Os parâmetros ótimos de Eq.(4.4) são obtidos por meio da solução da equação

do gradiente com respeito à κ que é dada por

∂V

∂κ
= 0. (4.5)

Claramente, as derivadas dos modelos parametrizados f , r, V e h são neces-

sárias para determinar o gradiente ∂V
∂κ

. Dessa forma, o máximo na Eq.(4.4) deve

satisfazer

∂r

∂h

∂h

∂κ
+ γ

∂V

∂f

∂f

∂h

∂h

∂κ
= 0. (4.6)

4.3 Programação Dinâmica Heurística Dependente

de Ação

A programação dinâmica heurística dependente de ação é baseada sobre a

abordagem de aprendizagem Q, a qual será denotada por QL, e consiste de um

método para estimar a função QL para qualquer política ótima ou não ótima. A

formulação ADHDP requer somente amostras da função de recompensa instantâ-

nea r.

A abordagem ADHDP é apresentada aqui em duas instâncias. Na primeira,

a aprendizagem QL é formulada em termos da equação de Bellman e formas de

política de decisão ótima. Na segunda instância, aborda-se a aproximação da

função QL para obter a política de controle ótima.

4.3.1 Aprendizagem QL

A função QL, ou função valor de ação, é de�nida por Qh
L : X × U → ℜ,

Qh
L(xk, uk) = r(xk, uk) + γV h(f(xk, uk)). (4.7)

A partir desta de�nição e da Eq.(4.1), observa-se que Qh
L(xk, h(xk)) = V h(xk),

e, portanto, a função QL pode ser expressa na forma de Bellman como
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Qh
L(xk, uk) = r(xk, uk) + γQh

L(f(xk, uk), h(f(xk, uk))). (4.8)

Assim, a função QL ótima deve satisfazer

Q∗L(xk, uk) = r(xk, uk) + γV ∗(xk+1) (4.9)

= r(xk, uk) + γQ∗L(xk+1, h
∗(xk+1)). (4.10)

Esta formulação permite que o problema de decisão markoviano seja resolvido

independente dos modelos f and r. Consequentemente, a política ótima é dada

por

h∗(xk) = argmax
u

Q∗L(xk, u). (4.11)

4.3.2 Aproximações da Função QL

O lado direito da Eq.(4.8) é usado como objetivo para aproximar QL por um

modelo parametrizado, o qual é dado por

Θ(r, f, h(f), θ) = r(x, u) + γQL(f(x, u), h(f(x, u)), θ), (4.12)

θk+1 = argmin
θ
E
{
|QL(x, u, θ)−Θ(r, f, h(f), θk)|

2} . (4.13)

A iteração gulosa é a política usada para determinar a função QL ótima. A

política é parametrizada por h(x) = h(x, κ). A lei de controle é obtida por

meio da equação da otimalidade de Bellman para a função QL, que é dada por

u∗ = argmaxuQL(x, u).

Os erros quadráticos entre o valor estimado QL(x, u, θ) e o valor medido Θ(·)

são minimizados, tendo em vista melhorar por meio da iteração gulosa a estimativa

ótima dos parâmetros. Os novos parâmetros produzem novos alvos, desta forma

o processo é computacionalmente realizável.
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4.4 Solução do LQR Discreto via HDP e ADHDP

A programação dinâmica heurística e a programação dinâmica heurística de-

pendente de ação são apresentadas no contexto da solução do problema DLQR. As

abordagens de controle discreto, tais como DLQR, são destacadas nas referências

(Kuo, 1980), (Jacquot, 1994) e (Lewis et al., 2012).

4.4.1 DLQR via HDP

Para o LQR discreto, tem-se que as funções parametrizadas são classi�cadas

em parâmetros Q e R do custo instantâneo (função de utilidade) e nos parâmetros

A e B do sistema dinâmico (ambiente). As parametrizações do ambiente são dadas

pelo sistema dinâmico que é representado por

f(x, h(x)) = Ax+Bu, (4.14)

sendo A ∈ ℜn×n, n é a ordem do sistema, B ∈ ℜn×ne e ne é a quantidade de

entradas do sistema. A política de controle, formada a partir da combinação

linear de estados, é dada por

h(x) = −K(.)x, (4.15)

sendo K(.) ∈ ℜne×n a matriz de ganhos da realimentação de estado.

A parametrização do custo instantâneo é a função de utilidade em k, represen-

tando os desvios dos estados e a energia da política do estado k− 1 para o estado

k, é dada por

r(x, u) = xTQx+ uTRu, (4.16)

sendo Q ∈ ℜne×ne ≥ 0 é a matriz de ponderação do estado e R ∈ ℜn×n > 0 é a

matriz de ponderação do controle

A parametrização da função de utilidade de Eq.(4.16) é substituída na Eq.(2.1)

para obter a função de custo DLQR parametrizada, sendo a política de controle
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dada por uma matriz de ganhos de realimentação constante K, Eq.(4.15). Espe-

ci�camente, o objetivo agora é determinar a política K que minimize a soma dos

custos instantâneos descontados incorridos ao longo do tempo que é dada por

V K(xk) =
∞∑

i=k

γi−k(xTi Qxi + uTi Rui). (4.17)

Para ui = −Kxi, tem-se que

V K(xk) =
∞∑

i=k

γi−kxTi (Q+KTRK)xi, ∀xk ∈ X. (4.18)

A solução ótima do custo é uma forma quadrática do estado parametrizada

por P que é dada por

V (x) = xTPx, (4.19)

com P ∈ ℜn×n simétrica. Esta forma é aproximada por uma transformação que

utiliza o produto de Kronecker para obtenção de um sistema de equações lineares

em P (solução de Riccati).

Aplicando-se o produto de Kronecker (Brewer, 1978) e as de�nições de ve-

torização, tem-se que o valor de custo ótimo, forma quadrática de Eq.(4.19), é

representado por

xTPx = (xT ⊗ xT )vec(P ) (4.20)

= (x1x
T x2x

T . . . xnx
T )vec(P ) (4.21)

= vec(xxT )Tvec(P ), (4.22)

sendo vec a funcão de vetorização.

Os parâmetros ótimos da aproximação satisfazem a condição de Eq.(4.5), com

κ = vec(K), isto é, o parâmetro κ é uma vetorização da matriz de ganho K.

Supondo ∂h
∂κ

̸= 0, Eq.(4.6) reduz-se à

∂r

∂h
+ γ

∂V

∂f

∂f

∂h
= 0. (4.23)
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Substituindo-se as derivadas ∂r
∂h

= 2uTR, ∂V
∂f

= 2fTP e ∂f
∂h

= B na Eq.(4.23),

tem-se que a política ótima u é dada por

u = −K(P θ)x (4.24)

= −Kx, (4.25)

sendo K = γ(R + γBTP θB)−1BTP θA o ganho ótimo.

A abordagem crítica adaptativa é usada para determinar os parâmetros da

aproximação da função valor. A Eq.(4.19) que minimiza o erro quadrático médio

é parametrizada por

Pk+1 = argmin
P
E{|xTPx−Θ(r, f, Pk)|

2}. (4.26)

A solução da Eq.(4.26) por aproximação e vetorização é representada por

θk+1 = argmin
θ
E{|x̄T θ −Θ(r, f, θk)|

2}, (4.27)

sendo x̄ ∈ ℜn(n+1)/2 de�nido de acordo com o produto de Kronecker que é dado

por x̄T = [x21 . . . x1xn x22 . . . xn−1xn x2n].

A função θ = vec(P ) ∈ ℜn(n+1)/2 da matriz quadrada P é um vetor contendo

as n entradas diagonais de P e as n(n+ 1)/2−n somas distintas pij+pji. Supondo

uma ordenação entre o vetor x̄ e a vetorização vec(P ) para representar a forma

quadrática xTPx = x̄Tvec(P ), a estimativa paramétrica de mínimos quadrados é

dada por

θk+1 = (E{x̄x̄T})−1E{x̄Θ(r, f, Pk)}. (4.28)

A função Θ(r, f, Pk) da Eq.(4.28) é o valor desejado que consiste do custo atual

e da função de custo a partir do estado seguinte f(x, u), como pode-se observar

na Eq.(4.2). As parametrizações do ambiente de Eq.(4.14), da política de controle

de Eq.(4.15) e do custo instantâneo de Eq.(4.16) estabelecem a aproximação da

função Θ(r, f, P ) parametrizada para o DLQR que é dada por
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Θ(r, f, P ) = xTQx+ uTRu+

+ γ(Ax+Bu)TP (Ax+Bu). (4.29)

As propriedades de produto de Kronecker contribuem para a solução da equa-

ção algébrica de Riccati discreta que é aproximada por um sistema de equa-

ções lineares para os coe�cientes da matriz P . Consequentemente, a aproxima-

ção da solução da HJB-Riccati é uma solução de mínimos quadrados (Astrom e

Wittenmark, 1994) dada por

xT θ = Θ(r, f, P θ), (4.30)

sendo θ o vetor correspondente aos elementos da matriz de Riccati. O vetor de

regressão e o custo ótimo são dados por

x = [x21,k . . . x1,kxn,k x
2
2,k . . . xn−1,kxn,k x

2
n,k]

T (4.31)

Θ(r, f, P θ) = xTkQxk + uTkRuk + γxTk+1P
θxk+1, (4.32)

sendo xlk a l-ésima, l = 1, 2, ..., n, componente do vetor de estado x no passo de

tempo k.

4.4.2 DLQR via ADHDP

A função QL do DLQR é uma parametrização da Eq.(4.7) que leva em conside-

ração as parametrizações do sistema dinâmico de Eq.(4.14), a política de controle

de Eq.(4.15) e o custo instantâneo de Eq.(4.16). Consequentemente, a parametri-

zação do lado direito da equação de Bellman é dada por

QL(x, u) = xTkQx+ uTRu+ γ(Ax+Bu)TP (Ax+Bu). (4.33)

Após manipulações algébricas, obtém-se uma forma quadrática que é dada por

QL(x, u) = zTQLV z, (4.34)
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sendo zT = [xT uT ] e QLV ∈ ℜ(n+ne)×(n+ne) é a matriz de aprendizagem associada

à função QL, que é dada por

QLV =

[
Qxx Qxu

Qux Quu

]
, (4.35)

sendo Qxx = Q + γATPA, Qxu = γATPB, Qux = γBTPA e Quu = R + γBTPB

as matrizes que representam as ponderações do estado x e da política u.

A minimização da função QL parametrizada fornece os meios para determina-

ção da política u ótima. A equação do gradiente ∂QL/∂u = 0 quando resolvida

para u fornece a política ótima

∂QL

∂u
=

∂

∂u

{
[xT uT ]

[
Qxx Qxu

Qux Quu

][
x

u

]}

=
∂

∂u

(
xTQxxx+ 2uTQuxx+ uTQuuu

)

= 2Quxx+ 2Quuu

= 0.

Consequentemente, a lei de controle ótimo é dada por

u = −Q−1uuQuxx (4.36)

= −K(QLV )x (4.37)

= −Kx. (4.38)

A parametrização de QL(QLV ) induz uma parametrização da política h(QLV ).

De acordo com a parametrização u = h(x, κ) da política de controle, o vetor de

parâmetros κ é uma vetorização da matriz de ganhos K, isto é, κ = vec(K).

Comparando-se com a abordagem HDP, não são necessários parâmetros além dos

já existentes na função QL. Uma diferença entre as duas abordagens é claramente

observada a partir das Eqs.(4.24)-(4.25) e Eqs.(4.36)-(4.38) para atualizações das

políticas HDP e ADHDP, respectivamente. Enquanto as Eqs.(4.24)-(4.25) ex-

pressam ter uma dependência explícita dos modelos do ambiente e da recompensa

instantânea por meio das matrizes A, B e R, por outro lado, nas Eqs.(4.36)-(4.38)

não são exibidos tais modelos.
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4.4.3 Convergência de HDP-DLQR

Na análise de convergência de HDP avalia-se o seguinte algoritmo do gradiente

para resolver o problema de minimização na Eq.(4.26) com respeito à P , a matriz

correspondente ao vetor de parâmetros θ

Pk+1 = Pk − η
∂

∂P ′
E
{
|xTkP

′

xk −Θ(r, f, Pk)|
2
}
P
′
=Pk

= Pk − ηE

{
∂

∂P ′
|xTkP

′

xk −Θ(r, f, Pk)|
2

}

P
′
=Pk

= Pk − 2ηE{xkx
T
k (x

T
kPkxk −Θ(r, f, Pk))}, (4.39)

sendo η um fator de aprendizagem.

Introduzindo-se a notação υ = vec(xxT ), p = vec(P ), α = 2η, e usando-se

o fato de que uma forma quadrática pode ser expressa como um produto esca-

lar, conforme descrito na Eq.(4.22), a estimativa da função valor V na forma

vetorizada é atualizada por

pk+1 = pk − αE{υk(υ
T
k pk −Θ(r, f, Pk))}. (4.40)

O uso da função vec permite substituir o valor esperado na Eq.(4.40) pelo valor

instantâneo da derivada. Fazendo assim, obtém-se a seguinte versão estocástica

da Eq.(4.40)

pk+1 = pk − αυk(υ
T
k pk −Θ(r(xk, uk), xk+1, Pk))

= pk − αυk(υ
T
k pk − [xTkQxk + uTkRuk + (Axk +Buk)

TPk(Axk +Buk)])

= pk − αυk(υ
T
k pk − [xTk (Q+KT

k RKk)xk + xTk (A− BKk)
TPk(A−BKk)xk])

= pk − αυkυ
T
k vec(Pk − [Q+KT

k RKk + (A− BKk)
TPk(A− BKk)]).

(4.41)

Observe que toda informação necessária por HDP para produzir o alvo é dada

pela recompensa atual e pela função valor avaliada no estado seguinte do sistema,

e o fator de desconto γ foi estabelecido igual a 1. Agora, examinando-se a equação

de atualização na média, tem-se
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E{vec(Pk+1)} = E{vec(Pk)} − αCυE{vec(∆Pk)}, (4.42)

sendo Cυ = E{υυT} > 0 uma matriz de covariância simétrica. Pode-se provar

que se uma sequência wk+1 = wk + α∆wk converge, então a sequência wk+1 =

wk + αC∆wk também converge, com C > 0 simétrica.

Reformulando-se a Eq.(4.42) em termos de matrizes, com W = E{P} e Cυ =

I, resulta na seguinte equação para a atualização dos parâmetros da função valor

na média:

Wk+1 = Wk − α[Wk − (Q+KT
k RKk + (A− BKk)

TWk(A− BKk))], (4.43)

sendo a matriz de realimentação dada por

Kk = K(Pk) = (R +BTPkB)−1BTPkA. (4.44)

A prova de que a sequência {Wk}
∞
k=0 de fato converge para os parâmetros

correspondentes à função valor ótima V ∗(x) = xTP ∗x pode ser encontrada em

(Landelius e Knutsson, 1996). As condições de convergência da Eq.(4.43) são

garantidas se as seguintes relações são satisfeitas

α ∈ (0, 1] (4.45)

R > 0 (4.46)

Q ≥ 0 (4.47)

O par (A,B) é controlável. (4.48)

O valor ótimoW ∗ é a única solução semide�nida positiva da equação HJB-Riccati

W ∗ = Q+ ATW ∗A− ATW ∗B(R +BTW ∗B)−1BTW ∗A. (4.49)
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4.4.4 Convergência de ADHDP-DLQR

De modo análogo à análise de convergência de HDP, considera-se o seguinte

algoritmo do gradiente para resolver o problema de minimização na Eq.(4.13) com

respeito à QLV , a matriz correspondente ao vetor de parâmetros θ

QLVk+1
= QLVk − η

∂

∂Q
′

LV

E
{
|zTkQ

′

LV zk −Θ(r, f, h(f), QLVk)|
2
}
Q
′

LV =QLVk

= QLVk − ηE

{
∂

∂Q
′

LV

|zTkQ
′

LV zk −Θ(r, f, h(f), QLVk)|
2

}

Q
′

LV =QLVk

= QLVk − 2ηE{|zkz
T
k (z

T
kQLVkzk −Θ(r, f, h(f), QLVk))}, (4.50)

sendo η um fator de aprendizagem.

Introduzindo-se a notação υ = vec(zzT ), qLV = vec(QLV ) e α = 2η, a estima-

tiva da função valor QL na forma vetorizada é atualizada por

qLV k+1
= qLV k

− αE{υk(υ
T
k qLV k

−Θ(r, f, h(f), QLV k
))}. (4.51)

O objetivo dado na Eq.(4.12) para o algoritmo de aprendizagem ADHDP pode

ser expresso por

Θ(r, f, h(f), QLVk)

= r(x, u) + γQL(f(x, u), h(f(x, u)), QLVk)

= xTQx+ uTRu+ γ
[
fT hT (f)

]
QLVk

[
f

h(f)

]

= zT

[
Q 0

0 R

]
z + γ

[
(Ax+Bu)T −KT (Ax+Bu)T

]
QLVk

[
Ax+Bu

−K(Ax+Bu)

]

= z
T

[
Q 0

0 R

]
z + γzT

[
A B

−KA −KB

]T
QLVk

[
A B

−KA −KB

]
z.

(4.52)

Substitue-se agora esta última expressão da função objetivo na Eq.(4.51) para

obter a seguinte versão estocástica da Eq.(4.51)
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qLVk+1
= qLVk − αυk(υ

T
k qLVk −Θ(r(zk), zk+1, QL(zk+1, QLVk)))

= qLVk − αυk

{
υTk qLVk −

(
zTk

[
Q 0

0 R

]
zk +

+zTk

[
A B

−KA −KB

]T
QLVk

[
A B

−KA −KB

]
zk







= qLVk − αυkυ
T
k vec

{
QLVk −

([
Q 0

0 R

]
+

+

[
A B

−KA −KB

]T
QLVk

[
A B

−KA −KB

]



 .

(4.53)

Observe que a única informação que ADHDP necessita para produzir o obje-

tivo é dada pela recompensa atual e pela função QL avaliada no estado e ação

de controle seguintes, e o fator de desconto γ foi estabelecido igual a 1. Agora,

examinando-se a equação de atualização vetorizada na média, tem-se

E{vec(QLV k+1
)} = E{vec(QLV k

)} − αCυE{vec(∆QLV k
)}, (4.54)

sendo Cυ = E{υυT} > 0 uma matriz de covariância simétrica. Pode-se provar

que se uma sequência wk+1 = wk + α∆wk converge, então a sequência wk+1 =

wk + αC∆wk também converge, com C > 0 simétrica.

Reformulando-se a Eq.(4.54) em termos de matrizes, com W = E{QLV } e

Cυ = I, resulta na seguinte equação para a atualização dos parâmetros da função

valor na média:

Wk+1 = Wk − α

{
Wk −

([
Q 0

0 R

]
+

+

[
A B

−KA −KB

]T
QLVk

[
A B

−KA −KB

]



 ,

(4.55)

sendo a matriz de realimentação dada por

Kk = K(Pk) = (R +BTPkB)−1BTPkA. (4.56)



CAPÍTULO 4. PROGRAMAÇÃO DINÂMICA HEURÍSTICA DEPENDENTE DE
ESTADO E AÇÃO PARA SOLUÇÕES APROXIMADAS DA EQUAÇÃO HJB-RICCATI 77

A prova de que a sequência {Wk}
∞
k=0 de fato converge para os parâmetros

correspondentes à função QL ótima Q∗L(x) = xTQ∗LV x pode ser encontrada em

(Landelius e Knutsson, 1996).

4.5 Considerações Finais

Neste capítulo, os métodos de programação dinâmica heurística e programação

dinâmica heurística dependente de ação, os quais estão inseridos na abordagem

crítica adaptativa, foram apresentados para a determinação de soluções aproxi-

madas da equação de Hamilton-Jacobi-Bellman e políticas de decisão ótimas para

viabilizar o desenvolvimento de projetos online de sistemas de controle ótimo. Es-

peci�camente, a aproximação da função valor para uma dada política de decisão

usou uma formulação apoiada em teoria de álgebra de Kronecker e métodos apro-

ximados de descida do gradiente, e aplicações foram realizadas sobre o problema

DLQR. As parametrizações da equação de Bellman, função de utilidade e sistema

dinâmico montam um quadro para a solução do problema DLQR. A aproxima-

ção foi apresentada para se determinar os coe�cientes da matriz P e a matriz de

ganhos do controlador ótimo DLQR para HDP e ADHDP, respectivamente.

Uma diferença entre as abordagens HDP e ADHDP pode ser veri�cada na regra

das melhorias de políticas, em que na ADHDP a regra de decisão é completamente

independente do modelo da planta, enquanto que na HDP, a regra de decisão é

baseada em modelo, entretanto, para a atualização dos parâmetros do crítico não

se necessita de tal modelo. Especi�camente, no contexto de controle ótimo DLQR,

uma diferença entre as abordagens é dada em termos do cálculo da matriz P . Na

ADHDP, ao contrário da HDP, esta matriz não é obtida diretamente, pois o ganho

K é determinado a partir das submatrizes Quu e Qux da função parametrizada

QL para o DLQR.

É importante salientar também que os métodos críticos adaptativos diferem-se

da forma como o problema DLQR é abordado usando técnicas clássicas de controle

ótimo. Esta diferença torna-se bastante evidente quando a abordagem ADHDP é

aplicada. Aqui somente amostras da função de utilidade juntamente com os parâ-

metros da função QL são necessários para alcançar o controlador ótimo. Enquanto

que nos métodos clássicos de controle ótimo, a função de utilidade assume-se ser
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conhecida e os parâmetros do ambiente necessitam serem estimados e usados na

solução da equação de Riccati antes que o controlador ótimo seja calculado.



Capítulo 5

Aproximadores RLS para

Solução da Equação HJB-Riccati

e Programação Dinâmica

Heurística Dependente de

Estado e Ação

5.1 Introdução

Um aspecto relacionado à abordagem ator-crítico é que as estimativas da fun-

ção valor de uma política são atualizadas em cada passo de tempo usando-se

dados observados do sistema, sem qualquer conhecimento da dinâmica interna.

No contexto de aprendizagem incremental ator-crítico, diferenças temporais (TD)

destacam-se como uma importante classe de métodos independentes de modelo

para projetos de controle online. A e�ciência de métodos TD é analisada por

(Bradtke e Barto, 1996) que propõe uma abordagem baseada em mínimos qua-

drados (Least Squares - LS) denominada LSTD para melhorar a e�ciência de

dados e superar a di�culdade do projeto step-size com aproximação linear da

função valor. Embora os métodos LSTD exigem mais computação por passo de

tempo comparados aos métodos TD, eles tipicamente requerem um número me-

nor de etapas de tempo para alcançar uma dada exatidão da função valor. Uma

79
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extensão da abordagem LSTD que incorpora o conceito de traços de elegibilidade

foi fornecida por (Boyan, 2002).

Vários resultados usando os métodos de mínimos quadrados em conjunção com

iteração de política têm sido apresentados para solução online de problemas de

controle ótimo, (Li et al., 2009), (Bu³oniu et al., 2010d). Melhorias nos métodos

de iteração de política de mínimos quadrados online podem ser observadas em

(Bu³oniu et al., 2010c) e (Bu³oniu et al., 2010b). Alí, os autores propõem o uso

de conhecimento à priori para acelerar iteração de política de mínimos quadrados

online, o que é um paradoxo pois métodos RL são vistos como um paradigma

para funcionarem sem qualquer conhecimento à priori do sistema. Em (Bu³oniu

et al., 2012), os autores apresentam um estado da arte sobre métodos de míni-

mos quadrados para iteração de política aproximada. Sob este escopo, métodos

RLS também têm sido usados para viabilizar a realização online em uma forma

mais e�ciente, (Xu et al., 2002), (Cheng et al., 2012), bem como reduzir a carga

computacional dos métodos LSTD.

Pesquisa sobre controle quadrático linear adaptativo usando-se esquemas ator-

crítico baseados em diferenças temporais com aproximadores RLS de função pode

ser encontrada em (Bradtke et al., 1994), (Bradtke, 1994). Contudo, os resulta-

dos de convergência de Bradtke são limitados à ADHDP e métodos de iteração

de política, em que as melhorias de políticas são determinadas baseadas sobre

uma avaliação completa da política atual, isto é, a avaliação de política é proces-

sada até alcançar (próximo) a convergência, diferentes das estratégias discutidas

neste capítulo, em que as melhorias de política são realizadas a cada amostra

de transição de estado antes que uma avaliação da política atual seja concluída.

Um esquema de iteração de política de mínimos quadrados para aprendizagem

por reforço em espaço de estados contínuos foi proposto por (Xu et al., 2007). O

esquema deles é baseado em funções de Kernel e é orientado para realização de

controle de realimentação adaptativa de sistemas dinâmicos incertos.

O desenvolvimento de métodos de diferenças temporais com aproximação de

função valor baseados na abordagem RLS é ainda um campo ativo de pesquisa.

Por exemplo, Pietquin e outros (Pietquin et al., 2011) apresentaram um avanço

recente nos métodos TD como diferença temporal de Kalman (Kalman Temporal

Di�erences - KTD). Nos esquemas propostos, um �ltro de Kalman foi incorporado
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na estimação do processo de aproximação da função valor usando uma represen-

tação de espaço de estados. Um desenvolvimento anterior sobre paradigmas KTD

é apresentado no trabalho de Geist e outros (Geist et al, 2009) para processos de

decisão markovianos determinísticos. Eles propuseram aprendizagem-Q baseada

em KTD (aprendizagem KTD-Q) e SARSA baseada em KTD (KTD-SARSA). A

abordagem proposta por eles é válida para parametrização linear e não-linear.

Neste trabalho, os esquemas RL ator-crítico são baseados em estimação para-

métrica RLS formulados no quadro de programação dinâmica aproximada, espe-

ci�camente programação dinâmica heurística dependente de estado e ação, tendo

em vista a solução online de problemas de controle ótimo. Sob este escopo,

uma contribuição principal nesta pesquisa é a formulação e solução dos proble-

mas de convergência e estabilidade numérica que estão relacionados com o mal-

condicionamento da matriz de covariância da abordagem RLS para aproximações

online da solução da equação HJB-Riccati associada ao problema DLQR via es-

quemas RL ator-crítico. Devido à problemas de estabilidade numérica, a solução

para a política de decisão ótima para um dado ponto de operação pode não conver-

gir. Dessa forma, a abordagem proposta é vista como uma melhoria no processo

de estimação RLS de políticas de decisão ótima DLQR para evitar problemas de

convergência e estabilidade numérica via fatoração UDUT e medidas de desempe-

nho que avaliam o grau de dependência linear dos vetores de regressores que devem

formar uma base para a aproximação RLS da solução da equação HJB-Riccati.

O número de condição e parâmetro de positividade da matriz de covariância são

usados em uma estratégia para avaliar o comportamento do processo de estimação

RLS. A fatoração UDUT é, então, inserida no processo de cálculo da matriz de

covariância da abordagem RLS.

Outro foco importante dado aqui é a proposta de uma metodologia baseada

na fusão de métodos RLS, aprendizagem TD(λ) e melhorias de políticas para o

desenvolvimento de algoritmos RL ator-crítico para solução DLQR, tendo em vista

a formulação de estratégias que promovam melhorias no processo de aprendizagem

no sentido de acelerar a busca de política de controle ótima DLQR. As estratégias

são avaliadas em termos do efeito do parâmetro λ do vetor de elegibilidade por

meio de estatísticas de primeira e segunda ordem. A abordagem é direcionada

para aproximações online de métodos de iteração de política para solução DLQR
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no sentido que as melhorias de política são realizadas em cada passo de tempo ao

longo da realização de trajetória de estado em direção à política ótima DLQR.

5.2 Caracterização e Formulação do Problema

A di�culdade em implementar o projeto online de sistemas de controle ótimo

reside na complexidade computacional envolvida na solução da equação de Bellman

(4.1) devido à "maldição da dimensionalidade", (Lendaris, 2009). Os resultados

de convergência para a aprendizagem da função valor de acordo com as Eqs.(2.20)

e (2.21) assumem um PDM com espaço de estado �nito e são baseados em uma

representação tabular da função valor, em que os valores de V h são armazenados

para todos os estados xk, (Bertsekas e Tsitsiklis, 1996). Tais representações não

são viáveis para PDMs com um grande número de estados. Os métodos ADP

propõem uma viabilização do projeto online dos sistemas de controle ótimo que

combinam aproximação da função valor e métodos de simulação, tais como dife-

renças temporais, para superar a maldição da dimensionalidade.

Motivado pelo desa�o exposto acima, o desenvolvimento de métodos e algo-

ritmos para o projeto de sistemas de controle online tem sido proposto, tendo em

vista aplicações em controle ótimo ou �ltragem ótima no contexto da abordagem

RL e ADP. As soluções propostas baseiam-se na aproximação da solução da equa-

ção HJB via métodos paramétricos, tais como LS ou um de seus derivados: RLS,

Projeção, Kaczmarz e Filtro de Kalman, (Astrom e Wittenmark, 1994). Então,

o problema de aproximação da equação HJB é formulado como um problema de

regressão ou estimação de parâmetro.

No presente estudo, a estrutura paramétrica para representar a função valor

assume a forma dada por

V̂ h(xk, θ) = φT (xk)θ̂, (5.1)

em que φ(xk) = [φ1(xk) φ2(xk) . . . φnθ
(xk)]

T é o vetor de funções de base e

θ̂ = [θ̂1 θ̂2 . . . θ̂nθ
]T é o vetor de peso estimado. A investigação em curso leva

em consideração o método RLS para o problema de estimação do parâmetro θ. A

abordagem RLS considerada é para viabilizar a realização da aprendizagem online
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para projetos de controle ótimo, uma vez que as estimativas da função de custo

de uma dada política de controle precisam ser construídas, incrementalmente,

a partir de dados (xk, xk+1, r(xk, h(xk))) observados do sistema ao longo de sua

trajetória.

Observou-se que o projeto online tornou-se instável durante o processo de es-

timação RLS para determinação das ações de decisão. A situação é caracterizada

como um problema de estabilidade numérica associado com a matriz de covari-

ância do RLS que se origina na formação ou natureza dos vetores de regressores

(estados) os quais são governados pelo processo, gerando vetores linearmente de-

pendentes ou fracamente linearmente independentes quando associados a RL e

Controle Ótimo.

Tem-se observado que o problema da perda de estabilidade numérica ocorre

durante o comportamento em regime permanente do processo iterativo da esti-

mação paramétrica, enquanto que durante o comportamento transitório, tem-se

informação o su�ciente para gerar a base de vetores de regressores. Pergunta-se:

o que origina este fenômeno? À priori, parte-se da premissa que os elementos que

compõem o vetor de regressores tendem à tornarem-se linearmente dependentes

após o sistema atingir o regime permanente. Este tipo de fenômeno inviabiliza o

projeto online dos controladores já que o sistema perde a estabilidade numérica.

O problema de estabilidade numérica é conceituado nesta seção em termos

do problema de inversão da matriz Φ do método RLS que é dado por Γ(k) =

Φ−1(k), em que Γ(·) é a matriz de covariância. O problema de avaliação do

comportamento do vetor de regressores na sua geração é solucionado pelo número

de condição e o parâmetro de positividade da matriz de covariância Γ(·). A solução

proposta via fatoração UDUT consiste em melhorar ou reduzir a dependência

linear, isto é, tornar os regressores linearmente independentes ou evitar que se

tornem linearmente dependentes sob iteração de política e diferenças temporais

no contexto da abordagem RL.

5.2.1 RLS com Fator de Esquecimento

Considere o seguinte modelo de regressão linear dado por

y(k) = ϕT (k)θ, (5.2)
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sendo k o índice de iteração, y(k) a variável observada, θ = [θ1 θ2 . . . θnθ
]T o

vetor de parâmetros a ser determinado e ϕT (k) = [ϕ1(k) ϕ2(k) . . . ϕnθ
(k)]T o

vetor de funções conhecidas, geralmente chamadas de variáveis de regressão ou

regressores.

O problema é determinar uma estimativa do vetor de parâmetros θ a partir

de um dado conjunto de pares de observações e regressores {(y(k) , ϕ(k)), k =

1, 2, · · · , N}. A estimativa de mínimos quadrados de θ é de�nida como o vetor

que minimiza a seguinte função de perda

J(θ,N) =
N∑

k=1

µN−k
[
y(k)− ϕT (k)θ

]2
, (5.3)

sendo µ o fator de esquecimento que é de�nido no intervalo 0 < µ ≤ 1. Este

parâmetro pondera dinamicamente a in�uência de dados amostrados na função

de perda, descontando os dados mais antigos, de modo a tornar θ representativo

para as propriedades atuais do sistema, (Astrom e Wittenmark, 1994). Em ou-

tras palavras, o fator de esquecimento daria menos peso a observações feitas em

regimes dinâmicos (pontos de operação) "distantes"daquele para o qual o modelo

está sendo identi�cado. Nessa situação, ainda que todas as observações tenham

a mesma precisão àquelas menos representativas para o ponto de operação em

questão podem naturalmente receber menor peso.

Para satisfazer a condição de excitação do problema de mínimos quadrados

necessita-se que a quantidade N de dados amostrados seja no mínimo igual a nθ.

Supondo-se que a matriz Hessiana de J(θ,N) é de�nida positiva, a equação do

gradiente ∇J(θ,N) = 0 fornece uma única solução dada por

θMQ(N) = Φ−1(N) Θ(N), (5.4)

sendo

Φ(N) =
N∑

k=1

µN−kϕ(k)ϕT (k) (5.5)

e
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Θ(N) =
N∑

k=1

µN−kϕ(k)y(k). (5.6)

Por manipulação simples, as Eqs.(5.4)-(5.6) são desenvolvidas em uma forma

recursiva dada por

θ(k) = θ(k − 1) + Φ−1(k)ϕ(k)(y(k)− ϕT (k)θ(k − 1)), (5.7)

sendo Φ(k) uma forma recursiva que é dada por

Φ(k) = µΦ(k − 1) + ϕ(k)ϕT (k). (5.8)

Introduzindo-se Γ(k) = Φ−1(k) e aplicando-se o lema da inversão de matriz à

Eq.(5.8), a estimativa RLS na forma (5.7)-(5.8) pode ser reescrita por

θ(k) = θ(k − 1) + L(k)(y(k)− ϕT (k)θ(k − 1)), (5.9)

sendo

L(k) =
Γ(k − 1)ϕ(k)

µ+ ϕT (k)Γ(k − 1)ϕ(k)
, (5.10)

e

Γ(k) = µ−1
[
Γ(k − 1)− L(k)ϕT (k)Γ(k − 1)

]
. (5.11)

5.2.2 RLS com Fatoração UDUT

Uma versão modi�cada de (5.9)-(5.11) pode ser obtida supondo-se que Γ(k) =

U(k)D(k)UT (k), sendo U(k) uma matriz triangular superior com todos os ele-

mentos diagonais unitários e D(k) uma matriz diagonal.

Sejam U(k) = [u1(k) · · · unθ
(k)] e D(k) = diag(d1(k), · · ·, dnθ

(k)), com

uj(k) = [u1j(k) · · · uj−1j(k) 1 0 · · · 0]T . Supondo-se que Γ(k − 1) admite a
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decomposição Γ(k− 1) = U(k− 1)D(k− 1)UT (k− 1), as Equações (5.10) e (5.11)

podem ser rearranjadas para

L(k) = U(k − 1)gβ−1 (5.12)

e

Γ(k) = µ−1U(k − 1)
[
D(k − 1)− β−1ggT

]
UT (k − 1), (5.13)

sendo

g = D(k − 1)e , e = UT (k − 1)ϕ(k) (5.14)

e

β = µ+ eTD(k − 1)e = µ+ eTg. (5.15)

Uma vez que o produto de duas matrizes triangulares superiores unitárias é

ainda uma matriz triangular superior unitária, para obter-se fatores U -D de Γ(k)

é su�ciente obter-se fatores U -D para a expressão entre colchetes na Eq.(5.13). Os

detalhes da dedução dos parâmetros da fatoração são apresentados no Apêndice

B.

5.2.3 O Problema da Inversão de Φ(N)

O cálculo da inversa de Φ(N) na Equação (5.4) pode ser realizado de forma

recursiva pela Eq.(5.11) para o RLS com fator de esquecimento ou pelo RLS com

fatoração UDUT pela Eq.(5.13). Desta forma, o problema proposto é estabelecido

como a determinação da inversa de Φ(k) para métodos RLS que é dada por

Γ(k) = Φ−1(k). (5.16)

O problema dado pela relação (5.16) é investigado em termos do número de

condição da matriz Γ(k) e do parâmetro de positividade, tendo em vista ava-

liar a convergência e a estabilidade numérica do método RLS para problema de

estimação da solução da HJB-Riccati via programação dinâmica aproximada.
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5.2.4 Convergência e Estabilidade Numérica

Uma questão muito importante em estimação de parâmetros via RLS refere-se

à sua convergência e estabilidade numérica em ambientes de precisão �nita. Para

os algoritmos RLS convencionais, Potter (Potter, 1963) observou que a degrada-

ção de exatidão numérica quando ocorre geralmente está associada com problemas

de mal condicionamento da matriz de covariância, a qual perde a sua propriedade

de�nida positiva. Questões de como embutir algoritmos RLS em ambientes de

precisão �nita para melhores propriedades numéricas são discutidas em (Bierman,

1977), e diferentes procedimentos são sugeridos para melhorar a exatidão numé-

rica e preservar a positividade da matriz de covariância do RLS. Diversas formas

de análise foram desenvolvidas para explicar a origem e a propagação do fenô-

meno da instabilidade numérica, (Ljung e Ljung, 1985), (Liavas e Regalia, 1999),

(Verhaegen, 1989), (Slock, 1992), (Cio�, 1987).

Um procedimento alternativo de solução para problemas de convergência e

estabilidade numérica inerente à implementação de algoritmos RLS envolve a re-

dução da matriz de covariância à forma de fatoração UDUT . O uso de fatoração

UDUT na estimação RLS apresenta propriedades numéricas desejáveis conforme

pode ser constatado em (Golub e Charles, 1996) e (Wilkinson, 1968).

O problema da convergência e estabilidade numérica para o RLS é abordado

nesta seção em termos das avaliações do número de condição da matriz de co-

variância da estimativa e do parâmetro de positividade. Analisa-se também a

robustez numérica dos métodos RLS convencionais (sem fatoração UDUT ) e RLS

com fatoração UDUT com respeito à propagação de uma pequena matriz de erro

adicionada na matriz de covariância Γ(k) no instante de recursão k − 1 para as

recursões seguintes.

Número de condição

O número de condição da matriz de covariância Γ(k) é de�nido pela relação

entre o maior σmax e o menor σmin valores singulares de Γ(k) que é dado por

cond(Γ(k)) =
σmax(Γ(k))

σmin(Γ(k))
. (5.17)

Métodos de fatoração UDUT são do tipo raiz quadrada no sentido que os
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fatores raiz quadrada são propagados, ao invés da própria matriz Γ(k). Como

discutido em (Bierman, 1977), isso torna as matrizes melhores condicionadas.

Com efeito, mostremos a relação entre os números de condição da matriz de

covariância Γ(k) com o do seu fator Cholesky G, o qual é dado por

G(k) = U(k)D1/2(k), (5.18)

sendo

D1/2(k) = diag

(√
d1(k), · · ·,

√
dnθ

(k)

)
. (5.19)

O número de condição da matriz de covariância Γ(k) pode ser expresso por

cond(Γ(k)) = cond(U(k)D(k)UT (k)) (5.20)

= cond(G(k)GT (k)) (5.21)

= [cond(G(k))]2. (5.22)

Da relação (5.22), observa-se que a diferença entre os números de condição

das matrizes G(k) e Γ(k) torna-se sigini�cativa à medida que cond(Γ(k)) au-

menta. Isto conduz a uma robustez numérica melhorada dos métodos raiz qua-

drada. Assuntos sobre estabilidade computacional e exatidão dos métodos de fa-

toração UDUT podem ser encontrados em (Golub e Charles, 1996) e (Wilkinson,

1968).

Parâmetro de positividade

Uma medida do "bom comportamento"da matriz Γ(k) pode ser dada pelo

parâmetro de positividade p de�nido por

p(k) = 1− LT (k)ϕ(k). (5.23)

Usando a de�nição do vetor de ganho de Eq.(5.10) e o fato de que Γ(k) é

simétrica, isto é ΓT (k) = Γ(k), após simpli�cações a Eq.(5.23) pode ser reescrita

por
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p(k) =
µ

µ+ ϕ(k)TΓ(k − 1)ϕ(k)
. (5.24)

Observando que a forma simétrica em (5.24) possui um valor real não-negativo,

tem-se 0 < p ≤ 1. Portanto, uma condição necessária para que a matriz Γ(k) seja

de�nida positiva é dada por 0 < p < 1. A ocorrência de um valor fora desta faixa

indica que a matriz Γ(k) perdeu a propriedade de�nida positiva.

O parâmetro de positividade p(k) tem sido também interpretado como uma

razão entre os erros de predição a posteriori e a priori associados à estimativa

do parâmetro θ, veja por exemplo (Romano, 1995), em que ele é utilizado para

prever a acorrência da divergência provocada por erros de quantização (erros de

arredondamento).

Análise de propagação de erro na matriz de covariância Γ(k)

Lema 5.2.1. Seja n um inteiro positivo e seja ℜn×n o espaço vetorial das ma-

trizes n × n sobre ℜ. Seja W1 o subespaço das matrizes simétricas, isto é,

W1 =
{
M ∈ ℜn×n ;MT =M

}
. Seja W2 o subespaço das matrizes anti-simétricas,

isto é, W2 =
{
M ∈ ℜn×n ;MT = −M

}
. Então ℜn×n = W1 ⊕W2, em que ⊕ de-

nota a soma direta de subespaços1. Além disso, se M é uma matriz arbitrária em

ℜn×n, a única expressão para M como uma soma de duas matrizes, uma em W1

e outra em W2, é

M =M1 +M2, (5.25)

com

M1 =
1

2
(M +MT ) (5.26)

e

1Se W1, · · · ,Wr são subespaços de ℜn×n, então a soma deles é o susbespaço de�nido por

W = {a1 + a2 + · · ·+ ar ; ai ∈ Wi , 1 ≤ i ≤ r}. W é uma soma direta se cada v ∈ W tem

uma única representação da forma v = a1 + · · · + ar, com ai ∈ Wi. Neste caso, escreve-se

W = W1 ⊕ · · · ⊕Wr.
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M2 =
1

2
(M −MT ). (5.27)

Demonstração:

De fato, uma dada matriz M ∈ ℜn×n pode ser ser escrita sob a forma M =

M1+M2, Mi ∈ Wi, de uma única maneira. Isto resulta do fato de que se também

M = N1 +N2 com Ni ∈ Wi, então

M1 +M2 = N1 +N2 (5.28)

de modo que aplicando-se a transposição a ambos os membros da Eq.(5.28),

obtém-se

M1 −M2 = N1 −N2. (5.29)

A partir das Eqs.(5.28) e (5.29), é fácil ver que M1 = N1 e M2 = N2.

As expressões (5.26) e (5.27) podem ser deduzidas do fato de que para qualquer

vetor y ∈ ℜn, tem-se

yTMy = (yTMy)T = yTMTy (5.30)

e assim

yTMy =
yTMy + yTMTy

2
= yT

M +MT

2
y. (5.31)

Note que a expressão M+MT

2
que aparece na Eq.(5.31) é uma matriz simétrica. A

componente anti-simétrica é dada pela solução da equação M = M+MT

2
+ Y , a

qual é dada por Y = M−MT

2
.

Observação 5.2.1. Se M é uma matriz anti-simétrica, então a forma quadrática

yTMy é nula para todo y ∈ ℜn. Isto decorre diretamente da Eq.(5.30), uma vez

que da última igualdade desta equação, segue que yTMy = −yTMy.
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Teorema 5.2.1. Seja δΓ uma pequena matriz de erro adicionada à matriz de

covariância Γ(·) no instante de recursão k − 1 e de�na

Γ̃(k − 1) = Γ(k − 1) + δΓ. (5.32)

Suponha

δΓ = ΓS + ΓAS, (5.33)

em que ΓS e ΓAS são as componentes simétricas e anti-simétricas de δΓ. Supondo

que não existem erros adicionais na matriz de covariância no próximo instante

de recursão k, então a matriz de erro δΓ se propaga para o instante k de acordo

com a seguinte equação

∆Γ(k) = µΓ(k)Φ(k − 1)ΓSΦ(k − 1)Γ(k) + 1
µ
ΓAS+

+ 1
µ
[L(k)ϕT (k)ΓAS + ΓTASϕ(k)L

T (k)].
(5.34)

Demonstração:

Substituindo o vetor de ganho de Eq.(5.10) na recursão (5.11) e utilizando a

matriz modi�cada de Eq.(5.32), obtém-se

Γ̃(k) = 1
µ
{Γ(k − 1) + δΓ− 1

µ+φT (k)[Γ(k−1)+δΓ]φ(k)

[Γ(k − 1) + δΓ]ϕ(k)ϕT (k)[Γ(k − 1) + δΓT ]
}
.

(5.35)

Considere a seguinte aproximação

1
µ+φT (k)[Γ(k−1)+δΓ]φ(k)

≈

1
µ+φT (k)Γ(k−1)φ(k)

[
1− φT (k)δΓφ(k)

µ+φT (k)Γ(k−1)φ(k)

]
.

(5.36)

Substituindo esta aproximação na Eq.(5.35), usando a Eq.(5.33), desprezando

os termos de segunda ordem e considerando que o produto ϕT (k)ΓASϕ(k) é um

escalar nulo, obtém-se
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Γ̃(k) = Γ(k) + 1
µ
[δΓ− L(k)ϕT (k)δΓT − δΓϕ(k)LT (k)+

L(k)ϕT (k)ΓSϕ(k)L
T (k)]

= Γ(k) + 1
µ
[I − L(k)ϕT (k)]ΓS[I − ϕ(k)LT (k)]+

+ 1
µ
ΓAS +

1
µ
[L(k)ϕT (k)ΓAS + ΓTASϕ(k)L

T (k)].

(5.37)

Usando a equação

[I − L(k)ϕT (k)] = µΓ(k)Φ(k − 1),

obtém-se �nalmente o modelo de propogação do erro de Eq.(5.34). Se a sequência

de regressores ϕ(k) é estacionária e µ < 1, a aproximação

Γ(k)Φ(k − 1) ≈ I (5.38)

pode ser usada em regime permanente na Eq.(5.34) (Eleftheriou e Falconer, 1986).

Desta forma, esta equação sugere que com respeito às componentes simétrica e

anti-simétrica de δΓ, a componente ΓS produz uma perturbação que decai ex-

ponencialmente com o tempo, enquanto que a componente ΓAS leva à uma per-

turbação que cresce sem limites. A base do decrescimento exponencial é igual

ao fator de esquecimento. O Teorema 5.2.1 é uma reformulação do trabalho de

(Romano, 1995), onde o autor utiliza as de�nições das componentes Hermitiana

e Anti-Hermitiana de uma matriz.

Como uma consequência do Teorema 5.2.1, supondo que a matriz de erro δΓ

seja puramente simétrica (ΓAS = 0), e que seja aplicada na matriz Γ(·) no instante

k0, tem-se que a perturbação observada em k > k0 é dada por

∆Γ(k) = µk−k0 [Γ(k)Φ(k0)ΓSΦ(k0)Γ(k)]. (5.39)

Considerando novamente uma sequência estacionária de regressores ϕ(k) e

µ < 1, tem-se, na condição de regime, Γ(k)Φ(k0) ≈ I. A Eq.(5.39) demonstra que

a perturbação resultante de uma matriz de erro simétrica tende a desaparecer com

o tempo. Além disso, enquanto seus elementos decaem, a matriz de perturbação
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se mantém simétrica, não perdendo suas características de simetria. Portanto,

Γ(k) também se mantém rigorosamente simétrica.

Por outro lado, quando a matriz de erro δΓ possui uma parte anti-simétrica

(ΓAS ̸= 0), a matriz Γ(k) é perturbada não apenas por uma componente anti-

simétrica, que cresce com 1/µ, mas também por uma componente simétrica, cor-

respondente ao último termo do segundo membro da Eq.(5.34). A primeira per-

turbação não altera a de�nição positiva da matriz Γ(k), mas a segunda, que evolui

de uma forma acoplada com a primeira, é a grande responsável pela alteração da

de�nição positiva da matriz Γ(k). Portanto, o artifício necessário para manter

o algoritmo RLS estável consiste em se garantir que a matriz Γ(k) permaneça

simétrica ao longo do tempo.

O próximo teorema, o qual é uma contribuição desta tese, fornece uma análise

da propagação de uma matriz de erro em esquemas RLS-UDUT , motivando o

método de fatoração UDUT como uma forma de preservar a simetria da matriz

Γ(k). Nesta análise, erros de arredondamento locais possivelmente ocorridos du-

rante as recursões não são considerados, mas somente a propagação de dois erros

anteriores aplicados aos fatores U(·) e D(·) no instante de recursão k − 1.

Teorema 5.2.2. Sejam δU e δD matrizes de erro adicionadas aos fatores U(·)

e D(·), respectivamente, no instante de recursão k − 1. Assumindo que não exis-

tem erros de arredondamento locais nas matrizes U(k) e D(k), então, δU e δD

induzem um erro ∆Γ(k) sobre a matriz de covariância Γ(·) no instante k como

segue:

∆Γ(k) = µ−1[U(k − 1)δDUT (k − 1) + δUD(k − 1)UT (k − 1)+

+ δUδDUT (k − 1)− β−1δUggTUT (k − 1) +

+ U(k − 1)D(k − 1)δUT + U(k − 1)δDδUT−

− U(k − 1)β−1ggT δUT + δUD(k − 1)δUT+

+ δUδDδUT − β−1δUggT δUT ].

(5.40)

Demonstração:

Seguindo o mesmo raciocínio do Teorema 5.2.1, de�na as seguintes quantidades

errôneas
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Ũ(k − 1) = U(k − 1) + δU (5.41)

D̃(k − 1) = D(k − 1) + δD. (5.42)

Substituindo os erros de Eqs.(5.41) e (5.42) na recursão (5.13), obtém-se

Γ̃(k) = µ−1[U(k − 1) + δU ][D(k − 1) + δD − β−1ggT ][U(k − 1) + δU ]T . (5.43)

Desenvolvendo este produto, tem-se

Γ̃(k) = µ−1[U(k − 1)D(k − 1)UT (k − 1) + U(k − 1)δDUT (k − 1)−

− U(k − 1)β−1ggTUT (k − 1) + δUD(k − 1)UT (k − 1)+

+ δUδDUT (k − 1)− β−1δUggTUT (k − 1)+

+ U(k − 1)D(k − 1)δUT + U(k − 1)δDδUT−

− U(k − 1)β−1ggT δUT + δUD(k − 1)δUT+

+ δUδDδUT − β−1δUggT δUT ].

(5.44)

Baseada novamente na recursão de Eq.(5.13), observe que a expressão U(k−1)

D(k − 1)UT (k − 1) − U(k − 1)β−1ggTUT (k − 1) que aparece entre colchetes na

Eq.(5.44) é dada por µΓ(k), obtendo-se, desta forma, o modelo de propagação

de erro de Eq.(5.40). De acordo com este modelo, a propagação de uma única

matriz de erro em esquemas RLS-UDUT apresenta propriedade de estabilidade

numérica diferente daquela caracterizada pelo Teorema 5.2.1 para esquemas RLS

convencionais. O modelo de erro de Eq.(5.40) indica que os esquemas de estimação

RLS-UDUT são estáveis uma vez que a simetria da matriz de covariância Γ(k)

não é perdida.

Uma análise teórica sobre o fenômeno da propagação de erros de arredonda-

mento da implementação de esquemas de estimação RLS é realizada no trabalho

de Verhaegen (Verhaegen, 1989), onde é mostrado que sob certas condições, a

preservação da simetria de Γ(k) garante que esta se mantém de�nida positiva,

não obstante o acúmulo de erros. Alí, o autor estabelece uma condição su�ciente

para manter a propriedade de�nida positiva da matriz de covariância Γ(k), que é

dada pelo seguinte teorema:
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Teorema 5.2.3. Se a matriz de erro δΓ aplicada à matriz Γ(k − 1) é simétrica

e preserva sua propriedade de�nida positiva, então a matriz Γ̃(k) atualizada pela

equação (5.11) permanece de�nida positiva.

Demonstração:

Motivado pela de�nição de ser de�nida positiva uma dada matriz simétrica, o

seguinte produto será examinado

zT Γ̃(k)z, (5.45)

para algum vetor z ̸= 0. De acordo com a equação de atualização (5.11) e da

de�nição do vetor de ganho de Eq.(5.10), a Eq.(5.45) pode ser expressa como

µ−1

[
zT Γ̃(k − 1)z −

zT Γ̃(k − 1)ϕ(k)ϕT (k)Γ̃(k − 1)z

µ+ ϕT (k)Γ̃(k − 1)ϕ(k)

]
, (5.46)

que é equivalente à

zT Γ̃(k − 1)z + µ−1(zT Γ̃(k − 1)zϕT (k)Γ̃(k − 1)ϕ(k)−

− zT Γ̃(k − 1)ϕ(k)ϕT (k)Γ̃(k − 1)z).
(5.47)

Uma vez que Γ̃(k − 1) é de�nida positiva, seu fator Cholesky Γ̃
1/2
k−1 existe. Desta

forma, pode-se de�nir

σ = Γ̃1/2(k)z (5.48)

τ = Γ̃1/2(k)ϕ(k), (5.49)

o qual reduz (5.47) a

∥σ∥22 + µ−1
{
∥σ∥22 ∥τ∥

2
2 − (σT τ)

2
}
. (5.50)

Uma vez que σT τ = ∥σ∥2∥τ∥2 cos(α), o segundo termo em (5.50) é maior ou

igual à zero, e daí é estritamente positiva, o que conclui a prova.
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5.3 Algoritmos IPA e Aproximadores RLSµ-HDP

Nesta seção, o processo de iteração de política aproximada (IPA), Subseção

5.3.1, é orientado para a atualização da política de decisão ou controle em esque-

mas HDP. A estratégia IPA é baseada em diferenças temporais e na estimação

paramétrica RLS para aprendizagem da função valor V . O cálculo da função va-

lor V h para uma dada política h demanda somente amostragem da recompensa

instantânea rk e dos estados. Um desa�o da abordagem é que os modelos f do

ambiente e r da recompensa são necessários para calcular a função valor V cor-

respondente à política ótima. Desta forma, a função valor V correspondente à

política ótima é estimada durante o processo iterativo. Nas Subseções 5.3.2 e

5.3.3, apresenta-se o desenvolvimento dos algoritmos RLSµ-HDP-DLQR e RLSµ-

UDUT -HDP-DLQR, respectivamente.

5.3.1 Algoritmo IPA com Função Valor V

Neste quadro de aproximações, a função valor V h é substituída por uma apro-

ximação paramétrica V̂ h : X ×ℜnθ → ℜ, em que θ ∈ ℜnθ é o vetor de parâmetros

ajustáveis para minimizar em algum sentido a diferença temporal que é dada por

∆k = r(xk, h(xk)) + γV̂ h(xk+1, θ)− V̂ h(xk, θ). (5.51)

Os valores ∆k podem ser vistos como uma indicação de ajuste para corresponder

à equação de Bellman (4.1) de modo que ∆k precisa tender para zero.

O algoritmo IP consiste de um processo em que, para cada iteração j, dados

a política de controle atual hj e o vetor de parâmetros θhj correspondente à hj,

então uma nova política de controle hj+1 é calculada por

hj+1(xk) = arg max
u∈U(xk)

{r(xk, u) + γV̂ hj(xk+1, θ
hj)}. (5.52)

Tal política é uma política gulosa com respeito a V̂ hj , pois ela escolhe a ação que

determina o maior conjunto possível de recompensas, de acordo com a equação

da otimalidade de Bellman.
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As principais etapas do algoritmo IP geral para a função valor são apresen-

tadas no algoritmo 3 que é chamado Algoritmo de Iteração de Política Geral. O

algoritmo tem etapas ativas que pertencem aos blocos de avaliações e melhorias

de políticas.

Algoritmo 3 - Algoritmo de Iteração de Política Geral

1 ✄ - Bloco 0 - Inicialização

2 Selecione - ∀ Política Admissível - h0.

3 Selecione - Fator de Desconto - 0 < γ ≤ 1.

4 j ← 0

5 ✄ - Processo Iterativo

6 Para cada iteração j de política

7 do

8 ✄ - Bloco 1 - Avaliação de Política Aproximada

9 Cálculo da Função Valor Aproximada V̂ hj

10 ✄ - Bloco 2 - Melhoria de Política

11 Estabeleça - Política Gulosa Melhorada hj+1 of Eq.(5.52).

12 until hj+1 seja satisfatória

13 then Fim do Processo Iterativo

14 Fim do Algoritmo 3.

Na etapa 9, a avaliação aproximada de política é calculada baseada na esti-

mação do parâmetro θhj de modo que a diferença temporal ∆k seja minimizada.

A etapa 11 implementa a política gulosa melhorada hj+1 como uma função da

aproximação V̂ hj(xk+1, θ
hj). A inicialização do processo de IP aproximada requer

a escolha de uma política inicial h0 admissível, isto é, uma política estabilizante

e que produz um valor V̂ h0(xk) �nito.

5.3.2 Algoritmo RLSµ-HDP-DLQR

A idéia principal por trás do método RLSµ-HDP para o DLQR é a estimação

da função de custo V Kj para uma dada política Kj que requer somente amostras

da recompensa instantânea rk, enquanto os modelos do ambiente e da função

de utilidade são necessários para determinar a função de custo correspondente à

política ótima.

Inicialmente, considera-se que o problema de aproximação da função de custo

DLQR pode ser formulado por uma representação paramétrica V̂ Kj : X ×ℜnθ →

ℜ, sendo θj o vetor de parâmetros ajustáveis para estimar V Kj , dada por

V Kj(xk) = φT (xk)θj, (5.53)
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e, portanto, precisa satisfazer a condição de consistência que é dada por

V Kj(xk) = r(xk, hj(xk)) + γV Kj(f(xk, hj(xk))). (5.54)

A forma quadrática da função de custo, Eq.(4.19), é representada em termos

do produto de Kronecker de estados e em termos da vetorização da matriz P que

é a solução da equação de Hamilton-Jacobi-Bellman, Eq.(3.34). A solução ótima

em sua forma vetorizada é dada por

V Kj(xk) = xTkPjxk = xTk vec(Pj), (5.55)

sendo xk ∈ ℜn(n+1)/2 um vetor que é de�nido de acordo com o produto de

Kronecker dado por

xTk = xTk ⊗ xTk (5.56)

= [x21,k . . . x1,kxn,k x
2
2,k . . . xn−1,kxn,k x

2
n,k], (5.57)

e vec(Pj) ∈ ℜn(n+1)/2 resulta da vetorização. Este vetor tem os n elementos

diagonais de Pj e as n(n+1)
2

−n somas não-repetidas prs+ psr. Os elementos de xk
e vec(Pj) são ordenados de modo a representar a forma quadrática de Eq.(5.55).

A Eq.(5.54) é escrita em termos da recompensa instantânea e substituindo o

custo V Kj(xk) pelo lado direito da Eq.(5.55), obtém-se uma relação para o cálculo

da recompensa dada por

r(xk, hj(xk)) = xTk vec(Pj)− γxTk+1vec(Pj) (5.58)

= ϕTk θj, (5.59)

sendo ϕk = xk − γxk+1.

Observa-se que a recompensa instantânea r(.) é o valor desejado para estimação

do vetor de parâmetros θj no sentido de mínimos quadrados. O algoritmo recur-

sivo para estimação de θj gera uma sequência {θ̂j(i)}
N
i=1 de vetores que resolve

N subproblemas parciais de mínimos quadrados envolvendo os i-ésimos termos

quadráticos, isto é
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θ̂j(i) = arg min
θ

i∑

m=1

µi−m
∣∣rk−i+m − ϕTk−i+mθ

∣∣2, (5.60)

sendo µ o fator de esquecimento e N é a quantidade de dados amostrados.

Realizando-se a minimização na Eq.(5.60), obtém-se

θ̂j(i) = Φ−1j (i)Θj(i), (5.61)

sendo

Φj(i) =
i∑

m=1

µi−mϕk−i+mϕ
T
k−i+m (5.62)

e

Θj(i) =
i∑

m=1

µi−mϕk−i+mrk−i+m . (5.63)

Por manipulações algébricas simples nas Eqs.(5.61)-(5.63) e aplicação do Lema

da Inversão de Matriz, a estimação recursiva de θj é dividida em três equações

que são a matriz de ganho, o vetor de parâmetros e a inversa da matriz Φj(i), a

qual é denotada por Γj(i). O ganho RLS na etapa i é dado por

Lj(i) = Γj(i)ϕk =
Γj(i− 1)ϕk

µ+ ϕTk Γj(i− 1)ϕk
, (5.64)

sendo j o índice de atualização de política, i é o índice da recorrência atual do

estimador RLS, k é o tempo discreto. A estimação de parâmetro na etapa i é

dada por

θ̂j(i) = θ̂j(i− 1) + Lj(i)(rk − ϕTk θ̂j(i− 1)), (5.65)

sendo θj = vec(Pj) o parâmetro verdadeiro para a função V Kj , θ̂j(i) é a i-ésima

estimativa de θj. A matriz de covariância na etapa i é dada por
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Γj(i) = µ−1
[
Γj(i− 1)− Lj(i)ϕ

T
k Γj(i− 1)

]
, (5.66)

sendo Γ0 = δI para alguma constante positiva δ, Γj+1(0) = Γj e Γj(0) = Γ0.

Observa-se a partir da Eq.(5.65) que a estimativa θ̂j(i) é obtida por uma

correção da estimativa anterior θ̂j(i− 1) que é proporcional à diferença temporal

∆k = rk − ϕTk θ̂j. As componentes do vetor de ganho Lj são ponderações da

correção do parâmetro θ̂j na Eq.(5.65). Observe que a correção é baseada sobre a

aproximação da recompensa instantânea.

As equações para o desenvolvimento do algoritmo de iteração de política apro-

ximada para o DLQR são baseadas na aproximação da solução da equação de

Bellman (5.54) associada à política atual Kj conforme as regras que são esta-

belecidas para o incremento ∆k nas Eqs.(5.64)-(5.66) da estimação RLS e no

procedimento de melhoria de política de acordo com a Eq.(5.52). Então, tem-se

na etapa de avaliação de política

ϕTk θj = r(xk, hj(xk)) = xTk (Q+KT
j RKj)xk, (5.67)

sendo ϕk = xk − γxk+1. Esta equação é resolvida para o parâmetro θ usando-se

relações de recorrência RLS (5.64)-(5.66).

Em particular, o algoritmo busca por melhorias na política de decisão que são

estabelecidas por

Kj+1 = γ(R + γBTP θ̂jB)−1BTP θ̂jA. (5.68)

O primeiro bloco do IP aproximado para o DLQR é constituído pelos parâ-

metros do sistema e o setup da simulação. O segundo bloco implementa as regras

para avaliação de IP aproximada. O terceiro bloco implementa as melhorias da

política. Essas três etapas são mostradas no algoritmo 4 que implementa o IP

aproximado para o DLQR.
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Algoritmo 4 - IP Aproximado - DLQR

1 ✄ - Bloco 0 - Inicialização

2 ✄ Matrizes do Sistema Dinâmico e de Ponderação

3 [Q,R,A,B]← [ ]

4 Selecione - ∀ Política Admissível, K0.

5 Selecione - Fator de Desconto, 0 < γ ≤ 1.

6 j ← 0

7 ✄ - Processo Iterativo

8 Para cada iteração j de política

9 do

10 ✄ - Bloco 1 - Avaliação de Política Aproximada

11 Cálculo da solução RLS via relações (5.64)-(5.66) para

12 φTk θj = r(xk, hj(xk)) = xTk (Q+KT
j RKj)xk.

13 ✄ - Bloco 2 - Melhoria de Política

14 Kj+1 = γ(R+ γBTP θ̂jB)−1BTP θ̂jA.

15 until Kj+1 seja satisfatória

16 then Fim do Processo Iterativo

17 Fim do Algoritmo 4.

Os parâmetros do sistema dinâmico, a ponderação da função de custo e o

fator de desconto são associados com as etapas 3, 4 e 5, respectivamente. A

regra de avaliação da etapa 12 fornece uma solução aproximada P̂Kj da equação

de Lyapunov via relações de recorrência (5.64)-(5.66). A decisão de controle de

etapa 14 é a melhoria de política. A decisão é dada pela lei de controle ótima de

Eq.(5.68) que é a parametrização da Eq.(5.52).

O algoritmo RLSµ-HDP-DLQR possui dois laços principais que são dos pro-

cessos iterativos da HDP e do RLS para determinação da política de decisão

(controle) baseada nos métodos de aprendizado por reforço. Nesta situação o

algoritmo customizado é formado pelos seguintes passos principais:
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Algoritmo 5 - RLSµ-HDP-DLQR

1 �������������������

2 ✄ - Bloco 0 - Inicialização

3 ✄ Matrizes do Sistema Dinâmico e de Ponderação

4 [Q,R,A,B]← [ ]

5 Selecione - ∀ Política de Controle Admissível - K0.

6 Selecione - Fator de Desconto - 0 < γ ≤ 1.

7 Selecione - Estado Inicial - x0.

8 ✄ Parâmetros do RLS

9 θ̂0(0)← θ̂0

10 Γ0(0)← Γ0

11 Selecione - Fator de Esquecimento - 0 < µ ≤ 1.

12 �������������������

13 k ← 0, j ← 0

14 ✄ - Processo Iterativo

15 Para cada iteração j de política

16 do

17 for i← 1 : N

18 do

19 ���������������������

20 ✄ Bloco 1 - Simulação do Ambiente

21 ✄ Ação de Controle

22 uk ← −Kjxk

23 ✄ Estados

24 xk+1 ← Adxk +Bduk

25 ���������������������

26 ✄ Bloco 2 - Avaliação de Política Aproximada

27 ✄ Montagem do Alvo

28 rk ← xTkQxk + uTkRuk

29 ✄ Vetor de Funcões de Base - Produto de Kronecker

30 φk ← [x21,k;x1,kx2,k;x1,kx3,k;x1,kx4,k;x
2
2,k;

31 x2,kx3,k;x2,kx4,k;x
2
3,k;x3,kx4,k;x

2
4,k]

32 −γ[x21,k+1;x1,k+1x2,k+1;x1,k+1x3,k+1;

33 x1,k+1x4,k+1;x
2
2,k+1;x2,k+1x3,k+1;

34 x2,k+1x4,k+1;x
2
3,k+1;x3,k+1x4,k+1;x

2
4,k+1]

35 Atualize θ̂j(i) via relações de recorrência (5.64)-(5.66) do RLS

36 k ← k + 1

37 End

38 Associação - Matriz P θ̂j com θ̂j

39 P θ̂j ← [θ̂1,j θ̂2,j/2 θ̂3,j/2 θ̂4,j/2;

40 θ̂5,j θ̂6,j/2 θ̂7,j/2;

41 θ̂8,j θ̂9,j/2;

42 θ̂10,j ]

43 ���������������������

44 ✄ - Bloco 3 - Melhoria de Política

45 Kj+1 = γ(R+ γBTP θ̂jB)−1BTP θ̂jA

46 ���������������������

47 ✄ Reinicialização - Parâmetros do RLS

48 θ̂j+1(0) = θ̂j

49 Γj+1(0) = Γj

50 until Kj+1 seja satisfatória

51 then Fim do Processo Iterativo

52 Fim do Algoritmo 5.
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O algoritmo RLSµ-HDP-DLQR (algoritmo 5) possui dois blocos principais que

são os blocos de avaliações de políticas e melhorias de políticas. Neste algoritmo,

a diferença principal, dentre outras, está no bloco de avaliações de políticas, em

que o produto de Kronecker e as equações de estimação RLS são realizadas. O

bloco 0 no algoritmo 5, passos 3-11, realiza a inicialização de parâmetros �xos do

problema de otimização que são as ponderações Q e R, as matrizes do sistema

dinâmico A e B, e o fator de desconto γ. Para o problema RLS, as condições

iniciais são o fator de esquecimento, o parâmetro θ e a matriz Γ.

Os passos 21-28 de�nem a lei de controle uk (em termos de ação), sua reação

do ambiente xk+1 (em termos de transição de estado) e o custo rk (em termos

de custo de transição de estado). Para esta situação, fazendo o papel de um

simulador do sistema dinâmico (atuador, planta, sensor) tem-se a interatividade

ação-ambiente-observação para avaliações e melhorias de políticas de controle.

Os passos 29-35 do algoritmo realizam a vetorização dos estados e a aproxi-

mação da matriz P via estimação RLS. Os passos 38-42 realizam a associação da

aproximação P θ̂j que é usada no passo 45 para realização de melhorias de políticas

Kj+1.

5.3.3 Algoritmo RLSµ-UDUT -HDP-DLQR

Nesta seção, apresenta-se uma solução via métodos de fatoração UDUT ao

problema de convergência e estabilidade numérica que está relacionado com o mal

condicionamento da matriz de covariância da abordagem RLS para aproximações

da função valor em esquemas HDP. Especi�camente, apresenta-se o algoritmo

RLSµ-HDP-DLQR com fatoração UDUT que é orientado para a avaliação de

soluções aproximadas, numericamente estáveis, da equação HJB-Riccati associada

ao problema DLQR.

O desenvolvimento do algoritmo RLSµ-HDP-DLQR com fatoração UDUT é

baseado nas Equações (5.69)-(5.80) que são agrupadas aos procedimentos algorit-

micos anteriores para montar o algoritmo 6, chamado Algoritmo RLSµ-UDUT -

HDP-DLQR. O bloco 2 realiza a avaliação aproximada de política baseada nas

seguintes equações do estimador RLS com fatoração UDUT

εj(i) = rk − ϕTk θ̂j(i− 1), (5.69)
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e = UT
j (i− 1)ϕk, (5.70)

g = Dj(i− 1)e, (5.71)

β0 = µ. (5.72)

Para l de 1 a nθ faz-se

βl = βl−1 + elgl, (5.73)

dl(i) = dl(i− 1)
βl−1
βlµ

, (5.74)

κl = gl, (5.75)

τl =
−el
βl−1

. (5.76)

Se l ̸= 1 faz-se para m de 1 a l − 1,

uml(i) = uml(i− 1) + τlκm, (5.77)

κm,new = κm,old + uml(i− 1)κl. (5.78)

Atualização do vetor de ganho

Lj(i) =
[κ1 κ2 . . . κnθ

]T

βnθ

. (5.79)

Atualização do vetor de parâmetros

θ̂j(i) = θ̂j(i− 1) + Lj(i)εj(i). (5.80)
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Algoritmo 6 - RLSµ-UDUT -HDP-DLQR

1 �������������������

2 ✄ - Bloco 0 - Inicialização

3 ✄ Matrizes do Sistema Dinâmico e de Ponderação

4 [Q,R,A,B]← [ ]

5 Selecione - ∀ Política de Controle Admissível - K0.

6 Selecione - Fator de Desconto - 0 < γ ≤ 1.

7 Selecione - Estado Inicial - x0.

8 ✄ Parâmetros do RLS

9 θ̂0(0)← θ̂0

10 D0(0)← D0

11 U0(0)← U0

12 Selecione - Fator de Esquecimento - 0 < µ ≤ 1.

13 �������������������

14 k ← 0, j ← 0

15 ✄ - Processo Iterativo

16 Para cada iteração j de política

17 do

18 for i← 1 : N

19 do

20 ���������������������

21 ✄ Bloco 1 - Simulação do Ambiente

22 ✄ Ação de Controle

23 uk ← −Kjxk

24 ✄ Estados

25 xk+1 ← Adxk +Bduk

26 ���������������������

27 ✄ Bloco 2 - Avaliação de Política Aproximada

28 ✄ Montagem do Alvo

29 rk ← xTkQxk + uTkRuk

30 ✄ Vetor de Funções de Base - Produto de Kronecker

31 φk ← [x21,k;x1,kx2,k;x1,kx3,k;x1,kx4,k;x
2
2,k;

32 x2,kx3,k;x2,kx4,k;x
2
3,k;x3,kx4,k;x

2
4,k]

33 −γ[x21,k+1;x1,k+1x2,k+1;x1,k+1x3,k+1;

34 x1,k+1x4,k+1;x
2
2,k+1;x2,k+1x3,k+1;

35 x2,k+1x4,k+1;x
2
3,k+1;x3,k+1x4,k+1;x

2
4,k+1]

36 Atualize θ̂j(i) usando Eqs.(5.69)-(5.80) da estimação

37 do RLS com fatoração UDUT

38 k ← k + 1

39 End

40 Associação - Matriz P θ̂j com θ̂j

41 P θ̂j ← [θ̂1,j θ̂2,j/2 θ̂3,j/2 θ̂4,j/2;

42 θ̂5,j θ̂6,j/2 θ̂7,j/2;

43 θ̂8,j θ̂9,j/2;

44 θ̂10,j ]

45 ���������������������

46 ✄ - Bloco 3 - Melhoria de Política

47 Kj+1 = γ(R+ γBTP θ̂jB)−1BTP θ̂jA

48 ���������������������

49 ✄ Reinicialização - Parâmetros do RLS

50 θ̂j+1(0) = θ̂j

51 Dj+1(0) = Dj

52 Uj+1(0) = Uj

53 until Kj+1 seja satisfatória

54 then Fim do Processo Iterativo

55 Fim do Algoritmo 6.
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5.3.4 Custo Computacional

A princípio, complexidade computacional se refere à estimativa do esforço

computacional (custo computacional) despendido para execução de um algoritmo

que resolve um problema com entrada de tamanho n. Este esforço normalmente é

medido por uma função da forma O(f(n)), a qual indica a ordem de complexidade

de tempo de execução do algoritmo que está associado ao número de operações

aritméticas realizadas pelo algoritmo em função da dimensão n da entrada do

problema. Em alguns algoritmos a função de complexidade f(n) pode relacionar

mais de uma váriável, como f(n,m), f(n,m, p), etc. Algoritmos que requerem

menos operações aritméticas são preferidos na prática pois ocasionam em custos

computacionais menores.

Neste ponto, vale ressaltar uma outra questão, que é da estabilidade numérica.

Sabe-se que imprecisões e erros de arredondamento são inevitáveis na implemen-

tação computacional de qualquer algoritmo. Algoritmos que sofrem de instabili-

dade numérica em face de tais erros não são adequados na prática. Os algoritmos

RLSµ-HDP-DLQR quando implementados de acordo com as Eqs.(5.64)-(5.66),

instabilidade numérica pode ser um problema uma vez que os erros de arredon-

damento e precisão �nita podem levar à matriz de covariância Γ(·) da recursão de

Eq.(5.66) perder sua positividade.

O problema da perda da positividade da matriz Γ(·) na implementação do

algoritmo RLSµ-HDP-DLQR tem sido contornado empregando-se métodos do tipo

raiz quadrada (Fatoração UDUT ) (Rêgo et al., 2013). Esta abordagem tem um

custo computacional menor com respeito ao número de operações aritméticas,

requeridas na implementação do algoritmo, que se re�ete na redução dos erros

de arredondamento, tornando os algoritmos RLSµ-HDP-DLQR menos sensíveis à

perda da positividade da matriz Γ(·).

Um dos compromissos interessantes aqui está em se selecionar apropriada-

mente os parâmetros do projeto RLSµ-HDP-DLQR para estimação da função

valor de modo a melhorar o ajuste desejado embutido por Eq.(5.1) e ao mesmo

tempo obter melhores estimativas em termos de velocidade de convergência. Por

exemplo, existe uma compensação entre se usar um fator de esquecimento µ que

rastreia mais rapidamente a verdadeira trajetória do parâmetro θ e que garanta

um limite aceitável para estabilidade numérica de estimadores RLSµ-HDP-DLQR.
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Tendo em vista as dicussões acima e com o objetivo de melhor avaliar a e�-

ciência dos algoritmos propostos neste trabalho em termos de sua complexidade,

quando estabilidade numérica e tempo de convergência são também levados em

consideração, é natural se pensar em uma medida de complexidade que seja capaz

de representar o compromisso entre esforço computacional, estabilidade numérica

e tempo de convergência. Sob este ponto de vista, uma proposta de medida para

avaliar a complexidade computacional é de�nida da seguimte forma:

∆vc : (n, ρ, O, ζ, ψ) → ℜ, (5.81)

sendo∆vc uma função que mapeia a cada quádrupla (n, ρ, O, ζ, ψ) um número real,

em que ρ representa o tipo de fatoração utilizada no processo recursivo do algo-

ritmo (por exemplo, ρ pode representar as formas de fatoração UDUT e QR na de-

composição da matriz de covariância da abordagem RLS), O = O(fc(n, ne, nθ, ρ))

indica a quantidade de operações aritméticas realizadas pelo algoritmo em função

da dimensão n do vetor de estado, da dimensão ne do vetor de entrada de controle

do sistema, da dimensão nθ(n, ne) do vetor de funções de base e do parâmetro ρ

(observe a Tabela 5.1 que apresenta o mapeamento da in�uência do parâmetro

ρ na complexidade numérica dos algoritmos RLSµ-HDP-DLQR na etapa de ava-

liação de política), ζ(π) é o número de laços do algoritmo de�nido pelo tipo de

política π adotada (iteração de política padrão, iteração de política gulosa, ite-

ração de valor), e ψ representa um conjunto de parâmetros preponderantes, tais

como fator de esquecimento µ, fator de desconto γ e parâmetro λ (bem como

parâmetros não modelados presentes no processo recursivo), que controlam esta-

bilidade e taxa de convergência do algoritmo. Um mapeamento dos parâmetros

µ, γ e λ na função ∆vc é de�nido pela seguinte composição:

ψB ◦ ψA : (µ, γ, λ) → {0, 0.5, 0.8, 1}, (5.82)

sendo ψA uma função que avalia a qualidade do algoritmo em termos de estabi-

lidade numérica e velocidade de convergência, a qual pode ser determinada por

meio da observação do comportamento de convergência do algoritmo ilustrado em

grá�cos e tabelas. A função ψB representa os escores que são estabelecidos a�m

de quanti�car a qualidade do algoritmo que segue o seguinte critério de pontu-

ação: se o desempenho do algoritmo for ótimo atribui-se o escore 1; se for bom
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atribui-se o escore 0.8; se for médio atribui-se 0.5, e ruim atribui-se o valor 0.

O custo computacional do algoritmo RLSµ-HDP-DLQR (Algoritmo 5) por

cada iteração i da etapa de avaliação de política realizada pelo RLS sem fatoração

UDUT é O(2n3
θ + 6n2

θ + 9nθ + 1), ou simplesmente O(n3
θ), considerando um �op

como uma operação de ponto �utuante (adição, multiplicação e divisão), medida

de complexidade aritmética adotada em (Golub e Charles, 1996). Além disso, o

custo computacional associado com a recuperação da matriz P a partir do vetor θ̂j
gerado pelo RLS é dado por O(n2−n) por cada iteração j de iteração de política.

O custo computacional em uma iteração j da etapa de melhoria de política é dado

por O(1
3
n3
e + 6nen

2 + 4n2
en+ 2n2

e − 4nen). Para mais detalhes do número de �ops

obtidos, veja Apêndice E.

Os Algoritmos RLSµ-UDUT -HDP-DLQR requerem um custo computacional

menor com respeito às operações matemáticas realizadas em uma iteração i do

"loop"de avaliação de política. Os resultados são apresentados na Tabela 5.1 em

termos das operações de ponto �utuante para os algoritmos RLSµ-HDP-DLQR e

RLSµ-UDUT -HDP-DLQR. O número de �ops necessários para a construção do

vetor de funções de base e para a recuperação da matriz P é equivalente ao do

algoritmo RLSµ-HDP-DLQR. Como também a realização da etapa de melhoria

de política que necessita do mesmo número de �ops.

Tabela 5.1: Complexidade - Etapa de Avaliação de Política

Complexidade Numérica

Operações RLSµ-HDP RLSµ-UDUT -HDP

Adições n3
θ + 2n2

θ + 2nθ
3
2
n2
θ +

5
2
nθ

Multiplicações n3
θ + 4n2

θ + 7nθ
3
2
n2
θ +

19
2
nθ

Divisões 1 2nθ + 1

5.4 Algoritmo RLSµ-ADHDP-DLQR

O método de programação dinâmica heurística dependente de ação (ADHDP)

somente requer amostras da recompensa instantânea rk para realizar aproximações

da função de custo para qualquer política ótima ou não ótima. A estrutura de
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aproximação é similar àquela da HDP de Eq.(5.55). Os conceitos de produto

de Kronecker e vetorização são aplicados na matriz de aprendizagem QLV . A

aproximação de função de custo é dada por

QK
L (xk, uk) = zTkQ

K
LV zk = zTk vec(Q

K
LV ), (5.83)

sendo zk ∈ ℜ(n+ne)(n+ne+1)/2 de�nido de acordo com o produto de Kronecker que

é dado por

zTk = zTk ⊗ zTk (5.84)

= [z21,k . . . z1,kzn+ne,k z
2
2,k z2,kz3,k . . . zn+ne−1,kzn+ne,k z

2
n+ne,k], (5.85)

sendo zlk a l-ésima, l = 1, 2, ..., n + ne, componente do vetor zk = [xTk uTk ]
T , e

vec(QK) ∈ ℜ(n+ne)(n+ne+1)/2 a vetorização da matriz QK . Este vetor possui os

n + ne elementos diagonais e os (n+ne)(n+ne+1)
2

− n elementos fora da diagonal da

matriz QK , respectivamente. Os últimos elementos são as somas não-repetidas

QK
ij + QK

ji . Os elementos de zk e vec(QK
LV ) são ordenados de modo a representar

a forma quadrática de Eq.(5.83).

Substituindo-se a vetorização de Eq.(5.83) na equação de Bellman dada por

Eq.(4.8), em termos de recompensa instantânea para o projeto DLQR, obtém-se

a relação para a estimação de recompensa que é dada por

r(xk, uk) = QK
L (xk, uk)− γQK

L (xk+1, Kxk+1) (5.86)

= zTk vec(Q
K)− γzTk+1vec(Q

K) (5.87)

= ϕk
T θK , (5.88)

sendo ϕk = zk−γzk+1 e θK = vec(QK). As relações de recorrência para estimação

de θK são similares àquelas do algoritmo RLSµ-HDP-DLQR.

No algoritmo de iteração de política aproximada baseada sobre funções QL

para o DLQR, o ator deve buscar por uma política melhorada que satisfaz a

Eq.(4.34) por minimização de Eq.(4.33) com respeito à u. Após manipulações

algébricas, a política de controle ótima é dada por
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Kj+1 = (Q̂Kj
uu )
−1Q̂Kj

ux . (5.89)

No contexto de programação dinâmica heurística, o algoritmo dependente de

ação, baseado sobre a política de decisão ótima (lei de controle) que é dada pela

Eq.(5.89), realiza as ações do ator sobre o esquema ator-crítico da aprendizagem

por reforço. A estrutura básica do algoritmo RLSµ-ADHDP-DLQR é similar

àquela do algoritmo RLSµ-HDP-DLQR. Entretanto, as principais diferenças estão

na dimensão do produto de Kronecker e no cálculo direto de melhorias de política.

Neste último, a solução P da equação HJB está ímplicita na funçãoQL, como pode

ser observado na Eq.(5.89). As principais etapas do procedimento ADHDP para

o projeto DLQR são dadas no algoritmo RLSµ-ADHDP-DLQR (algoritmo 7).
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Algoritmo 7 - RLSµ-ADHDP-DLQR

1 �������������������

2 ✄ - Bloco 0 - Inicialização

3 ✄ Matrizes do Sistema Dinâmico e de Ponderação

4 [Q,R,A,B]← [ ]

5 Selecione - ∀ Política de Controle Admissível - K0.

6 Selecione - Fator de Desconto - 0 < γ ≤ 1.

7 Selecione - Estado Inicial - x0.

8 ✄ Parâmetros do RLS

9 θ̂0(0)← θ̂0

10 Γ0(0)← Γ0

11 Selecione - Fator de Esquecimento - 0 < µ ≤ 1.

12 �������������������

13 k ← 0

14 j ← 0

15 ✄ Processo Iterativo

16 Para cada iteração j de política

17 do

18 for i← 1 : N

19 do

20 ���������������������

21 ✄ Bloco 1 - Simulação do Ambiente

22 ✄ Ruído de Controle (componente de "exploração"do sinal de controle)

23 ek ← [ ]

24 ✄ Ação de Controle

25 uk ← −Kjxk + ek

26 ✄ Estado Seguinte

27 xk+1 ← Axk + Buk

28 ✄ Ação de Controle Seguinte

29 uk+1 ← −Kjxk+1

30 ���������������������

31 ✄ Bloco 2 - Avaliação de Política Aproximada

32 ✄ Montagem do Alvo

33 rk ← xT
k Qxk + uT

k Ruk

34 ✄ Vetor de Funções de Base - Produto de Kronecker

35 φk ← [x2
1k;

36 x1,kx2,k; x1,kx3,k

37 x1,iu1,k; x1,ku2,k

38 x2
2,k; x2,kx3,k; x2,ku1,k

39 x2,ku2,k; x
2
3,k; x3,ku1,k

40 x3,ku2,k;u
2
1,k;u1,ku2,k

41 u2
2,k]− γ[x2

1,k+1
;

42 x1,k+1x2,k+1; x1,k+1x3,k+1

43 x1,k+1u1,k+1; x1,k+1u2,k+1

44 x2
2,k+1

; x2,k+1x3,k+1; x2,k+1u1,k+1

45 x2,k+1u2,k+1; x
2
3,k+1

; x3,k+1u1,k+1

46 x3,k+1u2,k+1;u
2
1,k+1

;u1,k+1u2,k+1

47 u2
2,k+1

];

48 Atualize θ̂j(i) via relações de recorrência (5.64)-(5.66) do RLS

49 k ← k + 1

50 End

51 Associação - Matriz Q
θ̂j com θ̂j

52 Q
θ̂j ← [θ̂1,j θ̂2,j/2 θ̂3,j/2 θ̂4,j/2 θ̂5,j/2;

53 θ̂6,j , θ̂7,j/2 θ̂8,j/2 θ̂9,j/2

54 θ10,j , θ̂11,j/2 θ̂12,j/2

55 θ̂13,j θ̂14,j/2

56 θ̂15,j ]

57 ���������������������

58 ✄ - Bloco 3 - Melhoria de Política

59 Kj+1 = (Q
θ̂j
uu)−1Q

θ̂j
ux

60 ���������������������

61 ✄ Reinicialização - Parâmetros do RLS

62 θ̂j+1(0) = θ̂j

63 Γj+1(0) = Γj

64 until Kj+1 seja satisfatória

65 then Fim do Processo Iterativo

66 Fim do Algoritmo 7.
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As inicializações e parâmetros do algoritmo são solicitados nos passos 1 à 10.

Na etapa 34, mostra-se o produto de Kronecker do vetor de estado e entrada de

controle. Este produto é usado na etapa 48 para atualizar o vetor de parâmetros,

de acordo com as Eqs.(5.64)-(5.66) do RLS. A etapa 55 atualiza a política Kj+1

que é baseada na etapa 48.

5.4.1 Convergência de RLSµ-ADHDP para o DLQR

Os resultados de convergência para esquemas ADHDP usando-se aproximado-

res RLS foram provados por Bradtke (Bradtke et al., 1994) para problemas LQR

discreto. O próximo Teorema pode ser encontrado em (Bradtke et al., 1994) e

mostra que a sequência {Kj}
∞
j=1 de políticas gerada pelo esquema de iteração de

política aproximada converge à política ótima.

Teorema 5.4.1. Suponhamos que {A,B} é um par controlável, K0 é um controle

estabilizante, e o vetor ϕk é excitado persistentemente segundo

ε0I ≤
1

N

N∑

i=1

ϕk−iϕ
T
k−i ≤ ε0I, (5.90)

para todo k ≥ N0, N ≥ N0, ε0 ≤ ε0, com ε0 e ε0 inteiros positivos e N0 uma

constante positiva. Então, existe um intervalo de estimação N < ∞ de modo

que o esquema de iteração de política aproximada gera uma sequência {Kj}
∞
j=1 de

controles estabilizantes, tal que

lim
j→∞

∥Kj −K∗∥ = 0,

sendo K∗ a matriz de controle de realimentação ótima.

5.5 Variante Otimística do Algoritmo RLSµ-HDP-

DLQR

Na abordagem IP aproximada apresentada na Subseção 5.3.2, a política atual

hj é �xada e uma aproximação V̂ hj(·, θ) de V hj é construída usando-se as rela-

ções de recorrência RLS (5.64)-(5.66). Em uma iteração típica, a política hj é
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�xada por um período de tempo su�cientemente longo até que a convergência

pelo crítico seja alcançada. Em seguida, uma atualização de política é realizada

determinando-se uma nova política hj+1, a qual é gulosa com respeito à V̂ hj(·, θ),

isto é,

hj+1(xk) = arg min
u∈U(xk)

{r(xk, u) + γV̂ hj(xk+1, θ
hj)}. (5.91)

Nesta subseção, considera-se uma variante do algoritmo RLSµ-HDP-DLQR,

em que as atualizações de política são realizadas baseadas em uma avaliação in-

completa da política atual hj. Uma atualização de política é realizada subsequente

a cada atualização pelo algoritmo de avaliação de política. Mais precisamente,

nesta estratégia, uma atualização de política é realizada subsequente à geração de

cada transição de estado de xk para xk+1, calculando-se uma ação uk que é gulosa

com respeito à k-ésima estimativa de θ, θ̂k. Neste caso, as relações de recorrência

RLS são dadas por

Lk+1 = Γk+1ϕk =
Γkϕk

µ+ ϕTk Γkϕk
, (5.92)

θ̂k+1 = θ̂k + Lk+1(r(xk, uk)− ϕTk θ̂k) (5.93)

e

Γk+1 = µ−1
(
Γk −

Γkϕkϕ
T
k Γk

µ+ ϕTk Γkϕk

)
, (5.94)

sendo uk = arg min
u∈U(xk)

{r(xk, u) + γV̂ (xk+1, θ̂k)}, θ̂k é a k-ésima estimativa de θ e

Γ(0) = Γ0, com Γ0 = δI para alguma constante positiva δ.

Bertsekas e Tsitsiklis, (Bertsekas e Tsitsiklis, 1996), propuseram algumas vari-

antes otimísticas baseadas em TD(λ) do método de iteração de política em progra-

mação dinâmica aproximada com função cost-to-go, em que atualizam a política

atual após cada transição de estado. Um estudo por Landelius, (Landelius e

Knutsson, 1996), lida com críticos adaptativos gulosos para problemas LQR, em
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que a política de controle ótima é determinada por certainty equivalence control.

Provas de convergência são apresentadas para um número de críticos adaptati-

vos usando iterações gulosas. Ambas as referências usam métodos do gradiente

incremental para resolver o problema de mínimos quadrados associado com a

aproximação cost-to-go, ao invés de métodos RLS.

O algoritmo 8 fornece as etapas correspondentes à variante otimística do algo-

ritmo RLSµ-HDP-DLQR, denominado RLSµ-HDP-DLQR Otimístico, para deter-

minar a política de controle ótima e é desenvolvido de acordo com as Eqs.(5.92)-

(5.94) para o núcleo principal. Observa-se que neste algoritmo a política é atua-

lizada em um único loop, em direção à política ótima em cada passo de tempo k.

Em contraste ao algoritmo RLSµ-HDP-DLQR, em que um índice de iteração i é

usado para avaliação de política, o qual funciona no loop interno de cada iteração

de política j (o�ine). Uma vez que a convergência é alcançada pelo algoritmo de

avaliação de política, a política é atualizada em um loop externo.
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Algoritmo 8 - RLSµ-HDP-DLQR Otimístico

1 �������������������

2 ✄ - Bloco 0 - Inicialização

3 ✄ Matrizes do Sistema Dinâmico e de Ponderação

4 [Q,R,A,B]← [ ]

5 ✄ Selecione - Fator de Desconto - 0 < γ ≤ 1.

6 ✄ Parâmetros do RLS: θ̂0, Γ0

7 Selecione - Fator de Esquecimento - 0 < µ ≤ 1.

8 ✄ Selecione - Estado Inicial - x0.

9 ✄ Selecione - Política Inicial

10 K0 = γ(R+ γBTP θ̂0B)−1BTP θ̂0A.

11 �������������������

12 k ← 0

13 ✄ - Processo Iterativo

14 Para cada passo de tempo k

15 do

16 ���������������������

17 ✄ Bloco 1 - Simulação do Ambiente

18 ✄ Ação de Controle

19 uk ← −Kkxk

20 ✄ Estados

21 xk+1 ← Axk +Buk

22 ���������������������

23 ✄ Bloco 2 - Atualização da Política e da Função Valor

24 ✄ Montagem do Alvo

25 rk ← xTkQxk + uTkRuk

26 ✄ Vetor de Funções de Base - Produto de Kronecker

27 φk ← [x21,k;x1,kx2,k;x1,kx3,k;x1,kx4,k;x
2
2,k;

28 x2,kx3,k;x2,kx4,k;x
2
3,k;x3,kx4,k;x

2
4,k]

29 −γ[x21,k+1;x1,k+1x2,k+1;x1,k+1x3,k+1;

30 x1,k+1x4,k+1;x
2
2,k+1;x2,k+1x3,k+1;

31 x2,k+1x4,k+1;x
2
3,k+1;x3,k+1x4,k+1;x

2
4,k+1]

32 Atualize θ̂k via Relações de Recorrência (5.92)-(5.94) do RLS

33 Associação - Matriz P θ̂k+1 com θ̂k+1

34 P θ̂k+1 ← [θ̂1,k+1 θ̂2,k+1/2 θ̂3,k+1/2 θ̂4,k+1/2;

35 θ̂5,k+1 θ̂6,k+1/2 θ̂7,k+1/2;

36 θ̂8,k+1 θ̂9,k+1/2;

37 θ̂10,k+1]

38 ✄ Atualização da Política

39 Kk+1 = γ(R+ γBTP θ̂k+1B)−1BTP θ̂k+1A

40 ���������������������

41 k ← k + 1

42 until Kk+1 seja satisfatória

43 then Fim do Processo Iterativo

44 Fim do Algoritmo 8.

Considerando-se as peculiaridades de cada algoritmo, uma variante otimística

do algoritmo RLSµ-UDUT -HDP-DLQR é desenvolvida em uma maneira similar à

do algoritmo RLSµ-HDP-DLQR otimístico. As principais etapas do procedimento
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otimístico para RLSµ-UDUT -HDP-DLQR são dadas no algoritmo 10 (Apêndice

C), chamado algoritmo RLSµ-UDUT -HDP-DLQR otimístico.

5.6 Abordagem RLS para Aprendizagem TD(λ)

Para melhorar a e�ciência de algoritmos TD(λ), Boyan (Boyan, 2002) propõe

o algoritmo TD(λ) de mínimos quadrados, ou LSTD(λ), o qual converge para o

mesmo coe�ciente θ∗ que TD(λ). Entretanto, ao invés de realizar descida do gradi-

ente, LSTD(λ) constrói estimativas explicítas da matriz C e do vetor d associados

à solução da Eq.(2.49), e então resolve a Eq.(2.49) diretamente. O problema de

mínimos quadrados associado à Eq.(2.49) tem a seguinte função de perda

J(θ, k) =

∥∥∥∥∥

k∑

i=0

C(Xi)θ +
k∑

i=0

d(Xi)

∥∥∥∥∥

2

, (5.95)

sendo ∥·∥ a norma Euclidiana, e a estimativa de mínimos quadrados do vetor de

pesos θ no passo de tempo k é dada por

θ̂(k) = Λ−1(k)Θ(k), (5.96)

sendo

Λ(k) = −

k∑

i=0

C(Xi) =
k∑

i=0

ξiϕ
T
i (5.97)

e

Θ(k) =
k∑

i=0

d(Xi) =
k∑

i=0

ξiri, (5.98)

com ϕi = φ(xi) − γφ(xi+1). Para facilitar a computação iterativa do algoritmo

LSTD(λ), a solução de mínimos quadrados, Eqs.(5.96)-(5.98), é reescrita em uma

forma recursiva

L(k) = Γ(k)ξk =
Γ(k − 1)ξk

1 + ϕTk Γ(k − 1)ξk
, (5.99)
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θ̂(k) = θ̂(k − 1) + L(k)(rk − ϕTk θ̂(k − 1)) (5.100)

e

Γ(k) =

(
Γ(k − 1)−

Γ(k − 1)ξkϕ
T
k Γ(k − 1)

1 + ϕTk Γ(k − 1)ξk

)
, (5.101)

sendo Γ(k) = Λ−1(k), θ̂(k) a k-ésima estimativa de θ e Γ(0) = Γ0, com Γ0 = δI

para alguma constante positiva δ. O vetor de ganho L(k) mantém o controle de

quanto o vetor de parâmetros θ̂ deve ser ajustado, a �m de modi�car adequa-

damente estimativas anteriores quando uma diferença temporal ∆k = rk − ϕTk θ̂ é

observada.

5.6.1 Convergência de RLS-TD(λ)

Na análise de convergência do método RLS-TD(λ) considera-se cadeias de

Markov ergódicas (veja de�nição no Apêndice A, Seção A.4). Sob esta suposição

lida-se com uma cadeia de Markov {xk}, cujas probabilidades de estado estacio-

nário π(i) satisfazem

πTM = πT , (5.102)

sendo M a matriz de probabilidade de transição de estados e π é o vetor cuja

i-ésima componente é π(i) (veja Teorema A.5.1 no Apêndice A). Seja E0[·] o

operador esperança com respeito a esta distribuição. De�na a seguinte notação:

Φ ∈ ℜcard(X)×nθ é uma matriz cuja j-ésima coluna, j = 1, · · · , nθ, é a função

base φj da representação linear V̂ h(xk, θ) = φT (xk)θ (ou na notação vetorial

V̂ h(θ) = Φθ). A convergência de RLS-TD(λ) requer as seguintes suposições:

A.1 Os custos de transição rk satisfazem E0[r
2
k] <∞.

A.2 A matriz Φ tem rank coluna completo, isto é, o conjunto de funções

{φj | j = 1, . . . , nθ } é linearmente independente. Além disso, para cada j, a fun-

ção base φj satisfaz E0[φ
2
j(xk)] <∞.
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A.3 A matriz (Γ−10 + 1
k

k∑
i=1

ξiϕ
T
i ) é não-singular para todo tempo k > 0.

Sob as suposições A.1-A.3, tem-se o seguinte teorema de convergência para

RLS-TD(λ)

Teorema 5.6.1. (Xu et al., 2002) Para uma cadeia de Markov ergódica que sa-

tisfaz as condições A.1-A.3, a estimativa assintótica encontrada pelo RLS-TD(λ)

converge, com probabilidade 1, para θ∗ determinado pela Eq.(2.49).

Demonstração:

Inicialmente considera-se um processo estacionário Xk = {xk, xk+1, ξk} como

segue (construído similarmente à idéia de (Tsitsiklis e Roy, 1997)). Seja {xk} uma

cadeia de Markov, −∞ < k <∞, que evolui de acordo com a matriz de transição

M e que já está em seu estado estacionário no sentido que Pr{xk = i} = π(i), para

todo i e k. Dada qualquer trajetória amostral desta cadeia de Markov, de�ne-se

ξk =
k∑

τ=−∞

(γλ)k−τφ(xτ ). (5.103)

Observe que ξk é construído tomando-se o processo estacionário φ(xk), cuja vari-

ância é �nita (Suposição A.2). Seja E0[·] a esperança com respeito à distribuição

de estado estacionário de Xk. Segue do Lema D.0.1 (Apêndice D) que E0[C(Xk)] e

E0[d(Xk)] são dadas por expressões bem de�nidas e �nitas. Além disso, de acordo

com o Lema D.0.3 (Apêndice D), E0[C(Xk)] é de�nida negativa.

Agora veri�ca-se como o limite da estimativa θ̂k determinada pelo RLS-TD(λ)

se comporta quando k → ∞. Tem-se

θ̂k =

(
k∑
i=0

ξiϕ
T
i

)−1 k∑
i=0

ξiri

=

(
Γ−10 +

k∑
i=1

ξiϕ
T
i

)−1(
Γ−10 θ0 +

k∑
i=1

ξiri

)

=

(
1
k
Γ−10 − 1

k

k∑
i=1

C(Xi)

)−1(
1
k
Γ−10 θ0 +

1
k

k∑
i=1

d(Xi)

)
.

(5.104)
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Uma vez que

E0[C(Xk)] = lim
k→∞

1

k

k∑

i=1

C(Xi), (5.105)

E0[d(Xk)] = lim
k→∞

1

k

k∑

i=1

d(Xi) (5.106)

e −E0[C(Xk)] é invertível, segue-se que

lim
k→∞

θ̂k = (−E0[C(Xk)])
−1E0[d(Xk)] = θ∗. (5.107)

A condição especi�cada pela suposição A.3 pode ser satisfeita estabelecendo-se

Γ0 = δI apropriadamente. De acordo com o Teorema 5.6.1, RLS-TD(λ) converge

para o mesmo limite que TD(λ), dado pela Eq.(2.49). Assim, o limite de conver-

gência pode ser caracterizado pelo seguinte teorema, cuja demonstração pode ser

encontrada em (Tsitsiklis e Roy, 1997).

Teorema 5.6.2. O limite de convergência θ∗ determinado pela Eq.(2.49) é a

única solução da equação

ΠT (λ)(Φθ∗) = Φθ∗, (5.108)

sendo Π o operador projeção sobre um subespaço S de aproximação que é ge-

rado pelas funções base, isto é, S = {Φθ |θ ∈ ℜnθ} , com respeito à uma norma

Euclidiana ponderada ∥·∥D que é dada por

∥V ∥2D = V TDV =
∑

xk∈X

π(xk)V
2(xk), (5.109)

com D uma matriz diagonal cujos elementos são as probabilidades de estado esta-

cionário π(i) de xk. T
(λ) é um operador de Bellman multi-passos parametrizado

pelo escalar 0 ≤ λ ≤ 1 de�nido por



CAPÍTULO 5. APROXIMADORES RLS PARA SOLUÇÃO DA EQUAÇÃO HJB-RICCATI
E PROGRAMAÇÃO DINÂMICA HEURÍSTICA DEPENDENTE DE ESTADO E AÇÃO120

(T (λ)V̂ h)(xk) = (1− λ)
∞∑

m=0

λmE

[
m∑

i=0

γirk+i + γm+1V̂ h(xk+m+1, θ) |xk

]
(5.110)

para λ < 1, e

(T (1)V̂ h)(xk) = E

[
∞∑

i=0

γirk+i |xk

]
= V h(xk) (5.111)

para λ = 1, de modo que lim
λ→1

(T (λ)V )(xk) = (T (1)V )(xk).

Além disso, θ∗ satisfaz

∥∥Φθ∗ − V h
∥∥
D
≤

1− λγ

1− γ

∥∥ΠV h − V h
∥∥
D
, (5.112)

sendo Π = Φ(ΦTDΦ)−1ΦTD.

Como discutido em (Tsitsiklis e Roy, 1997), o teorema acima mostra que a

distância da função limite Φθ∗ da função de valor verdadeiro V h é limitada e o

menor limite de erro de aproximação pode ser obtido quando λ = 1. Para cada

λ < 1, o limite de fato se deteriora a medida que λ decresce. O pior limite é

obtido quando λ = 0. Embora isso seja somente um limite, ele sugere fortemente

que os valores mais altos de λ tendem a produzir aproximações mais exatas de

V h.

O Teorema 5.6.1 é válido para o caso em que as trajetórias de estado amostrais

{xk}
∞
k=0 correspondem à uma política estacionária que é �xada ao longo do tempo.

Contudo, no quadro de iteração de política otimística, este resultado precisaria

ser estendido para o caso em que as trajetórias de estado são geradas por políticas

gulosas melhoradas que são aplicadas a cada transição de estado xk para xk+1,

com uma probabilidade positiva. Na Seção 6 são fornecidos alguns resultados

de simulação referentes à iteração de política otimística baseada na abordagem

RLS-TD(λ).



CAPÍTULO 5. APROXIMADORES RLS PARA SOLUÇÃO DA EQUAÇÃO HJB-RICCATI
E PROGRAMAÇÃO DINÂMICA HEURÍSTICA DEPENDENTE DE ESTADO E AÇÃO121

5.7 Considerações Finais

Neste capítulo, a caracterização e formulação do problema de estimação RLS

para a solução da equação HJB-Riccati associada com o problema DLQR via ADP

foram apresentados. A formulação do problema é apresentada como fusão de três

metodologias para projeto online de controle ótimo baseada na solução da equa-

ção HJB: programação dinâmica (iteração de política), aprendizagem por reforço

(diferenças temporais) e aproximação da função valor via estrutura paramétrica

RLS. O problema principal está relacionado com o mal condicionamento da matriz

de covariância da abordagem RLS para estimar a solução da equação HJB-Riccati,

o qual redunda em di�culdades numéricas na atualização das variáveis da recursão

do RLS em ambientes de precisão limitada. As seguintes abordagens abrangem o

método proposto para projeto online de controle ótimo:

1. Mínimos quadrados recursivos com fator de esquecimento.

2. Inserção da fatoração UDUT no método RLS com fator de esquecimento.

3. Formulação do problema em termos da fatoração da matriz de ganhos da

Eq.(5.12) que é obtida da Eq.(5.13). Como também, a Eq.(5.16) é de�nida

em termos da fatoração UDUT como

Γ(k, U,D, g, β) = Φ−1(k).

4. O número de condição e parâmetro de positividade que são avaliados para

monitorar e guiar o processo de convergência e estabilidade numérica.

Os algoritmos RLSµ-HDP-DLQR e RLSµ-UDUT -HDP-DLQR e suas variantes

otimísticas foram desenvolvidos para a solução online de sistemas de controle

ótimo DLQR. Os algoritmos online consistem em uma abordagem RL ator-crítico

baseada em estimação paramétrica RLS e versões aproximadas de métodos de

iteração de política para solução da equação HJB-Riccati associada ao problema

DLQR via programação dinâmica heurística.

Desenvolveu-se também uma abordagem baseada na fusão de métodos RLS

com aprendizagem TD(λ), tendo em vista a formulação de estratégias que pro-

movam a melhoria de funções valor associadas a sistemas de controle ótimo, bem

como acelerar o processo de avaliação de políticas de controle DLQR.



Capítulo 6

Experimentos Computacionais

6.1 Introdução

Os procedimentos para avaliar o desempenho dos aproximadores RLS da fun-

ção valor propostos neste trabalho são estabelecidos em dois tipos de experimentos

computacionais: 1) Experimentos RLSµ-HDP-DLQR/RLSµ-UDUT -HDP-DLQR,

e 2) Experimentos RLS-TD(λ)-DLQR.

No primeiro, avalia-se a convergência e a estabilidade numérica dos algorit-

mos RLSµ-HDP-DLQR e RLSµ-UDUT -HDP-DLQR desenvolvidos com iteração

de política otimística (gulosa) para solução online da equação HJB-Riccati do

problema DLQR, bem como a adaptabilidade dos estimadores RLSµ-HDP sem

fatoração UDUT e com fatoração UDUT em relação à variações paramétricas na

planta. No segundo tipo, avalia-se o desempenho de métodos RLS-TD(λ) para

solução online do DLQR por meio de estatísticas de primeira e segunda ordem

para diferentes valores do parâmetro λ.

Na Figura 6.1 apresenta-se um diagrama do procedimento para avaliações do

desempenho dos métodos de aproximação da função valor, propostos neste traba-

lho, os quais são orientados para viabilizar as implementações online de controla-

res ótimos para sistemas do mundo real. As avaliações veri�cam o comportamento

de convergência dos estimadores RLS para a sintonia da HDP tendo como refe-

rência a complexidade computacional e estabilidade numérica, bem como as ca-

racterísticas de polarização e consistência de estimadores RLS. Do ponto de vista

de controle, especi�camente, as avaliações veri�cam o desempenho em termos das

122
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trajetórias dos estados, ações de controle, e outros.

Figura 6.1: Diagrama de Blocos do Fluxo de Avaliação do Projeto Online de Controle.

As políticas de referência para avaliar a exatidão das soluções aproximadas dos

controladores (políticas de decisões) são estabelecidas pelo método de Schur que

fornece os valores verdadeiros dos parâmetros associados à solução da equação da

HJB-Riccati, (Laub, 1979). Tais valores são usados para mostrar que a solução

aproximada da equação HJB-Riccati possui a habilidade não somente para alcan-

çar uma solução su�cientemente próxima da solução exata, mas também alcançar

a solução exata da equação HJB-Riccati.

Um modelo de circuito elétrico de quarta ordem com duas entradas e duas saí-

das é usado para avaliar o desempenho dos algoritmos RLSµ-HDP-DLQR e RLSµ-

UDUT -HDP-DLQR no processo iterativo da solução da equação HJB-Riccati. Um

modelo de terceira ordem multivariável que representa uma aeronave F-16 é usado

para veri�car o desempenho dos métodos RLS-TD(λ) para projeto online de con-

troladores ótimos DLQR.

6.2 Experimentos RLSµ-HDP-DLQR e RLSµ-UDUT -

HDP-DLQR

Esta seção está organizada em subseções que apresentam o desenvolvimento

de procedimentos que avaliam o desempenho dos algoritmos RLSµ-HDP-DLQR
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e RLSµ-UDUT -HDP-DLQR para o projeto online de controladores ótimos via

HDP. Inicialmente, os setups dos experimentos computacionais são apresentados

na Subseção 6.2.1. Realiza-se, em seguida, comparações em termos dos transi-

tórios dos comportamentos de convergência da solução da equação HJB-Riccati

via algoritmos RLSµ-HDP-DLQR e RLSµ-UDUT -HDP-DLQR, Subseções 6.2.2 e

6.2.3. Na sequência, Subseção 6.2.4, avalia-se a estabilidade numérica do processo

iterativo da solução da equação HJB-Riccati para situações em que a conver-

gência já foi alcançada (regime permanente). Prossegue-se com a avaliação de

desempenho dos algoritmos propostos em termos da consistência e polarização

dos estimadores RLS quando associados com métodos HDP, Subseção 6.2.5. De-

pois, Subseção 6.2.6, apresentam-se os experimentos que veri�cam o efeito do

fator de esquecimento no processo de convergência e estabilidade numérica e, por

�m, apresentam-se os experimentos que avaliam a adaptabilidade dos estimadores

RLSµ-HDP-DLQR e RLSµ-UDUT -HDP-DLQR em relação à variações paramé-

tricas na planta, Subseção 6.2.7.

6.2.1 Setup do Processo Iterativo

O setup do processo iterativo consiste em estabelecer quais são os melhores

parâmetros para resolver uma dada aplicação, tendo como referência o empirismo

do projetista ou as relações entre as variáveis do sistema que estão relacionadas

com os métodos. Os parâmetros que desempenham um papel relevante na con-

vergência do método são: ordem do sistema n (n = 4), intervalo de amostragem

Tamost (Tamost = 0.1s), fator de esquecimento µ (µ = 0.92) e matriz de covariância

inicial Γ0 (Γ0 = 103I).

Modelo do Sistema Dinâmico

O circuito elétrico de quarta ordem usado para avaliar o desempenho da meto-

dologia proposta é mostrado no diagrama de Figura 6.2. O circuito é um sistema

de componentes elétricos passivos constituído por capacitores, indutores e resis-

tores.

As leis de Kircho� das correntes e das tensões são aplicadas para relacionar

as variáveis de tensão e corrente, as fontes de energia do sistema e os elementos
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Figura 6.2: Diagrama Esquemático de um Circuito Elétrico de Ordem 4.

do circuito a parâmetros concentrados. O comportamento do sistema é modelado

pelo seguinte conjunto de equações diferenciais.

C
dx1
dt

+
x1
R1

− x3 = 0 (6.1)

C
dx2
dt

+
x2
R1

− x4 = 0 (6.2)

L
dx3
dt

+ x1 +R2(x3 + x4)− u1 = 0 (6.3)

L
dx4
dt

+ x2 +R2(x3 + x4)− u2 = 0, (6.4)

em que x1 e x2 são variáveis de estado que representam as tensões nos capacitores.

As variáveis de estado x3 e x4 são as correntes nos indutores. As matrizes do

sistema dinâmico para a descrição do espaço de estado são dadas no Apêndice F.

Condições Iniciais para RLS

O vetor de parâmetros inicial θ0 da equação de Riccati/Lyapunov estimado

pelo método RLS é dado por

θ = [θ1 . . . θi . . . θ10]
T ,

em que θi = 0 para i = 1, . . . , 10. A inicialização corresponde ao modelo do

sistema dinâmico de quarta ordem.
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A inicialização do processo de iteração de política aproximada requer a escolha

de uma política inicial admissível K0, então para tal, tem-se como matriz inicial

da equação de Riccati/Lyapunov para o RLS

P0 = ρI4×4, (6.5)

em que I4×4 é a matriz de identidade e ρ é um escalar real (ρ = 10). Esta matriz é

associada aos parâmetros da aproximação RLS para o sistema dinâmico de quarta

ordem, de acordo com a lei de formação de Eq.(5.55).

6.2.2 Experimentos RLSµ-HDP-DLQR

Os experimentos RLSµ-HDP-DLQR são realizados da implementação do algo-

ritmo RLSµ-HDP-DLQR otimístico, conforme apresentado no Algoritmo 8. Este

algoritmo representa o procedimento proposto que implementa o método RLS

com fator de esquecimento para determinação da política de controle via regula-

dor linear quadrático (LQR). O algoritmo tem uma condição de revitalização de

estado devido à problemas de estado nulo que conduz à uma matriz de regressores

com rank nulo. Neste caso, a revitalização é aplicada periodicamente, após cada

intervalo nrevit (nrevit = 10).

A Solução da Equação Algébrica de Riccati

Nas Figuras 6.3, 6.4 e 6.5, apresenta-se a evolução do processo iterativo da

solução da HJB-Riccati para um ciclo de 1150 iterações. As curvas (a)-(d) da

Figura 6.3 representam o comportamento de convergência dos elementos p11, p22,

p33 e p44 da matriz P correspondentes às componentes θ1, θ5, θ8 e θ10 do vetor de

parâmetros θ, respectivamente. As curvas (a)-(c) da Figura 6.4 mostram a evolu-

ção dos elementos p12, p13, e p14 da matriz P que estão associados aos elementos

θ2, θ3 e θ4 do vetor θ, respectivamente. O comportamento de convergência dos

parâmetros p23, p24 e p34 associados aos elementos θ6, θ7 e θ9 é representado pelas

curvas (a), (b) e (c) da Figura 6.5, respectivamente. Observa-se que a solução em

torno da iteração 1100 já é admissível.
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Figura 6.3: Evolução do processo iterativo para os parâmetros pii para um ciclo de 1150 iterações,

com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.4: Evolução do processo iterativo para os parâmetros p12, p13 e p14 para um ciclo de

1150 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.5: Evolução do processo iterativo para os parâmetros p23, p24 e p34 para um ciclo de

1150 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.

Nas Tabelas 6.1-6.3 apresenta-se para cada componente do vetor de parâmetros

θ a média, desvio padrão, mediana, valores máximos e mínimos da estimação RLS

padrão para um ciclo de 1150 iterações no sentido de amostras do sensor. Estas

estatísticas são avaliadas em termos da solução da equação HJB-Riccati para duas

situações: a) Avaliar a estabilidade em torno de valores que são obtidos por meio

de um modelo, e b) Avaliar a estabilidade em torno de valores que não estão

previstos por modelos. A solução da HJB-Riccati pelo método de Schur é usada

como referência para comparação de exatidão com os valores de P fornecidos pela

abordagem HDP, supondo-se que os valores de Shur são os valores verdadeiros.

O processo de convergência é analisado sob a luz das equações que estão des-

critas no Algoritmo 8 para avaliar o condicionamento e a positividade da matriz

de covariância do método RLS. Na Figura 6.6 apresenta-se o número de condição

da matriz Γ(k) de covariância e parâmetro de positividade p para o sistema de

ordem 4. Observa-se que os valores de p situam-se no intervalo 0 < p < 1 du-

rante todo o processo iterativo do parâmetro θ. Desta forma, o comportamento

de p não exibe irregularidades sobre o comportamento da matriz de covariância

Γ(k) de Eq.(5.94), pois esta é de�nida positiva durante todo o processo iterativo.

Entretanto, observa-se uma elevada ordem de magnitude no condicionamento da
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Tabela 6.1: Parâmetros θ1, θ5, θ8 e θ10 - Estatísticas - Processo de estimação RLSµ-HDP-DLQR

otimístico, para um ciclo de 1150 iterações.

Parâmetro θ1 θ5 θ8 θ10

Associação pii = θs p11 p22 p33 p44

Verdadeiro (θ0) 11.6401 11.6401 20.9535 20.9535

Estimado (θ̂) 11.5521 11.7183 21.5801 21.3390

Média 8.2421 4.9255 7.8678 14.1208

Desvio padrão 3.1840 6.7779 13.2142 8.7209

Mediana 8.6833 6.0122 7.6874 15.8068

Mínimo 0.0000 -7.6627 -31.3833 -3.9063

Máximo 11.5521 11.9215 32.1060 25.2130

Tabela 6.2: Parâmetros θ2, θ3 e θ4 - Estatísticas - Processo de estimação RLSµ-HDP-DLQR

otimístico, para um ciclo de 1150 iterações.

Parâmetro θ2 θ3 θ4

Associação pij = θs/2 p12 p13 p14

Verdadeiro (θ0) -14.2285 16.0669 1.5776

Estimado (θ̂) -13.9831 16.0291 1.6335

Média -6.6120 9.9739 1.7138

Desvio padrão 6.8720 6.0551 3.1860

Mediana -6.7529 10.0996 1.9628

Mínimo -13.9831 -7.8036 -10.6487

Máximo 10.5969 22.5650 17.6925

matriz de covariância e nota-se um aumento desse fator ao longo do processo

iterativo. Intuitivamente, espera-se que este comportamento possa vir a compro-

meter a estabilidade numérica do algoritmo, uma hipótese que será veri�cada nas

próximas seções.
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Tabela 6.3: Parâmetros θ6, θ7 e θ9 - Estatísticas - Processo de estimação RLSµ-HDP-DLQR

otimístico, para um ciclo de 1150 iterações.

Parâmetro θ6 θ7 θ9

Associação pij = θs/2 p23 p24 p34

Verdadeiro (θ0) -1.5776 -16.0669 -31.0929

Estimado (θ̂) -1.4982 -16.7048 -31.8113

Média 5.2752 -13.1328 -15.2619

Desvio padrão 11.5294 10.7661 16.6948

Mediana 0.8135 -16.7924 -20.9395

Mínimo -44.7021 -66.5781 -38.1626

Máximo 49.8375 26.3041 35.7785
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Figura 6.6: Número de condição da matriz de covariância Γ(k) e parâmetro de positividade

durante o processo de estimação RLSµ-HDP-DLQR otimístico com fator de esquecimento µ =

0.92, para um ciclo de 1150 iterações.

6.2.3 Experimentos RLSµ-UDUT -HDP-DLQR

Os resultados dos experimentos RLSµ-UDUT -HDP-DLQR são apresentados

de forma análoga aos experimentos RLSµ-HDP-DLQR. Para um ciclo de 1150 ite-

rações, observa-se que o comportamento de convergência da solução da equação

HJB-Riccati é similar ao do algoritmo RLSµ-HDP-DLQR otimístico, conforme

ilustrado nas Figuras 6.7, 6.8 e 6.9 em comparação com as Figuras 6.3, 6.4 e 6.5,
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respectivamente. Como também as estatísticas associadas com a evolução do pro-

cesso iterativo da solução da HJB-Riccati do algoritmo RLSµ-UDUT -HDP-DLQR

otimístico apresentam propriedades semelhantes às apresentadas pelo algoritmo

RLSµ-HDP-DLQR otimístico com respeito à média, desvio padrão, mediana, má-

ximo e mínímo para cada um dos parâmetros estimados. Na Tabela 6.4 apresenta-

se as estatísticas da estimação RLS com fatoração UDUT que estão associadas

com a evolução dos parâmetros p11, p22, p33 e p44 da solução da HJB-Riccati. Nas

Tabelas 6.5 e 6.6 são apresentadas as estatísticas associadas com o comportamento

dos parâmetros p12, p13, p14 e p23, p24, p34, respectivamente.
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Figura 6.7: Comportamento de convergência dos parâmetros pii para um ciclo de 1150 iterações,

com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.8: Comportamento de convergência dos parâmetros p12, p13 e p14 para um ciclo de

1150 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura 6.9: Comportamento de convergência dos parâmetros p23, p24 e p34 para um ciclo de

1150 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.

Na Figura 6.10 apresenta-se o número de condição do fator Cholesky G(k)



CAPÍTULO 6. EXPERIMENTOS COMPUTACIONAIS 133

Tabela 6.4: Parâmetros θ1, θ5, θ8 e θ10 - Estatísticas - Processo de estimação RLSµ-UDUT -

HDP-DLQR otimístico, para um ciclo de 1150 iterações.

Parâmetro θ1 θ5 θ8 θ10

Associação pii = θs p11 p22 p33 p44

Verdadeiro (θ0) 11.6401 11.6401 20.9535 20.9535

Estimado (θ̂) 11.5506 11.7225 21.6826 21.3506

Média 8.2419 4.9268 7.8768 14.1222

Desvio padrão 3.1839 6.7792 13.2219 8.7218

Mediana 8.6837 6.0129 7.7079 15.8068

Mínimo 0.0000 -7.6627 -31.3812 -3.9063

Máximo 11.5582 11.9226 32.1060 25.1968

Tabela 6.5: Parâmetros θ2, θ3 e θ4 - Estatísticas - Processo de estimação RLSµ-UDUT -HDP-

DLQR otimístico, para um ciclo de 1150 iterações.

Parameter θ2 θ3 θ4

Association pij = θs/2 p12 p13 p14

True (θ0) -14.2285 16.0669 1.5776

Estimated (θ̂) -13.9833 16.0895 1.7042

Expectation -6.6114 9.9752 1.7138

Standard deviation 6.8713 6.0557 3.1854

Median -6.7524 10.1058 1.9102

Minimum -13.9984 -7.8027 -10.6487

Maximum 10.5969 22.5650 17.6925

da matriz de covariância Γ(k) e parâmetro de positividade p do processo RLSµ-

UDUT -HDP-DLQR para estimação da solução DLQR. Observa-se que os valores

de p satisfazem a condição necessária da propriedade de�nida positiva durante

todo o processo iterativo do parâmetro θ, isto é 0 < p < 1. Em relação ao número

de condição, nota-se um valor substancialmente menor comparado com o número

de condição da matriz de covariância do estimador RLSµ-HDP-DLQR. Isto é um

indicativo de que o algoritmo tende a apresentar sensibilidades menores à efeitos

de perturbações causadas por problemas numéricos.
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Tabela 6.6: Parâmetros θ6, θ7 e θ9 - Estatísticas - Processo de estimação RLSµ-UDUT -HDP-

DLQR otimístico, para um ciclo de 1150 iterações.

Parâmetro θ6 θ7 θ9

Associação pij = θs/2 p23 p24 p34

Verdadeiro (θ0) -1.5776 -16.0669 -31.0929

Estimado (θ̂) -1.6774 -16.8926 -31.6927

Média 5.2745 -13.1374 -15.2700

Desvio padrão 11.5279 10.7665 16.7022

Mediana 0.8135 -16.8651 -21.0662

Mínimo -44.7021 -66.5780 -38.1577

Máximo 49.8345 26.3009 35.7785
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Figura 6.10: Número de condição do fator Cholesky G(k) da matriz de covariância Γ(k) e

parâmetro de positividade durante o processo de estimação RLSµ-UDUT -HDP-DLQR otimístico

com fator de esquecimento µ = 0.92, para um ciclo de 1150 iterações.

6.2.4 Experimentos sobre Estabilidade Numérica

O processo iterativo é avaliado para situações em que a convergência já foi atin-

gida, restando avaliar a estabilidade numérica. Nas Figuras 6.11-6.13 apresenta-se

a evolução do processo iterativo da solução da equação HJB-Riccati do algoritmo

RLSµ-HDP-DLQR otimístico para um ciclo de 5000 iterações. Observa-se que

depois que o parâmetro P alcança a fase de acomodação desajustes signi�cativos
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ocorrem nos seus valores entre as iterações 2500 e 3000, e menores desajustes

entre as iterações 3000 e 5000. Este período caracteriza-se como uma fase crítica

para a estabilidade numérica do algoritmo, pois neste momento o estimador apre-

senta uma maior sensibilidade à efeitos de perturbações causadas por problemas

numéricos.
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Figura 6.11: Comportamento de convergência dos parâmetros pii para um ciclo de 5000 iterações,

com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.12: Comportamento de convergência dos parâmetros p12, p13 e p14 para um ciclo de

5000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.13: Comportamento de convergência dos parâmetros p23, p24 e p34 para um ciclo de

5000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.

Nas Figuras 6.14-6.16 apresenta-se a evolução do processo iterativo da solução

da equação HJB-Riccati do algoritmo RLSµ-UDUT -HDP-DLQR para um ciclo
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de 5000 iterações. Na análise comparativa entre os comportamentos de conver-

gência dos algoritmos RLSµ-HDP-DLQR e RLSµ-UDUT -HDP-DLQR, observa-

se que quando o estimador RLSµ-UDUT -HDP-DLQR ultrapassa a fase de aco-

modação, seus parâmetros estimados não sofrem nenhuma grande perturbação,

mantendo-se estáveis em relação aos valores verdadeiros para o processo inteiro.

Isto é uma indicação que o algoritmo RLSµ-HDP-DLQR com fatoração UDUT

recupera os desvios com respeito aos valores verdadeiros do parâmetro θ. Desta

forma, observa-se-se que a fatoração UDUT promove melhorias nas características

de estabilidade numérica do processo de estimação da solução da equação HJB-

Riccati. Este fenômeno pode ser explicado da seguinte forma: conforme mostrado

na Figura 6.17, o número de condição da matriz de covariância Γ(k) do estimador

RLSµ-HDP-DLQR apresenta variações drásticas nos seus valores (presença de pi-

cos que podem levar à situações de não-convergência), principalmente em torno

das iterações 2000 e 2500, o que re�ete posteriormente nos valores dos parâme-

tros que sofrem perda de estabilidade entre as iterações 2500 e 3000. Enquanto

isso, como mostrado na Figura 6.18, o número de condição do fator Cholesky

exibe um comportamento sem variações abruptas, e com menores amplitudes em

relação a aquelas apresentadas pelo RLSµ-HDP-DLQR, sendo mantido em uma

determinada faixa de valores após o período transitório.
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Figura 6.14: Comportamento de convergência dos parâmetros pii para um ciclo de 5000 iterações,

com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.15: Comportamento de convergência dos parâmetros p12, p13 e p14 para um ciclo de

5000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura 6.16: Comportamento de convergência dos parâmetros p23, p24 e p34 para um ciclo de

5000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.

Nas Figuras 6.17 e 6.18 apresentam-se os números de condição e os parâmetros

de positividade dos processos de estimação RLSµ-HDP-DLQR e RLSµ-UDUT -

HDP-DLQR, respectivamente.
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Figura 6.17: Número de condição da matriz de covariância Γ(k) e parâmetro de positividade

durante o processo de estimação RLSµ-HDP-DLQR otimístico com fator de esquecimento µ =

0.92, para um ciclo de 5000 iterações.
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Figura 6.18: Número de condição do fator Cholesky G(k) da matriz de covariância Γ(k) e

parâmetro de positividade durante o processo de estimação RLSµ-UDUT -HDP-DLQR otimístico

com fator de esquecimento µ = 0.92, para um ciclo de 5000 iterações.

Com respeito aos parâmetros de positividade, observa-se que o estimador
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RLSµ-HDP-DLQR sem fatoração UDUT apresenta irregularidades quando seu

parâmetro de positividade p assume valores fora do intervalo 0 < p < 1 para

algumas iterações do processo de estimação do parâmetro θ, indicando perda da

positividade da matriz de covariância. Enquanto que os valores de θ para o es-

timador RLSµ-HDP-DLQR com fatoração UDUT estão no intervalo de validade

durante todo o processo iterativo.

6.2.5 Consistência dos Métodos RLSµ-HDP-DLQR e RLSµ-

UDUT -HDP-DLQR

Experimentos foram realizados para investigar a média e desvio padrão para

um número grande de iterações. Observou-se que à medida que se aumenta o

número de iterações, a média tende para o valor verdadeiro θ0 e o desvio padrão

tende para zero. Esses resultados evidenciaram que os estimadores RLSµ-HDP-

DLQR e RLSµ-UDUT -HDP-DLQR são não-polarizados e consistentes.

Nas Tabelas 6.7-6.9 apresenta-se para cada componente do vetor de parâmetros

θ a média e desvio padrão da estimação RLSµ-HDP-DLQR para um ciclo de

100000 iterações.

Tabela 6.7: Parâmetros θ1, θ5, θ8 e θ10 - Estatísticas: Média e Desvio Padrão - Processo de

estimação RLSµ-HDP-DLQR otimístico, para um ciclo de 100000 iterações.

Parâmetro θ1 θ5 θ8 θ10

Associação pii = θs p11 p22 p33 p44

Verdadeiro (θ0) 11.6401 11.6401 20.9535 20.9535

Estimado (θ̂) 11.6401 11.6401 20.9535 20.9535

Média 11.6019 11.5631 20.7937 20.8728

Desvio padrão 0.4964 1.0170 2.0140 1.1849
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Tabela 6.8: Parâmetros θ2, θ3 e θ4 - Estatísticas: Média e Desvio Padrão - Processo de estimação

RLSµ-HDP-DLQR otimístico, para um ciclo de 100000 iterações.

Parâmetro θ2 θ3 θ4

Associação pij = θs/2 p12 p13 p14

Verdadeiro (θ0) -14.2285 16.0669 1.5776

Estimado (θ̂) -14.2285 16.0669 1.5776

Média -14.1433 15.9940 1.5757

Desvio padrão 1.0937 0.9292 0.3745

Tabela 6.9: Parâmetros θ6, θ7 e θ9 - Estatísticas: Média e Desvio Padrão - Processo de estimação

RLSµ-HDP-DLQR otimístico, para um ciclo de 100000 iterações.

Parâmetro θ6 θ7 θ9

Associação pij = θs/2 p23 p24 p34

Verdadeiro (θ0) -1.5776 -16.0669 -31.0929

Estimado (θ̂) -1.5776 -16.0669 -31.0929

Média -1.4899 -16.0205 -30.9130

Desvio padrão 1.4912 1.2864 2.4582

Nas Tabelas 6.10-6.12 apresenta-se para cada componente do vetor de parâ-

metros θ a média e desvio padrão da estimação RLSµ-UDUT -HDP-DLQR para

um ciclo de 100000 iterações.

Tabela 6.10: Parâmetros θ1, θ5, θ8 e θ10 - Estatísticas: Média e Desvio Padrão - Processo de

estimação RLSµ-UDUT -HDP-DLQR otimístico, para um ciclo de 100000 iterações.

Parâmetro θ1 θ5 θ8 θ10

Associação pii = θs p11 p22 p33 p44

Verdadeiro (θ0) 11.6401 11.6401 20.9535 20.9535

Estimado (θ̂) 11.6401 11.6401 20.9535 20.9535

Média 11.6010 11.5638 20.8083 20.8767

Desvio padrão 0.4960 1.0165 1.9831 1.1813
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Tabela 6.11: Parâmetros θ2, θ3 e θ4 - Estatísticas: Média e Desvio Padrão - Processo de esti-

mação RLSµ-UDUT -HDP-DLQR otimístico, para um ciclo de 100000 iterações.

Parâmetro θ2 θ3 θ4

Associação pij = θs/2 p12 p13 p14

Verdaeiro (θ0) -14.2285 16.0669 1.5776

Estimado (θ̂) -14.2285 16.0669 1.5776

Média -14.1406 15.9980 1.5799

Desvio padrão 1.0926 0.9156 0.3416

Tabela 6.12: Parâmetros θ6, θ7 e θ9 - Estatísticas: Média e Desvio Padrão - Processo de esti-

mação RLSµ-UDUT -HDP-DLQR otimístico, para um ciclo de 100000 iterações.

Parâmetro θ6 θ7 θ9

Associação pij = θs/2 p23 p24 p34

Verdadeiro (θ0) -1.5776 -16.0669 -31.0929

Estimado (θ̂) -1.5776 -16.0669 -31.0929

Média -1.5009 -16.0376 -30.9143

Desvio padrão 1.4324 1.1947 2.4521

6.2.6 Seleção do Fator de Esquecimento

Uma análise de condições para a estabilidade numérica da implementação de

precisão �nita dos algoritmos RLS convencionais (sem fatoração UDUT ) é encon-

trada em (Liavas e Regalia, 1999), onde os autores fornecem limites para a precisão

relativa dos cálculos em termos do fator de esquecimento µ e do condicionamento

do problema. Admissivelmente, explorando as consideráveis propriedades numéri-

cas da fatoração UDUT , os algoritmos RLSµ-UDUT -HDP-DLQR podem oferecer

uma convergência numericamente mais estável e, em determinadas situações, de-

pendendo da escolha do fator de esquecimento, podem garantir uma convergência

mais rápida do que os algoritmos RLSµ-HDP-DLQR.

Em inúmeras simulações realizadas neste trabalho, pôde-se veri�car a in�uên-

cia do fator de esquecimento µ no processo de convergência e estabilidade numérica

dos estimadores RLSµ-HDP-DLQR para solução da HJB-Riccati para diferentes

valores de µ. Na análise comparativa dos desempenhos dos estimadores RLSµ-

HDP-DLQR e RLSµ-UDUT -HDP-DLQR em relação à variações no fator de es-
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quecimento, os outros parâmetros foram mantidos constantes e iguais a aqueles

dos experimentos anteriores em que se utilizou o valor µ = 0.92, como por exemplo

a matriz de covariância inicial que foi estabelecida Γ0 = 103I. Nos experimentos

apresentados a seguir considera-se os seguintes valores de µ: 0.9, 0.93, 0.94, 0.95,

0.96 e 0.97.

Para o caso µ = 0.9, observou-se a grande in�uência deste fator no compor-

tamento dos estimadores RLSµ-HDP-DLQR, uma vez que este fator causou uma

divergência abrupta nos parâmetros destes estimadores com poucas centenas de

iterações, como pode ser veri�cado na Figura 6.19 que ilustra a evolução dos

parâmetros p11, p44, p14 e p24 para um ciclo de 1400 iterações. O fenômeno da

divergência ocorreu antes mesmo que um regime permanente possa ter sido esta-

belecido. À priori, é necessário considerar como hipótese que o comportamento

do parâmetro de positividade denuncia a iminência deste fenômeno quando seus

valores extrapolam a faixa de validade, evidenciando uma anomalia, conforme

pode ser observado na curva b) da Figura 6.20. Com também, nota-se a partir

da curva a) da mesma �gura variações abruptas no condicionamento da matriz

de covariância.
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Figura 6.19: Evolução do processo iterativo para os parâmetros p11, p44, p14 e p24 para um ciclo

de 1400 iterações, com fator de esquecimento µ = 0.9 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.20: Número de condição da matriz de covariância Γ(k) e parâmetro de positividade para

um ciclo de 1400 iterações, com fator de esquecimento µ = 0.9 - Algoritmo RLSµ-HDP-DLQR

Otimístico.

A Tabela 6.13 apresenta as ocorrências associadas com a perda da positividade

da matriz de covariância Γk do processo de estimação RLSµ-HDP-DLQR para

um ciclo de 1200 iterações, com fator de esquecimento µ = 0.9, tendo por base

o parâmetro de positividade pk, em que k representa o instante de tempo de

ocorrência do processo iterativo RLS, k1 representa o "tag"associado com o tempo

k, λmin(Γk) é o autovalor mínimo da matriz de covariância Γk no instante k,

cond(Γk) é o número de condição da matriz Γk no instante k, fqd = ϕTk Γk−1ϕk é

uma forma quadrática associada a matriz Γk, εk é o erro da estimativa que é dado

por rk − ϕTk θk−1, ∥Γk∥2 é a norma 2 da matriz Γk, e ∥Lk∥2 é a norma 2 do vetor

de ganho Lk do processo iterativo do RLS.
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Tabela 6.13: Ocorrências associadas com a perda da positividade da matriz de covariância

Γk para um ciclo de 1200 iterações - Processo de estimação RLSµ-HDP-DLQR, com fator de

esquecimento µ = 0.9.

k1 k pk λmin(Γk) cond(Γk) fqd εk ∥Γk∥2 ∥Lk∥2

1 1068 -1.327 -1.088×10−3 1.717×1013 -1.578×100 1.005×100 1.867×1010 1.576×104

2 1069 -0.008 -1.085×103 5.245×1011 -1.102×102 3.205×100 6.149×109 1.884×104

3 1074 1.057 -2.004×103 4.345×1011 -4.881×10−2 4.935×10−2 9.048×109 3.190×103

4 1075 1.765 -2.805×103 3.282×1011 -3.900×10−1 1.932×10−1 1.000×1010 8.356×103

5 1078 -0.362 -8.038×103 4.851×1012 -3.388×100 2.513×100 1.048×1010 1.289×104

6 1094 1.010 -3.666×1010 1.357×1013 -8.971×10−3 8.693×10−2 3.666×1010 6.434×104

7 1096 3.805 -1.947×1011 2.280×1013 -6.635×10−1 3.255×10−1 1.947×1011 3.315×105

8 1108 -0.050 -5.883×1010 5.732×1012 -1.900×101 7.611×10−3 5.883×1010 3.412×104

9 1109 -4.337 -6.530×1010 5.981×1014 -1.108×100 1.300×10−2 6.530×1010 8.220×102

10 1115 1.457 -2.682×1011 1.095×1013 -2.824×10−1 4.355×10−3 2.682×1011 3.148×105

11 1116 -0.021 -2.906×109 8.174×1011 -4.467×101 3.336×10−3 6.118×1011 1.103×106

12 1117 -0.412 -2.975×109 7.532×1013 -3.084×100 9.649×10−3 7.131×1011 1.128×104

13 1119 -0.357 -3.661×109 2.629×1015 -3.418×100 1.941×10−3 8.832×1011 3.335×101

14 1125 1.795 -1.221×1010 3.773×1013 -3.987×10−1 1.545×10−2 1.420×1012 7.754×104

15 1126 -0.084 -1.355×1010 8.386×1012 -1.162×101 4.019×10−2 1.632×1012 1.993×105

16 1128 -0.004 -1.672×1010 1.811×1013 -2.023×102 9.724×10−3 2.025×1012 1.090×104

17 1129 -0.014 -1.858×1010 3.494×1014 -6.393×101 2.690×10−2 2.251×1012 4.505×102

18 1134 1.311 -4.962×1010 2.154×1013 -2.136×10−1 1.477×10−3 2.388×1012 1.429×105

19 1135 -0.114 -4.543×1010 3.720×1012 -8.818×100 1.372×10−3 2.992×1012 1.025×106

20 1137 -0.042 -5.320×1010 5.556×1013 -2.240×101 5.927×10−3 3.803×1012 7.492×103

21 1138 -0.027 -5.911×1010 2.250×1014 -3.377×101 5.109×10−3 4.226×1012 2.181×103

22 1139 -0.167 -6.568×1010 8.052×1015 -6.291×100 1.139×10−3 4.696×1012 4.276×102

23 1147 -0.161 -2.849×1011 2.459×1014 -6.499×100 5.107×10−3 4.883×1012 6.638×103

24 1149 -0.019 -3.515×1011 1.265×1015 -4.745×101 1.120×10−3 6.032×1012 1.294×102

25 1158 -0.055 -2.187×1012 4.567×1014 -1.718×101 3.248×10−4 4.333×1012 3.579×102

26 1166 -0.083 -1.090×1013 5.560×1013 -1.174×101 1.777×10−4 1.090×1013 1.638×104

27 1169 -0.001 -1.495×1013 1.722×1014 -8.628×102 1.065×10−4 1.495×1013 1.711×102

28 1173 -5.194 -2.902×1013 9.247×1012 -1.073×100 9.320×10−4 2.902×1013 1.588×106

29 1178 -0.002 -4.691×1013 2.308×1014 -3.664×102 6.338×10−4 4.691×1013 3.820×102

30 1179 -0.001 -5.212×1013 4.975×1014 -1.044×103 1.015×10−4 5.212×1013 1.574×102

31 1182 -0.134 1.083×102 9.483×1012 -7.605×100 7.873×10−4 3.406×1014 1.229×107

32 1183 -0.146 -2.668×1014 1.397×1013 -7.075×100 4.782×10−3 2.668×1014 1.344×106

33 1186 -0.000 -5.307×1014 2.624×1012 -1.989×104 5.008×10−2 5.307×1014 4.138×105

34 1189 -0.000 -6.916×1012 9.812×1013 -1.832×105 3.160×101 1.261×1015 4.834×103

35 1191 -0.334 -2.627×1015 1.224×1013 -3.591×100 4.051×10−3 2.628×1015 1.836×107

36 1193 -0.000 -5.390×108 5.926×1012 -3.304×103 3.431×10−2 4.073×1016 1.096×108

37 1194 -0.000 -4.999×103 5.374×1012 -1.006×104 2.577×100 2.686×1016 6.855×105

38 1196 -0.000 1.682×104 2.647×1012 -3.152×104 1.812×10−1 3.198×1016 2.646×105

39 1197 -0.000 -5.711×108 3.610×1012 -4.943×106 2.240×10−2 3.593×1016 8.192×104

40 1198 -0.000 -6.345×108 7.453×1015 -1.129×104 3.778×10−2 3.992×1016 2.774×102

41 1199 -0.000 -7.050×108 5.526×1012 -1.274×108 1.846×10−3 4.436×1016 1.132×104

42 1200 -0.027 -6.942×108 2.158×1013 -3.477×101 8.474×10−2 9.636×1016 1.437×107
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Similarmente, para o caso µ = 0.97, os resultados apresentados nas Figuras

6.21 e 6.22 também mostram uma divergência abrupta dos estimadores RLSµ-

HDP-DLQR associada com uma anomalia nos comportamentos do parâmetro

de positividade e do número de condição. Contudo, o fenômeno da divergência

é manifestado após a execução de milhares de iterações, ao contrário do caso

µ = 0.9 que contribuiu severamente para a aceleração do processo de divergência.

O mesmo processo, executado com valores acima de 0.97, ocasionou também a di-

vergência do estimador RLSµ-HDP-DLQR. Mais informação sobre as frequências

de ocorrência relacionadas com a perda da positividade da matriz de covariância

é fornecida a partir da Tabela 6.14, onde identi�ca-se um total de 42 ocorrências

em um ciclo de 15080 iterações, 6 ocorrências observadas até a iteração 7086 e 36

ocorrências da iteração 13180 a 15080.
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Figura 6.21: Evolução do processo iterativo para os parâmetros p11, p44, p14 e p24 para um

ciclo de 17500 iterações, com fator de esquecimento µ = 0.97 - Algoritmo RLSµ-HDP-DLQR

Otimístico.
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Figura 6.22: Número de condição da matriz de covariância Γ(k) e parâmetro de positividade para

um ciclo de 17500 iterações, com fator de esquecimento µ = 0.97 - Algoritmo RLSµ-HDP-DLQR

Otimístico.
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Tabela 6.14: Ocorrências associadas com a perda da positividade da matriz de covariância Γk

para um ciclo de 15072 iterações - Processo de estimação RLSµ-HDP-DLQR, com fator de

esquecimento µ = 0.97.

k1 k pk λmin(Γk) cond(Γk) fqd εk ∥Γk∥2 ∥Lk∥2

1 6660 1.123 -3.590×102 1.239×1012 -1.066×10−1 2.914×10−9 4.447×1014 7.641×106

2 6670 1.248 -6.557×102 6.530×1011 -1.927×10−1 4.338×10−9 4.280×1014 9.903×106

3 6680 4.245 -1.491×103 3.070×1011 -7.415×10−1 7.736×10−9 4.565×1014 1.069×107

4 7030 1.100 -2.161×102 1.680×1012 -8.810×10−2 1.745×10−10 3.630×1014 4.218×106

5 7060 1.277 -1.199×103 1.880×1011 -2.104×10−1 1.807×10−9 2.253×1014 9.086×106

6 7086 -0.136 -2.224×1016 1.423×1013 -8.121×100 8.349×10−8 2.224×1016 4.411×108

7 13180 1.009 -1.198×102 2.833×1012 -8.620×10−3 6.283×10−10 3.394×1014 4.819×106

8 13190 1.142 -2.626×102 1.419×1012 -1.207×10−1 9.316×10−10 3.725×1014 4.863×106

9 13240 1.400 -1.165×1010 3.413×107 -2.770×10−1 3.157×10−6 3.495×1010 1.689×105

10 13251 -0.045 -1.112×1012 1.570×109 -2.260×101 1.222×10−4 1.112×1012 4.991×106

11 14877 -0.001 -2.512×10−13 1.961×1014 -1.729×103 5.709×107 4.970×101 6.482×10−5

12 14878 -0.000 -8.865×10−11 3.668×1014 -1.033×105 9.817×108 5.018×101 4.434×10−6

13 14899 1.303 -1.006×10−8 1.398×1014 -2.257×10−1 7.846×105 1.917×10−1 1.143×10−2

14 14924 1.147 -4.746×10−1 5.605×1014 -1.246×10−1 3.320×105 4.746×10−1 7.682×10−1

15 14927 -0.002 -8.956×10−7 9.977×1012 -5.220×102 1.245×108 2.933×10−2 7.982×10−4

16 14928 -0.025 -5.333×10−6 3.597×1013 -3.980×101 4.409×1010 1.755×10−4 8.141×10−7

17 14931 1.000 -5.845×10−6 4.442×1014 -5.109×10−12 1.763×101 5.845×10−6 1.168×10−8

18 14932 1.000 -6.026×10−6 4.500×1014 -5.976×10−9 1.346×102 6.026×10−6 1.895×10−7

19 14933 1.000 -6.212×10−6 4.514×1014 -5.627×10−7 1.730×103 6.212×10−6 1.924×10−6

20 14934 1.000 -6.406×10−6 4.481×1014 -2.541×10−4 1.460×104 6.406×10−6 3.996×10−5

21 14935 1.008 -6.657×10−6 4.497×1014 -7.933×10−3 2.502×105 6.658×10−6 2.335×10−4

22 14950 1.000 -9.609×10−7 5.629×1013 -1.203×10−10 5.409×102 9.609×10−7 1.306×10−8

23 14951 1.000 -9.906×10−7 5.634×1013 -2.244×10−10 8.149×101 9.907×10−7 1.577×10−8

24 14952 1.000 -1.021×10−6 5.632×1013 -5.105×10−8 1.727×102 1.021×10−6 2.655×10−7

25 14953 1.000 -1.053×10−6 5.632×1013 -1.733×10−5 2.546×103 1.053×10−6 4.985×10−6

26 14954 1.006 -1.094×10−6 5.670×1013 -5.893×10−3 1.037×105 1.094×10−6 9.506×10−5

27 14989 -0.084 -2.503×10−12 8.419×1014 -1.251×101 1.370×1013 4.137×10−11 3.999×10−10

28 15001 1.000 -6.573×10−26 5.103×1013 7.143×10−19 5.990×100 3.360×10−12 1.384×10−15

29 15011 1.000 -1.016×10−25 2.941×1013 6.685×10−18 4.101×10−1 2.989×10−12 2.394×10−15

30 15012 1.000 -1.047×10−25 2.943×1013 2.234×10−17 7.888×101 3.081×10−12 3.314×10−15

31 15021 1.000 -1.436×10−25 2.155×1013 8.075×10−19 3.637×100 3.094×10−12 5.060×10−16

32 15022 1.000 -1.480×10−25 2.155×1013 4.863×10−18 7.596×101 3.190×10−12 5.318×10−16

33 15031 1.000 -2.263×10−25 1.784×1013 6.048×10−19 1.855×100 4.034×10−12 7.268×10−16

34 15032 1.000 -2.331×10−25 1.784×1013 8.322×10−18 7.436×101 4.159×10−12 8.697×10−16

35 15041 1.000 -3.017×10−25 1.809×1013 8.102×10−19 1.901×100 5.459×10−12 9.776×10−16

36 15042 1.000 -3.110×10−25 1.809×1013 1.088×10−17 7.421×101 5.628×10−12 1.103×10−15

37 15051 1.000 -3.934×10−25 1.880×1013 1.090×10−18 1.922×100 7.395×10−12 1.319×10−15

38 15052 1.000 -4.057×10−25 1.879×1013 1.450×10−17 7.416×101 7.624×10−12 1.451×10−15

39 15061 1.000 -5.968×10−25 1.680×1013 1.470×10−18 1.932×100 1.002×10−11 1.784×10−15

40 15062 1.000 -6.151×10−25 1.680×1013 1.948×10−17 7.413×101 1.033×10−11 1.935×10−15

41 15071 1.000 -8.604×10−25 1.579×1013 1.986×10−18 1.938×100 1.359×10−11 2.414×10−15

42 15072 1.000 -8.876×10−25 1.579×1013 2.628×10−17 7.412×101 1.401×10−11 2.598×10−15
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Já os estimadores RLSµ-UDUT -HDP-DLQR mostraram-se insensíveis à esco-

lha do fator de esquecimento tanto para o caso µ = 0.9 quanto para µ = 0, 97 que

puderam suportar milhares de iterações sem que o fenômeno da divergência se

manifestasse. As Figuras 6.23 e 6.25 ilustram os comportamentos de convergência

dos parâmetros p11, p44, p14 e p24 para os casos µ = 0.9 e µ = 0.7, respectiva-

mente. Os resultados mostrados nas Figuras 6.24 e 6.26 ilustram características

mais robustas de estabilidade numérica quando o parâmetro de positividade se

mantém na faixa de validade durante todo o processo iterativo e o número de

condição exibe um comportamento no qual não se observa variações abruptas em

seus valores, os quais são mantidos limitados à um determinado intervalo após

decorrido um período de tempo à transição (em torno da iteração 3200).
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Figura 6.23: Evolução do processo iterativo para os parâmetros p11, p44, p14 e p24 para um ciclo

de 5000 iterações, com fator de esquecimento µ = 0.9 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura 6.24: Número de condição do fator Cholesky G(k) da matriz de covariância Γ(k) e

parâmetro de positividade para um ciclo de 5000 iterações, com fator de esquecimento µ = 0.9

- Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.25: Evolução do processo iterativo para os parâmetros p11, p44, p14 e p24 para um ciclo

de 10000 iterações, com fator de esquecimento µ = 0.97 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura 6.26: Número de condição do fator Cholesky G(k) da matriz de covariância Γ(k) para

um ciclo de 10000 iterações, com fator de esquecimento µ = 0.97 - Algoritmo RLSµ-UDUT -

HDP-DLQR Otimístico.

Em relação aos estimadores RLSµ-HDP-DLQR, pôde-se observar uma melhor

convergência para os valores de µ = 0.95 e µ = 0.96, sem oscilações em torno

do valor verdadeiro do parâmetro P durante o comportamento em regime perma-

nente, como pode ser veri�cado nas Figuras 6.27 e 6.28 que ilustram a evolução

do processo iterativo para os parâmetros p11, p44, p14 e p24 para um ciclo de 5000

iterações para os casos µ = 0.95 e µ = 0.96, respectivamente.



CAPÍTULO 6. EXPERIMENTOS COMPUTACIONAIS 153

0 2000 4000 6000
0

5

10

15

a) k amostras

p
1

1

 

 

0 2000 4000 6000
−10

0

10

20

30

b) k amostras

p
4

4
0 2000 4000 6000

−10

−5

0

5

10

c) k amostras

p
1

4

0 2000 4000 6000
−40

−20

0

20

d) k amostras

p
2

4

θ
estim

θ
0

Figura 6.27: Evolução do processo iterativo para os parâmetros p11, p44, p14 e p24 para um

ciclo de 5000 iterações, com fator de esquecimento µ = 0.95 - Algoritmo RLSµ-HDP-DLQR

Otimístico.
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Figura 6.28: Evolução do processo iterativo para os parâmetros p11, p44, p14 e p24 para um

ciclo de 5000 iterações, com fator de esquecimento µ = 0.96 - Algoritmo RLSµ-HDP-DLQR

Otimístico.

Veri�ca-se que apesar da aparente normalidade desses comportamentos, os
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resultados ilustrados nas Figuras 6.29-6.30 e 6.31 juntamente com os resultados

apresentados nas Tabelas 6.15 e 6.16 mostram irregularidades no comportamento

da matriz de covariância para ambos os valores de µ. No caso µ = 0.95, evidencia-

se a perda da positividade da matriz de covariância a partir da iteração 2000,

enquanto que no caso µ = 0.96, este fenômeno é manisfestado a partir da iteração

2320.
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Figura 6.29: Número de condição da matriz de covariância Γ(k) e parâmetro de positividade para

um ciclo de 3000 iterações, com fator de esquecimento µ = 0.95 - Algoritmo RLSµ-HDP-DLQR

Otimístico.
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Figura 6.30: Número de condição da matriz de covariância Γ(k) e parâmetro de positividade para

um ciclo de 5000 iterações, com fator de esquecimento µ = 0.95 - Algoritmo RLSµ-HDP-DLQR

Otimístico.
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Tabela 6.15: Ocorrências associadas com a perda da positividade da matriz de covariância

Γk para um ciclo de 3000 iterações - Processo de estimação RLSµ-HDP-DLQR, com fator de

esquecimento µ = 0.95.

k1 k pk λmin(Γk) cond(Γk) fqd εk ∥Γk∥2 ∥Lk∥2

1 2000 1.250 -5.271×102 1.015×1012 -1.899×10−1 4.692×10−9 5.350×1014 9.153×106

2 2010 1.087 -2.788×103 1.179×1011 -7.597×10−2 4.272×10−9 3.284×1014 1.818×107

3 2120 5.516 -1.105×103 1.891×1012 -7.778×10−1 2.873×10−10 2.090×1015 7.711×106

4 2130 -0.459 -5.201×103 6.764×1011 -3.018×100 1.591×10−11 3.353×1015 4.871×107

5 2170 -4.420 -1.605×103 2.542×1012 -1.165×100 5.872×10−12 4.079×1015 4.102×106

6 2220 -0.433 -4.353×103 1.380×1012 -3.143×100 4.590×10−12 6.007×1015 1.038×107

7 2230 -1.117 -2.451×103 2.515×1012 -1.800×100 4.117×10−11 6.159×1015 6.788×106

8 2280 -0.316 -5.514×103 7.466×1011 -3.953×100 5.313×10−11 4.113×1015 9.901×106

9 2300 2.221 -7.270×102 8.052×1012 -5.223×10−1 6.611×10−11 5.851×1015 2.443×106

10 2310 -0.090 -1.294×104 7.047×1011 -1.148×101 2.602×10−11 6.727×1015 1.380×108

11 2340 -0.091 -1.741×104 1.227×1012 -1.135×101 6.134×10−11 1.261×1016 2.561×107

12 2350 -0.358 -5.122×103 2.755×1012 -3.606×100 8.583×10−11 1.409×1016 3.129×106

13 2380 -5.396 -1.446×103 4.865×1012 -1.126×100 1.151×10−10 6.922×1015 1.327×107

14 2390 -0.042 -3.382×104 4.396×1011 -2.365×101 2.633×10−10 4.596×1015 3.849×107

15 2430 -0.311 -5.673×103 2.227×1012 -4.010×100 1.574×10−12 1.262×1016 4.919×106

16 2440 -0.177 -8.876×103 1.984×1012 -6.306×100 2.982×10−11 1.741×1016 6.398×106

17 2480 -0.003 -2.456×1016 3.187×1012 -3.089×102 1.232×10−11 2.456×1016 6.064×108

18 2690 -0.360 -5.118×103 7.013×1011 -3.591×100 5.980×10−11 3.587×1015 1.431×107

19 2780 1.202 -2.690×102 6.216×1012 -1.598×10−1 3.117×10−10 1.670×1015 7.443×106

20 2810 1.519 -3.997×102 8.629×1012 -3.246×10−1 3.638×10−11 3.418×1015 9.591×106

21 2820 -0.123 -1.181×104 4.869×1011 -8.673×100 9.790×10−12 4.648×1015 1.332×107

22 2840 -0.885 -2.805×103 2.274×1012 -2.024×100 7.845×10−12 6.349×1015 8.495×106

23 2850 -0.144 -1.057×104 6.411×1011 -7.533×100 3.297×10−10 5.710×1015 2.331×107

24 2930 -0.305 -5.878×103 6.013×1011 -4.060×100 2.629×10−11 3.473×1015 1.688×107

25 2940 1.096 -1.229×102 4.041×1013 -8.353×10−2 1.442×10−11 4.968×1015 5.302×106

26 2970 -0.219 -6.640×103 2.115×1012 -5.295×100 1.134×10−11 1.295×1016 9.193×106

27 2980 -0.250 -6.507×103 2.355×1012 -4.747×100 9.620×10−11 1.531×1016 1.004×107
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Figura 6.31: Número de condição da matriz de covariância Γ(k) e parâmetro de positividade para

um ciclo de 5000 iterações, com fator de esquecimento µ = 0.96 - Algoritmo RLSµ-HDP-DLQR

Otimístico.

Tabela 6.16: Ocorrências associadas com a perda da positividade da matriz de covariância

Γk para um ciclo de 3000 iterações - Processo de estimação RLSµ-HDP-DLQR, com fator de

esquecimento µ = 0.96.

k1 k pk λmin(Γk) cond(Γk) fqd εk ∥Γk∥2 ∥Lk∥2

1 2320 1.218 -4.658×102 1.090×1012 -1.720×10−1 8.547×10−10 5.075×1014 8.229×106

2 2330 1.083 -1.274×103 3.327×1011 -7.341×10−2 8.824×10−10 4.238×1014 1.625×107

3 2440 1.094 -1.476×102 1.687×1013 -8.210×10−2 5.896×10−11 2.490×1015 5.781×106

4 2450 1.379 -4.237×102 6.884×1012 -2.638×10−1 5.763×10−11 2.915×1015 9.797×106

5 2480 2.350 -7.675×102 6.452×1012 -5.515×10−1 3.028×10−11 4.950×1015 2.328×106

6 2550 -4.572 -1.629×103 3.054×1012 -1.170×100 4.343×10−11 4.971×1015 6.511×106

7 2640 1.128 -1.648×102 1.477×1013 -1.089×10−1 6.324×10−12 2.433×1015 1.137×106

8 2690 -1.988 -2.058×103 4.725×1012 -1.443×100 3.780×10−13 9.723×1015 3.128×106

9 2730 -0.431 -4.466×103 2.402×1012 -3.186×100 9.288×10−12 1.061×1016 5.795×106

10 2750 1.054 -6.814×101 8.401×1013 -4.878×10−2 3.605×10−10 5.703×1015 2.512×106

11 2830 -0.365 -4.949×103 1.419×1012 -3.587×100 1.500×10−12 6.997×1015 5.472×106

12 2850 5.589 -1.173×103 1.043×1013 -7.882×10−1 4.930×10−13 1.217×1016 4.611×106

13 2860 -0.012 -1.098×105 8.735×1011 -7.813×101 2.928×10−12 1.377×1016 8.022×107

14 2890 -0.116 -1.314×104 1.471×1012 -9.236×100 2.374×10−11 1.330×1016 4.829×106

15 2900 -1.508 -2.189×103 5.053×1012 -1.597×100 9.950×10−11 1.104×1016 2.089×106

16 2910 -0.185 -8.708×103 1.169×1012 -6.140×100 2.008×10−12 9.427×1015 1.019×107

17 2950 -1.491 -2.220×103 3.971×1012 -1.604×100 1.800×10−12 8.809×1015 3.487×106



CAPÍTULO 6. EXPERIMENTOS COMPUTACIONAIS 158

Entretanto, percebe-se que embora o parâmetro de positividade passa a as-

sumir valores fora de sua faixa de validade e o número de condição apresenta

variações drásticas em seus valores após um certo período de tempo em que os

estimadores já alcançaram o regime permanente, esses comportamentos não tem

mais qualquer efeito na perda da estabilidade do parâmetro θ. Esta forma de com-

portamento de convergência pode ser entendida da seguinte forma: A equação que

atualiza o vetor de parâmetro θ, a qual é dada por

θk = θk−1 + Lkεk, (6.6)

sendo Lk o ganho RLS que é de�nido por

Lk =
Γk−1ϕk

µ+ ϕT kΓk−1ϕk
, (6.7)

e εk é o erro da estimativa que é dado por

εk = yk − ϕTk θk−1, (6.8)

mostra que, após haver convergido o parâmetro θ, os termos Lkεk devem assumir

valores muito pequenos, ou mesmo nulos. Como os erros das estimativas tendem

a se anular, a norma do vetor Lk pode assumir uma gama muita ampla de valores

sem que ocorram grandes alterações nas componentes do parâmetro θ. Isto faz

com que o produto Lkεk permaneça em limites relativamente aceitáveis, mantendo

os estimadores inde�nidamente estáveis. As Figuras 6.32 e 6.33 ilustram a evolu-

ção da norma de Lkεk para os valores µ = 0.95 e µ = 0.96, respectivamente, para

um ciclo de 10000 iterações.
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Figura 6.32: Norma do fator Lkεk para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.95 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.33: Norma do fator Lkεk para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.96 - Algoritmo RLSµ-HDP-DLQR Otimístico.

Já o fator µ = 0.94 produziu resultados menos satisfatórios quando com-

parado com os casos µ = 0.95 e µ = 0.96, pois ocasionou grandes oscilações

nos valores do parâmetro P por um período de tempo consideravelmente longo,
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aproximadamente da iteração 7000 à 18000 (observe a Figura 6.34 que ilustra o

comportamento de convergência dos parâmetros p11, p44, p14 e p24 para um ciclo

de 30000 iterações). Os resultados apresentados na Tabela 6.17 evidenciam ano-

malias no comportamento da matriz de covariância a partir da iteração 3750, com

25 ocorrências relacionadas com a perda da positividade da matriz de covariância

da iteração 3750 à 6790, sendo que da iteração 6791 à 10279 não se veri�ca tal

fenômeno.
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Figura 6.34: Evolução do processo iterativo para os parâmetros p11, p44, p14 e p24 para um

ciclo de 30000 iterações, com fator de esquecimento µ = 0.94 - Algoritmo RLSµ-HDP-DLQR

Otimístico.
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Figura 6.35: Número de condição da matriz de covariância Γ(k) e parâmetro de positividade para

um ciclo de 30000 iterações, com fator de esquecimento µ = 0.94 - Algoritmo RLSµ-HDP-DLQR

Otimístico.
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Tabela 6.17: Ocorrências associadas com a perda da positividade da matriz de covariância Γk

para um ciclo de 20000 iterações - Processo de estimação RLSµ-HDP-DLQR, com fator de

esquecimento µ = 0.94.

k1 k pk λmin(Γk) cond(Γk) fqd εk ∥Γk∥2 ∥Lk∥2

1 3750 1.114 -3.142×102 2.153×1012 -9.602×10−2 2.560×10−9 6.765×1014 8.340×106

2 3760 1.156 -3.497×102 1.937×1012 -1.268×10−1 6.720×10−10 6.771×1014 8.427×106

3 3770 -0.643 -3.960×103 1.716×1011 -2.402×100 7.295×10−10 6.793×1014 1.585×107

4 3790 1.082 -1.717×102 6.064×1012 -7.139×10−2 4.846×10−10 1.041×1015 7.116×106

5 3810 5.526 -1.248×1013 1.978×1010 -7.699×10−1 3.333×10−9 1.980×1014 1.807×107

6 4400 1.164 -4.042×102 1.458×1012 -1.326×10−1 1.108×10−9 5.893×1014 8.544×106

7 4410 2.437 -1.148×103 6.436×1011 -5.543×10−1 1.035×10−9 7.386×1014 1.292×107

8 4560 2.747 -9.816×102 9.045×1011 -5.978×10−1 1.059×10−9 8.875×1014 9.181×106

9 4640 1.206 -2.720×102 2.845×1012 -1.604×10−1 7.927×10−10 7.738×1014 4.668×106

10 4650 28.808 -1.631×103 5.448×1011 -9.074×10−1 6.453×10−10 8.876×1014 1.461×107

11 4900 2.245 -8.078×102 1.556×1012 -5.213×10−1 2.884×10−10 1.257×1015 8.133×106

12 4920 1.100 -4.553×1014 1.221×1012 -8.574×10−2 1.455×10−9 4.556×1014 1.563×107

13 5330 -54.442 -1.515×103 5.094×1011 -9.573×10−1 1.470×10−9 7.715×1014 9.089×106

14 5500 1.297 -4.680×102 2.048×1012 -2.155×10−1 3.053×10−10 9.586×1014 9.328×106

15 5530 1.553 -2.491×1015 1.490×1012 -3.349×10−1 3.610×10−9 2.491×1015 6.284×107

16 5534 1.016 -5.777×1015 2.679×1012 -1.499×10−2 1.580×10−8 5.777×1015 5.392×107

17 5770 1.001 -1.707×101 9.052×1013 -6.971×10−4 2.292×10−10 1.546×1015 4.370×106

18 5780 -4.491 -1.946×103 6.407×1011 -1.149×100 3.787×10−10 1.238×1015 1.705×107

19 5920 1.406 -4.341×102 2.804×1012 -2.716×10−1 5.720×10−10 1.217×1015 6.338×106

20 6220 1.703 -6.337×102 1.820×1012 -3.881×10−1 4.996×10−10 1.153×1015 8.840×106

21 6430 1.392 -4.305×102 2.008×1012 -2.646×10−1 2.256×10−10 8.645×1014 5.810×106

22 6440 -0.590 -5.544×103 1.047×1011 -2.532×100 5.166×10−10 5.797×1014 2.749×107

23 6640 2.378 -1.141×103 4.582×1011 -5.447×10−1 1.215×10−9 5.230×1014 1.092×107

24 6780 1.013 -6.052×101 2.135×1013 -1.241×10−2 2.148×10−10 1.292×1015 5.711×106

25 6790 3.445 -2.083×103 2.349×1011 -6.671×10−1 1.405×10−9 4.889×1014 1.590×107

26 10280 1.177 -3.453×102 2.447×1012 -1.415×10−1 7.988×10−10 8.450×1014 8.753×106

27 10290 -7.611 -1.614×103 3.991×1011 -1.064×100 9.102×10−10 6.442×1014 7.835×106

28 15890 1.516 -6.867×102 4.757×1011 -3.201×10−1 1.536×10−9 3.267×1014 5.997×106

29 15900 -0.107 -2.286×104 2.760×1010 -9.737×100 1.324×10−9 3.440×1014 3.056×107

30 16030 1.088 -2.767×102 2.209×1012 -7.610×10−2 1.041×10−9 6.112×1014 7.820×106

31 16040 1.051 -6.108×102 7.966×1011 -4.575×10−2 4.044×10−11 4.865×1014 1.193×107

32 16050 -0.392 -7.796×103 6.062×1010 -3.341×100 1.029×10−9 4.707×1014 2.571×107

33 16650 1.773 -5.888×102 4.548×1012 -4.098×10−1 1.658×10−10 2.669×1015 8.845×106

34 16680 4.447 -2.354×103 7.278×1011 -7.286×10−1 2.915×10−9 1.712×1015 3.924×107

35 16695 1.154 -1.366×1013 5.091×109 -1.251×10−1 1.014×10−6 1.366×1013 3.011×106

36 18510 2.180 -1.770×103 1.951×1011 -5.088×10−1 2.860×10−9 3.453×1014 1.337×107

37 19200 1.245 -1.076×103 1.239×1011 -1.848×10−1 5.850×10−9 1.333×1014 6.743×106

38 19450 1.334 -6.742×102 7.106×1011 -2.353×10−1 2.281×10−9 4.791×1014 9.634×106

39 19460 -0.454 -1.439×104 2.219×1010 -3.012×100 7.960×10−11 2.731×1014 3.392×107

40 19830 -2.405 -1.869×103 1.311×1012 -1.331×100 9.369×10−11 2.450×1015 7.043×106

41 19990 1.096 -3.678×102 2.163×1012 -8.202×10−2 6.768×10−10 7.953×1014 1.025×107

42 20000 -0.825 -4.072×103 1.765×1011 -2.079×100 8.366×10−10 7.181×1014 2.099×107
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Figura 6.36: Norma do fator Lkεk para um ciclo de 30000 iterações, com fator de esquecimento

µ = 0.94 - Algoritmo RLSµ-HDP-DLQR Otimístico.

Outros valores de µ como 0.93 contribuiu para acelerar o processo de con-

vergência dos estimadores RLSµ-HDP-DLQR (em torno da iteração 1699), no

entanto, os resultados ilustrados na Figura 6.37 mostram alguns desajustes em

torno do valor verdadeiro entre as iterações 2180 e 3000. Nota-se também a par-

tir da Figura 6.38 variações signi�cativas no número de condição e irregularidades

no parâmetro de positividade. A Tabela 6.18 fornece o número de ocorrências

associadas com a perda da positividade da matriz de covariância para um ciclo

de 3500 iterações, evidenciando anomalia no comportamento do parâmetro de

positividade antes da iteração 2180.
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Figura 6.37: Evolução do processo iterativo para os parâmetros p11, p44, p14 e p24 para um

ciclo de 5000 iterações, com fator de esquecimento µ = 0.93 - Algoritmo RLSµ-HDP-DLQR

Otimístico.
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Figura 6.38: Número de condição da matriz de covariância Γ(k) e parâmetro de positividade para

um ciclo de 5000 iterações, com fator de esquecimento µ = 0.93 - Algoritmo RLSµ-HDP-DLQR

Otimístico.
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Tabela 6.18: Ocorrências associadas com a perda da positividade da matriz de covariância

Γk para um ciclo de 3500 iterações - Processo de estimação RLSµ-HDP-DLQR, com fator de

esquecimento µ = 0.93.

k1 k pk λmin(Γk) cond(Γk) fqd εk ∥Γk∥2 ∥Lk∥2

1 2160 2.513 -1.070×103 6.256×1011 -5.600×10−1 1.791×10−9 6.691×1014 1.097×107

2 2940 1.725 -5.620×102 3.271×1012 -3.909×10−1 3.701×10−10 1.838×1015 5.675×106

3 3040 1.111 -3.077×102 2.175×1012 -9.263×10−2 1.972×10−9 6.693×1014 8.109×106

4 3050 -0.612 -4.622×103 1.299×1011 -2.450×100 1.225×10−9 6.006×1014 1.773×107

5 3120 -1.268 -2.498×103 9.557×1011 -1.664×100 3.700×10−10 2.386×1015 1.298×107

6 3150 -0.560 -3.600×103 9.772×1011 -2.591×100 2.338×10−10 3.518×1015 1.108×107

7 3170 -0.359 -5.016×103 3.987×1011 -3.518×100 3.457×10−10 2.000×1015 1.309×107

8 3190 2.675 -8.319×102 2.204×1012 -5.824×10−1 2.103×10−10 1.833×1015 6.240×106

9 3200 -0.045 -1.917×1015 1.254×1014 -2.143×101 1.261×10−10 1.917×1015 2.216×108

10 3201 3.038 -6.439×1015 2.030×1014 -6.238×10−1 2.961×10−9 6.439×1015 7.757×107

11 3210 -0.810 -3.230×103 2.670×1011 -2.079×100 7.514×10−9 8.569×1014 9.600×106

12 3250 3.773 -9.478×102 2.815×1012 -6.835×10−1 6.361×10−11 2.668×1015 4.594×106

13 3260 -0.016 -8.442×104 5.619×1011 -5.927×101 1.458×10−11 7.811×1015 1.047×108

14 3290 -0.197 -8.086×103 9.417×1011 -5.651×100 1.951×10−11 7.560×1015 1.407×107

15 3340 6.770 -1.083×103 8.320×1012 -7.926×10−1 1.758×10−11 9.005×1015 2.744×106

16 3370 -0.088 -1.592×104 8.779×1011 -1.148×101 1.604×10−11 1.330×1016 1.086×107

17 3380 3.392 -9.022×102 1.482×1013 -6.559×10−1 6.360×10−11 1.337×1016 2.307×106

18 3450 1.310 -3.522×102 6.055×1013 -2.200×10−1 3.484×10−11 2.133×1016 7.616×106
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Figura 6.39: Norma do fator Lkεk para um ciclo de 6000 iterações, com fator de esquecimento

µ = 0.93 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.40: Norma do fator Lkεk para um ciclo de 17500 iterações, com fator de esquecimento

µ = 0.97 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.41: Norma do fator Lkεk para um ciclo de 2000 iterações, com fator de esquecimento

µ = 0.9 - Algoritmo RLSµ-HDP-DLQR Otimístico.

Quanto ao comportamento dos estimadores RLSµ-UDUT -HDP-DLQR para os

casos µ = 0.95 e µ = 0.96, observa-se uma convergência mais lenta quando compa-

rada com a convergência dos estimadores RLSµ-HDP-DLQR, conforme ilustrado
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nas Figuras 6.42 e 6.44 em comparação com as Figuras 6.27 e 6.28. Entretanto,

não se veri�ca anomalias no comportamento do parâmetro de positividade, como

também percebe-se um comportamento de equilíbrio no número de condição, Fi-

guras 6.43 e 6.45.

Já o fator µ = 0.94 se destaca por produzir um comportamento de convergência

com poucas oscilações e um tempo de acomodação consideravelmente mais rápido

em relação ao do estimador RLSµ-HDP-DLQR (em torno da iteração 1977). De

forma geral, os estimadores RLSµ-UDUT -HDP-DLQR mostraram-se bem com-

portados para todos os valores de µ considerados nesta seção, garantindo uma

maior estabilidade numérica.
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Figura 6.42: Evolução do processo iterativo para os parâmetros p11, p44, p14 e p24 para um ciclo

de 5000 iterações, com fator de esquecimento µ = 0.95 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura 6.43: Número de condição do fator Cholesky G(k) da matriz de covariância Γ(k) e

parâmetro de positividade para um ciclo de 5000 iterações, com fator de esquecimento µ = 0.95

- Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.44: Evolução do processo iterativo para os parâmetros p11, p44, p14 e p24 para um ciclo

de 8000 iterações, com fator de esquecimento µ = 0.96 - Algoritmo RLS-µ-UDUT -HDP-DLQR

Otimístico.
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Figura 6.45: Número de condição do fator Cholesky G(k) da matriz de covariância Γ(k) e

parâmetro de positividade para um ciclo de 8000 iterações, com fator de esquecimento µ = 0.96

- Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.46: Evolução do processo iterativo para os parâmetros p11, p44, p14 e p24 para um ciclo

de 8000 iterações, com fator de esquecimento µ = 0.94 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura 6.47: Número de condição do fator Cholesky G(k) da matriz de covariância Γ(k) e

parâmetro de positividade para um ciclo de 8000 iterações, com fator de esquecimento µ = 0.94

- Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.48: Evolução do processo iterativo para os parâmetros p11, p44, p14 e p24 para um ciclo

de 5000 iterações, com fator de esquecimento µ = 0.93 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura 6.49: Número de condição do fator Cholesky G(k) da matriz de covariância Γ(k) e

parâmetro de positividade para um ciclo de 5000 iterações, com fator de esquecimento µ = 0.93

- Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.

6.2.7 Experimentos com Perturbações Paramétricas na Planta

Nesta seção, apresentam-se os resultados relacionados à perturbações para-

métricas na planta para avaliar o desempenho dos métodos desenvolvidos neste

trabalho para o projeto de controle DLQR online via HDP. Uma das questões

de interesse na análise dos resultados é veri�car, a partir de uma condição de

operação anterior estável, a adaptabilidade dos estimadores RLSµ-HDP-DLQR e

RLSµ-UDUT -HDP-DLQR perante variações paramétricas na planta.

Considere um sistema dinâmico descrito pela seguinte equação de estado

.
x(t) = A(p(t))x(t) + B(p(t))u(t)

y(t) = C(p(t))x(t),
(6.9)

sendo A ∈ ℜn×n, x ∈ ℜn o vetor de estado, B ∈ ℜn×ne , u ∈ ℜne o vetor de

entrada de controle e p um parâmetro variante no tempo e exôgeno (estritamente

independente do estado x). Em geral, o parâmetro p pode ser desconhecido à

priori, podendo ser medido ou estimado sobre a operação do sistema. Suposições

típicas à priori sobre p são os limites sobre sua magnitude e taxa de variação.
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Omodelo de Eq.(6.9) foi inspirado nos trabalhos de Shamma, (Shamma, 2012),

(Shamma, 1996), (Shamma, 1988), que propôs um quadro de modelos lineares va-

riantes nos parâmetros para análise e projeto de sistemas de controle de ganho

programado. Tais sistemas consistem em uma abordagem de projeto de controle

que contrói um controlador não-linear para uma planta não-linear a partir de

uma coleção de controladores lineares indexada por um parâmetro exôgeno. Es-

tes controladores são combinados em tempo-real de acordo com medições online

disponíveis.

No intuito de avaliar o comportamento dos estimadores RLSµ-HDP-DLQR e

RLSµ-UDUT -HDP-DLQR em relação à variações governadas pelo parâmetro p(t)

no modelo (6.9), propõe-se as seguintes trajetórias para p(t)

p1(t) =

{
0 se t0 ≤ t < tv

α e−β(t−tv) se t ≥ tv
(6.10)

e

p2(t) =

{
0 se t0 ≤ t < tv

α− α e−β(t−tv) se t ≥ tv,
(6.11)

em que α > 0 e β > 0 são constantes. Uma motivação para se considerar variações

paramétricas regidas por exponenciais do tipo p1 e p2 vem do fato de que estas

podem representar situações do mundo real onde os sistemas estão sujeitos à

mudanças mais suaves no seu ponto de operação. Contudo, observa-se a seguir

alguns casos limites de p1 e p2 que podem representar variações mais abruptas

do ponto de operação do sistema, as quais incluem perturbações regidas por um

degrau e um pulso de duração muito rápida.

Casos limites das funções p1 e p2

a) p1 quando β → ∞: pulso de duração k.

b) p2 quando β → ∞:

p∞2 (t) =

{
α se t ≥ tv

0 caso contrário
(6.12)

c) p1 quando β → 0+: a função p1 se aproxima de p∞2 .
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d) p2 quando β → 0+: não existe variação paramétrica na planta.

Nas Tabelas 6.19 e 6.20, apresentam-se as variações paramétricas do tipo p1
e p2, respectivamente, para diferentes valores de α e β. Estas variações foram

aplicadas nos parâmetros da planta do sistema do circuito elétrico, que segue o

modelo de Eq.(6.9), conforme apresentado no Apêndice F. O símbolo ‡ indica se

ocorre a não-adaptabilidade dos estimadores RLSµ-HDP-DLQR e RLSµ-UDUT -

HDP-DLQR para cada um dos casos.

Tabela 6.19: Perturbação paramétrica p1

Caso α β µ RLSµ-UDUT RLSµ-HDP

HDP

1 0.25 0+ 0.92 − −

2 1 0+ 0.92 − ‡

3 1 0.01 0.92 − ‡

4 1 0.1 0.92 − ‡

5 1 1 0.92 − ‡

6 1 10 0.92 − ‡

7 1 100 0.92 − ‡

8 10 0.001 0.92 − ‡

9 10 0.1 0.92 − ‡

10 10 1 0.92 ‡ ‡

11 10 10 0.92 − ‡

12 10 100 0.92 − ‡

13 10 1013 0.92 − ‡

14 10 ∞ 0.92 − ‡

Na análise comparativa entre os comportamentos de adaptabilidade dos es-

timadores RLSµ-HDP-DLQR e RLSµ-UDUT -HDP-DLQR para perturbações do

tipo p∞2 , ou equivalentemente do tipo p0
+

1 , observa-se que o processo de aprendi-

zagem do estimador RLSµ-HDP-DLQR se torna mais demorado e com a presença

de maiores picos em relação ao do estimador RLSµ-UDUT -HDP-DLQR, como

pode ser veri�cado nas Figuras 6.103-6.105 e 6.106-6.108 que ilustram a evolução

dos parâmetros dos estimadores RLSµ-UDUT -HDP-DLQR e RLSµ-HDP-DLQR,

respectivamente, para um ciclo de 8000 iterações, com a constante α igual à 0.25.

Em outros experimentos realizados, observou-se que os estimadores RLSµ-UDUT -

HDP-DLQR apresentam adaptabilidade para uma faixa de variação em torno de

(0, 1.5] da constante α, enquanto que os estimadores RLSµ-HDP-DLQR apresen-
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Tabela 6.20: Perturbação paramétrica p2

Caso α β µ RLSµ-UDUT RLSµ-HDP

HDP

1 1 0.001 0.92 − −

2 1 0.01 0.92 − −

3 1 0.1 0.92 − −

4 1 1 0.92 − ‡

5 1 10 0.92 − ‡

6 1 100 0.92 − ‡

7 10 0.01 0.92 − ‡

8 10 0.1 0.92 − ‡

9 10 1 0.92 ‡ ‡

10 10 10 0.92 ‡ ‡

11 0.25 10 0.92 − −

12 0.25 1013 0.92 − −

13 0.25 ∞ 0.92 − −

14 1.5 ∞ 0.92 − ‡

tam adaptabilidade para uma faixa de valores de α em (0, 0.25].

Em relação às perturbações do tipo p2, para maiores valores de β, veri�ca-

se um comportamento similar àquele causado pela perturbação do tipo p∞2 . As

Figuras 6.86-6.91 e 6.95-6.100 representam os comportamentos dos estimadores

RLSµ-UDUT -HDP-DLQR e RLSµ-HDP-DLQR ao longo do processo de apren-

dizagem frente às perturbações do tipo p2, para valores de β iguais à 10 e 1013,

respectivamente, com α = 0.25. Observa-se uma similaridade entre os comporta-

mentos de cada um dos estimadores para os casos α = 0.25, β = 1013 e α = 0.25,

β = ∞.

Com respeito às perturbações do tipo p∞1 , veri�cou-se que os estimadores

RLSµ-UDUT -HDP-DLQR são capazes de se adaptarem para uma faixa mais

ampla de valores de α, α ∈ (0, 10], enquanto que os estimadores RLSµ-HDP-

DLQR não apresentam adaptabilidade. De modo geral, os estimadores RLSµ-

HDP-DLQR não respondem de forma satisfatória em relação às variações do tipo

p1, quando em seu processo de aprendizagem os estimadores não conseguem ajus-

tar os seus parâmetros de modo que o sistema se adapte para uma nova condição

de operação estável (por exemplo, caso p0
+

1 ), ou retorne à condição de operação

anterior estável (por exemplo, caso p∞1 ).

De forma similar às perturbações do tipo p2, veri�ca-se que em relação às
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perturbações do tipo p1 com valores de β maiores ou iguais à 10, os estimado-

res RLSµ-UDUT -HDP-DLQR apresentam comportamentos semelhantes entre si,

apresentando um comportamento que tende àquele causado pela variação do tipo

p∞1 à medida que β cresce. As Figuras 6.54-6.56 e 6.58-6.60 representam o com-

portamento dos estimadores RLSµ-UDUT -HDP-DLQR ao longo do processo de

aprendizagem frente às perturbações do tipo p1, para valores de β iguais à 10 e

1013, respectivamente, com α = 10.

Percebe-se que os tipos de perturbações p1 e p2 que exercem maior in�uência

sobre o comportamento dos estimadores RLSµ-HDP-DLQR e RLSµ-UDUT -HDP-

DLQR correspondem aos casos em que β = 0.001, como pode ser observado nas

Figuras 6.50-6.52 e 6.62-6.67, pois o processo de convergência é mais demorado

com relação a convergência dos casos destacados anteriormente.

Em geral, os estimadores RLSµ-UDUT -HDP-DLQR retornaram melhores re-

sultados quando comparados com os estimadores RLSµ-HDP-DLQR, apresen-

tando um processo de adaptabilidade mais rápido em relação às variações do

tipo p1 e p2, ao passo que os estimadores RLSµ-HDP-DLQR mostraram-se menos

adaptáveis às variações na planta na maioria dos casos considerados nestes ex-

perimentos, especialmente para variações do tipo p1 em que não ocorreu a adap-

tabilidade para nenhuma situação, exceto para o caso p0
+

1 , com α ∈ (0, 0.25].

Entretanto, um caso interessante é ilustrado pelas Figuras 6.70-6.75 e 6.78-6.83

para os casos de perturbação p2, com α = 1, β = 0.01 e α = 1, β = 0.1, respecti-

vamente, em que os estimadores RLSµ-HDP-DLQR conseguiram se adaptar mais

rapidamente às variações na planta.

O Apêndice I complementa os resultados desta seção relacionados às pertur-

bações paramétricas do tipo p1 e p2 para outros valores das constantes α e β,

conforme apresentados nas Tabelas 6.19 e 6.20. Com o propósito de avaliar o

comportamento dos estimadores RLSµ-HDP-DLQR e RLSµ-UDUT -HDP-DLQR

do ponto de vista de sistemas de controle, no Apêndice H são apresentados a traje-

tória dos estados xk e o sinal de controle uk que foi aplicado ao modelo do circuito

elétrico de quarta ordem durante a sintonia da HDP, como também são ilustra-

dos os comportamentos dos traços da matriz de malha fechada e os autovalores

associados.
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Variação paramétrica do tipo p1 com α = 10 e β = 0.001
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Figura 6.50: Variação paramétrica do tipo p1 com α = 10 e β = 0.001 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.51: Variação paramétrica do tipo p1 com α = 10 e β = 0.001 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.52: Variação paramétrica do tipo p1 com α = 10 e β = 0.001 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.53: Variação paramétrica do tipo p1 com α = 10 e β = 0.001 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 10000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Variação paramétrica do tipo p1 com α = 10 e β = 10
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Figura 6.54: Variação paramétrica do tipo p1 com α = 10 e β = 10 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.55: Variação paramétrica do tipo p1 com α = 10 e β = 10 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.56: Variação paramétrica do tipo p1 com α = 10 e β = 10 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.57: Variação paramétrica do tipo p1 com α = 10 e β = 10 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 10000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Variação paramétrica do tipo p1 com α = 10 e β = 1013
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Figura 6.58: Variação paramétrica do tipo p1 com α = 10 e β = 1013 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.59: Variação paramétrica do tipo p1 com α = 10 e β = 1013 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.60: Variação paramétrica do tipo p1 com α = 10 e β = 1013 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.61: Variação paramétrica do tipo p1 com α = 10 e β = 1013 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 10000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Variação paramétrica do tipo p2 com α = 1 e β = 0.001
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Figura 6.62: Variação paramétrica do tipo p2 com α = 1 e β = 0.001 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 15000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.63: Variação paramétrica do tipo p2 com α = 1 e β = 0.001 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 15000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.64: Variação paramétrica do tipo p2 com α = 1 e β = 0.001 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 15000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.65: Variação paramétrica do tipo p2 com α = 1 e β = 0.001 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 15000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.66: Variação paramétrica do tipo p2 com α = 1 e β = 0.001 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 15000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.67: Variação paramétrica do tipo p2 com α = 1 e β = 0.001 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 15000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.68: Variação paramétrica do tipo p2 com α = 1 e β = 0.001 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 15000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura 6.69: Variação paramétrica do tipo p2 com α = 1 e β = 0.001 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo de

15000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Variação paramétrica do tipo p2 com α = 1 e β = 0.01
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Figura 6.70: Variação paramétrica do tipo p2 com α = 1 e β = 0.01 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.71: Variação paramétrica do tipo p2 com α = 1 e β = 0.01 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.72: Variação paramétrica do tipo p2 com α = 1 e β = 0.01 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−10

−5

0

5

10

a) k amostras

p
12

 

 

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−10

0

10

20

b) k amostras

p
13

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−10

−5

0

5

10

c) k amostras

p
14

θ
estim

θ
0

Figura 6.73: Variação paramétrica do tipo p2 com α = 1 e β = 0.01 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.74: Variação paramétrica do tipo p2 com α = 1 e β = 0.01 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−40

−20

0

20

40

d) k amostras

p 23

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−40

−20

0

20

a) k amostras

p 24

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−30

−20

−10

0

10

20

b) k amostras

p 34

Figura 6.75: Variação paramétrica do tipo p2 com α = 1 e β = 0.01 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.76: Variação paramétrica do tipo p2 com α = 1 e β = 0.01 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 10000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura 6.77: Variação paramétrica do tipo p2 com α = 1 e β = 0.01 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo de

10000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Variação paramétrica do tipo p2 com α = 1 e β = 0.1
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Figura 6.78: Variação paramétrica do tipo p2 com α = 1 e β = 0.1 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.79: Variação paramétrica do tipo p2 com α = 1 e β = 0.1 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.80: Variação paramétrica do tipo p2 com α = 1 e β = 0.1 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.81: Variação paramétrica do tipo p2 com α = 1 e β = 0.1 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.82: Variação paramétrica do tipo p2 com α = 1 e β = 0.1 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.83: Variação paramétrica do tipo p2 com α = 1 e β = 0.1 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.84: Variação paramétrica do tipo p2 com α = 1 e β = 0.1 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 10000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura 6.85: Variação paramétrica do tipo p2 com α = 1 e β = 0.1 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo de

10000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.



CAPÍTULO 6. EXPERIMENTOS COMPUTACIONAIS 194

Variação paramétrica do tipo p2 com α = 0.25 e β = 10

0 2000 4000 6000 8000
0

2

4

6

8

10

12

14

a) k amostras

p
11

 

 

θ
estim

θ
0

0 2000 4000 6000 8000
−10

−5

0

5

10

15

b) k amostras

p
22

0 2000 4000 6000 8000
−40

−30

−20

−10

0

10

20

30

40

c) k amostras

p
33

0 2000 4000 6000 8000
−5

0

5

10

15

20

25

30

d) k amostras

p
44

Figura 6.86: Variação paramétrica do tipo p2 com α = 0.25 e β = 10 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 8000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.87: Variação paramétrica do tipo p2 com α = 0.25 e β = 10 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 8000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.88: Variação paramétrica do tipo p2 com α = 0.25 e β = 10 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 8000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.89: Variação paramétrica do tipo p2 com α = 0.25 e β = 10 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 8000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.90: Variação paramétrica do tipo p2 com α = 0.25 e β = 10 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 8000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.91: Variação paramétrica do tipo p2 com α = 0.25 e β = 10 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 8000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.92: Variação paramétrica do tipo p2 com α = 0.25 e β = 10 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 8000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura 6.93: Variação paramétrica do tipo p2 com α = 0.25 e β = 10 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo de

8000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.94: Variação paramétrica do tipo p2 com α = 0.25 e β = 10 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo de

3000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.

Variação paramétrica do tipo p2 com α = 0.25 e β = 1013
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Figura 6.95: Variação paramétrica do tipo p2 com α = 0.25 e β = 1013 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 8000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.96: Variação paramétrica do tipo p2 com α = 0.25 e β = 1013 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 8000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.97: Variação paramétrica do tipo p2 com α = 0.25 e β = 1013 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 8000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.98: Variação paramétrica do tipo p2 com α = 0.25 e β = 1013 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 8000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.99: Variação paramétrica do tipo p2 com α = 0.25 e β = 1013 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 8000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.100: Variação paramétrica do tipo p2 com α = 0.25 e β = 1013 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 8000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.101: Variação paramétrica do tipo p2 com α = 0.25 e β = 1013 - Número de condição

do fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 8000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura 6.102: Variação paramétrica do tipo p2 com α = 0.25 e β = 1013 - Número de condição

do fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um

ciclo de 8000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR

Otimístico.
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Variação paramétrica do tipo p2 com α = 0.25 e β = ∞
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Figura 6.103: Variação paramétrica do tipo p2 com α = 0.25 e β = ∞ - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 8000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.104: Variação paramétrica do tipo p2 com α = 0.25 e β = ∞ - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 8000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.105: Variação paramétrica do tipo p2 com α = 0.25 e β = ∞ - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 8000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura 6.106: Variação paramétrica do tipo p2 com α = 0.25 e β = ∞ - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 8000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.107: Variação paramétrica do tipo p2 com α = 0.25 e β = ∞ - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 8000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.108: Variação paramétrica do tipo p2 com α = 0.25 e β = ∞ - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 8000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura 6.109: Variação paramétrica do tipo p2 com α = 0.25 e β = ∞ - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 8000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura 6.110: Variação paramétrica do tipo p2 com α = 0.25 e β = ∞ - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo de

8000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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6.3 Experimentos RLS-TD(λ)-DLQR

Na aplicação de esquemas RLS-TD(λ) para solução do problema DLQR, um

aspecto importante a ser investigado é a in�uência do parâmetro λ no processo

de aproximações da solução da equação HJB-Riccati. Por exemplo, observou-se

que alguns valores de λ, 0 < λ < 1, proporcionaram estimativas com variâncias

menores para solução da equação HJB-Riccati em relação ao valor limite λ = 0.

Os resultados computacionais são apresentados para um sistema multivariável de

terceira ordem que representa uma aeronave F-16 dada na referência (Lewis e

Vrabie, 2009a). As matrizes do sistema dinâmico são mostradas no Apêndice G.

Nas Figuras 6.111-6.114 mostra-se a comparação de desempenho de algoritmos

RLS-TD(λ) para diferentes valores de λ para um ciclo de 5000 iterações. Em

todos os casos, o fator de esquecimento µ é estabelecido igual à 0.901 e a matriz

de covariância inicial é dada por Γ0 = 105I, em que I6×6 é a matriz identidade.

O desempenho dos algoritmos é avaliado sob um ponto de vista estatístico por

meio de momentos de primeira e segunda ordem1 das estimativas do vetor de

parâmetros θ associado com a matriz P da equação HJB-Riccati.

Observa-se para cada uma das componentes de θ que as estimativas forne-

cidas pelos algoritmos RLS-TD(0.402), RLS-TD(0.04) e RLS-TD(0.505) apre-

sentam, em geral, menores variâncias quando comparadas com aquelas forneci-

das pelo estimador RLS-TD(0), conforme ilustrado nas Figuras 6.113 e 6.114.

Pecebe-se também que dentre os estimadores RLS-TD(0.04), RLS-TD(0.402) e

RLS-TD(0.505), as menores variâncias são acentuadas para RLS-TD(0.04) e RLS-

TD(0.402). Observando-se o comportamento das médias, Figuras 6.111 e 6.112,

veri�ca-se que os estimadores RLS-TD(λ) tendem à um comportamento não-

polarizado para todos os valores de λ considerados, entretanto observa-se que

os resultados obtidos para os casos λ = 0.04 e λ = 0.402 se destacam devido as

médias se aproximarem mais rapidamente para o valor verdadeiro.

1Momento de primeira ordem é de�nido pela média temporal das estimativas de θ, ou seja,

a média ao longo do tempo de suas estimativas instantâneas. Quando o tempo t tende para o

in�nito, tem-se lim
T→∞

1
2T

∫ T

−T
θ̂(t)dt
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Figura 6.111: Média das estimativas para os parâmetros θ1, θ2 e θ3.
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Figura 6.112: Média das estimativas para os parâmetros θ4, θ5 e θ6.
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Figura 6.113: Comparação de desempenho de RLS-TD(0), RLS-TD(0.402), RLS-TD(0.04) e

RLS-TD(0.505) para os parâmetros θ1, θ2 e θ3.
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6.4 Conclusão

Neste capítulo, os resultados de uma metodologia a qual investiga a convergên-

cia e a estabilidade numérica dos estimadores RLSµ-HDP-DLQR e RLSµ-UDUT -

HDP-DLQR desenvolvidos com iteração de política otimística para solução online

do DLQR foram enfatizados. Apresentou-se também os resultados de uma me-

todologia baseada na fusão de métodos TD(λ) e RLS para estabelecer políticas

ótimas via iteração de política otimística. O método proposto para análise de

convergência da solução da equação HJB-Riccati foi baseado no número de con-

dição e parâmetro de positividade da matriz de covariância da abordagem RLS,

como também em estatísticas de primeira e segunda ordem que foram associadas

com propriedades dos estimadores recursivos.

Na análise comparativa dos transitórios das evoluções dos processos iterativos

da solução da equação HJB-Riccati, observou-se uma similaridade entre os com-

portamentos de convergência dos estimadores RLSµ-HDP-DLQR e RLSµ-UDUT -

HDP-DLQR durante as primeiras iterações do processo iterativo. Quanto à aná-

lise da estabilidade numérica, veri�cou-se que o problema da perda de estabilidade

numérica ocorre durante o regime permanente da evolução do processo iterativo

da solução da equação HJB-Riccati, enquanto durante a fase do transitório tem-se

informação o su�ciente para gerar a base de vetores de regressores.

Com respeito à adaptabilidade dos estimadores RLSµ-HDP-DLQR e RLSµ-

UDUT -HDP-DLQR em relação à variações paramétricas na planta, observou-

se que, em geral, os estimadores RLSµ-UDUT -HDP-DLQR retornaram melhores

resultados quando comparados com os estimadores RLSµ-HDP-DLQR, apresen-

tando um processo de adaptabilidade mais rápido em relação às variações do tipo

p1 e p2, ao passo que os estimadores RLSµ-HDP-DLQR mostraram-se menos adap-

táveis às variações na planta na maioria dos casos considerados nos experimentos,

especialmente para variações do tipo p1 em que não ocorreu a adaptabilidade para

nenhuma situação, exceto para o caso p0
+

1 , com α ∈ (0, 0.25].

Na avaliação de desempenho dos estimadores RLSµ-HDP-DLQR em termos

da seleção do fator de esquecimento, observou-se a grande in�uência deste fator

no processo de convergência e estabilidade numérica da solução da equação HJB-

Riccati. Veri�cou-se também que uma escolha apropriada deste fator em conjun-

ção com os métodos de fatoração UDUT pode contribuir signi�cativamente para
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acelerar o processo de convergência da solução da equação HJB-Riccati, garantindo

ao mesmo tempo um limite aceitável para estabilidade numérica de estimadores

RLSµ-HDP-DLQR. Os experimentos também mostraram que a estabilidade dos

algoritmos RLSµ-HDP-DLQR e RLSµ-UDUT -HDP-DLQR decaem consideravel-

mente para valores de µ menores que 0.9 e maiores que 0.97.

Em uma maneira geral, observou-se que a inserção da fatoração UDUT no pro-

cesso de estimação RLS da solução da equação HJB-Riccati via HDP contribuiu

para solucionar problemas de convergência e estabilidade numérica por uma esco-

lha plausível do fator de esquecimento. A robustez numérica da fatoração UDUT

tornou-se bastante evidente quando as variações paramétricas do tipo p1 e p2 fo-

ram levadas em consideração. Os número de condição e parâmetro de positividade

foram usados como medidas de desempenho para avaliar anomalias no comporta-

mento da matriz de covariância associadas com o grau de dependência linear dos

vetores de regressores, os quais devem formar uma base para a aproximação RLS

da solução HJB-Riccati.

O desempenho de métodos RLS-TD(λ) foi avaliado para parametrizações do

DLQR em um sistema dinãmico multivariável de terceira ordem. As propriedades

do RLS foram avaliadas em termos de estatísticas de primeira e segunda ordem

para estimação da função de custo DLQR. Veri�cou-se que uma escolha adequada

do parâmetro λ pode incrementar melhorias no processo de aprendizagem da

função valor ótima no sentido de acelerar o processo de busca de políticas de

controle ótimas .



Capítulo 7

Conclusões

Métodos alternativos para estabelecer políticas de controle ótimas que são ba-

seadas na forma HJB da equação algébrica de Riccati e teoria de aprendizagem

por reforço foram apresentados neste trabalho. Os desenvolvimentos apresenta-

dos foram orientados por meio de esquemas críticos adaptativos em que a função

valor é modelada em termos de recompensa em longo prazo. Especi�camente,

a programação dinâmica heurística e sua estratégia dependente de ação foram

apresentadas para a solução online de controle ótimo discreto do tipo linear qua-

drático.

Os algoritmos de programação dinâmica heurística com suas versões depen-

dentes de ação foram formulados como uma aproximação da função valor para

uma dada política. A aproximação utilizou métodos incrementais tais como des-

cida do gradiente e RLS para resolver o problema de mínimos quadrados associado

com a aproximação da função valor sobre uma formulação apoiada pela teoria da

vetorização de matrizes e álgebra de Kronecker. A aproximação foi apresentada

para determinar os coe�cientes da matriz P e os ganhos do controlador ótimo

DLQR para HDP e ADHDP, respectivamente.

No contexto de projeto de controle ótimo online via aprendizagem por reforço,

uma contribuição principal nesta pesquisa é o desenvolvimento de um novo método

para melhorar o processo de estimação RLS de políticas de decisão ótimas sob

uma iteração de política otimística. A formulação proposta tem por base os

métodos de fatoração UDUT que reduzem problemas de estabilidade numérica da

implementação de precisão �nita dos algoritmos RLSµ-HDP-DLQR. O processo de

212
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convergência e estabilidade numérica de tais algoritmos é monitorado e guiado por

medidas de desempenho que avaliam o comportamento da matriz de covariância

face ao grau de dependência linear dos vetores de regressores que formam uma

base para a aproximação RLS da solução da equação HJB-Riccati.

Um método para metri�car o desempenho das aproximações para funções valor

para solução online da equação da otimalidade de Bellman foi apresentado. O

método proposto foi baseado em momentos estatísticos de primeira e segunda

ordem que foram associados com as propriedades dos estimadores recursivos RLS,

com respeito à positividade e independência linear orientada para explorar as

propriedades de estimadores não-polarizados.

Os resultados mostraram-se promissores para um modelo de sistema dinâmico

multivariável, desde que os problemas relacionados à polarizações das observações

da planta são levados em consideração durante as medições, tais como a relação

entre estimador e sensoriamento do mundo real em termos de observações que

levam à problemas de dependência linear. Os resultados dos experimentos RLSµ-

UDUT -HDP-DLQR revelam que a fatoração UDUT , por uma seleção apropriada

do fator de esquecimento, pode incrementar melhorias substanciais nos méto-

dos RLSµ-HDP-DLQR. Além disso, os resultados dos experimentos RLS-TD(λ)

evidenciam que o ajuste adequado do parâmetro λ pode acelerar o processo de

aprendizagem de política de controle ótima DLQR.

7.1 Trabalhos Futuros

Para continuação e direcionamento de futuros trabalhos, convém destacar os

seguintes tópicos:

• Investigar a solução de problemas de estabilidade numérica dos algoritmos

RLSµ-HDP explorando outros métodos de fatoração da matriz de covariân-

cia da abordagem RLS, tais como fatoração QR que consiste na decompo-

sição da matriz de covariância como um produto de uma matriz ortogonal

Q por uma matriz triangular superior R.

• Avaliar a habilidade dos métodos RLSµ-HDP-DLQR e RLSµ-ADHDP-DLQR

para alocar autoestruturas no plano Z estável por meio de variações heurís-

ticas nas matrizes de ponderação Q e R do projeto DLQR. No contexto de
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projeto de controle online, uma abordagem interessante para estabelecer po-

líticas de decisão ótimas foi desenvolvida em (Fonseca Neto e Rêgo, 2014),

onde os autores propõem uma metodologia baseada na fusão do método de

sintonia QR e soluções aproximadas LS da equação HJB via paradigmas

HDP e ADHDP. O método de sintonia QR proposto é apresentado como

uma metodologia para sintonizar controladores ótimos baseada em variações

heurísticas das matrizes Q e R que são guiadas por uma relação aproximada

destas matrizes. Em uma pesquisa futura, pode-se pensar na fusão do mé-

todo de sintonia QR, paradigmas ADHDP e soluções aproximadas RLS da

equação HJB-Riccati para impor margens de estabilidade de projetos de

controle.

• Utilizar os métodos de estimação paramétrica RLSµ-UDUT em outros es-

quemas críticos adaptativos (ADHDP, DHP e ADDHP).

• Avaliar o desempenho dos algorimos RLSµ-ADHDP-DLQR para o projeto

online de sistema de controle ótimo. Uma vantagem da formulação ADHDP

é que ela permite aprender a política de controle ótima sem usar conheci-

mento do modelo da dinâmica do sistema.

• Estender os métodos propostos nesta tese para processos dinâmicos parcial-

mente observáveis nos quais nem todos os estados podem ser observados di-

retamente da planta. No contexto de projeto online de sistemas de controle

ótimo linear quadrático baseado em paradigmas de ADP, especi�camente no

projeto do regulador linear quadrático, um procedimento óbvio seria a in-

serção do �ltro de Kalman para estimar os estados não-observáveis. Werbos

sugere algumas formas padrões para desenvolver uma estimativa de estado,

a qual pode ser usada como a entrada principal para uma rede crítica ou uma

rede de ação: �ltro de Kalman estendido, �ltro de partícula, treinamento

de uma rede TLRN (time-lagged recurrent network) para predizer x a partir

da saída Y em dados simulados, extração da saída dos nodos recorrentes de

uma rede neural usados para modelar a planta.

• Estender os métodos desenvolvidos nesta tese para aproximadores de fun-

ções valor mais gerais. Neste caso, pode-se pensar em uma rede neural de
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múltiplas camadas treinada por métodos RLS. Os métodos desenvolvidos

aqui tipicamente poderiam ser vistos como uma estrutura de uma rede neu-

ral com um único neurônio de processamento com função de ativação linear

para aproximar a solução da equação HJB, sendo que as entradas da rede

são dadas pelas componentes do vetor de regressores e os pesos sinápticos

associados a aquele neurônio são as componentes do vetor de parâmetros θ

da aproximação V̂ (·, θ).



Apêndice A

Cadeias de Markov

O objetivo deste apêndice é fornecer brevemente algumas de�nições básicas e

resultados da teoria de cadeias de Markov que tem interesse sobre a análise de con-

vergência dos métodos TD(λ) com aproximação de função. Para um tratamento

mais detalhado consulte, por exemplo, o livro-texto (Iosifescu, 2007).

A.1 De�nições

De�nição A.1.1. Uma matriz quadrada A m×m diz-se ser não-negativa (A ≥ 0)

se aij ≥ 0 para todo i, j ∈ {1, ..., m}. No caso de aij > 0 para todo i, j ∈

{1, ..., m}, diz-se que A é positiva (A > 0).

De�nição A.1.2. Uma matriz não-negativa A m × m diz-se ser estocástica se
m∑
j=1

aij = 1 para todo i ∈ {1, ..., m}. Uma matriz estocástica A m ×m que tem

linhas idênticas é chamada estável.

De�nição A.1.3. A cadeia de Markov neste contexto é determinada por um

conjunto in�nito enumerável ou �nito S cujos elementos, chamados estados, po-

dem ser enumerados em uma forma de�nida, uma distribuição de probabilidade

P 0 = (pi)i∈S sobre S, cujas componentes são chamadas probabilidades iniciais, e

uma matriz estocástica P= (pij)i,j∈S, cujos elementos são chamadas probabilida-

des de transição. Portanto

pi ≥ 0, i ∈ S,
∑
i∈S

pi = 1

216
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pij ≥ 0, i, j ∈ S,
∑
j∈S

pij = 1, i ∈ S.

Diz-se que uma seqüência de variáveis aleatórias {Xt}t≥0 de valores em S é

uma cadeia de Markov (homogênea) com espaço de estado S, distribuição inicial

P 0 e uma matriz de transição P se, e somente se,

Pr (Xt+1 = it+1 |Xt = it, ... , X0 = i0) = Pr (Xt+1 = it+1 |Xt = it) = pit it+1 (A.1)

para todo t ≥ 0 e i0, ... , it+1 ∈ S. A primeira igualdade é conhecida como

propriedade de Markov e diz que a distribuição de Xt+1 é independente de todos

os estados prévios em que se encontrou a cadeia, dependendo apenas do estado

atual. A homogeneidade é introduzida pela segunda igualdade que diz que a

probabilidade condicional de Xt+1 estar no estado it+1 dado que Xt está no estado

it tem um valor prescrito independente de t.

Escrevendo

p
(n)
ij = Pr (Xt = j |Xt−n = i) (A.2)

para designar as probabilidades de transição a n-passos, tem-se

p
(1)
ij = pij, p

(n+1)
ij =

∑

k

p
(n)
ik pkj . (A.3)

Denotando por P(n) a matriz cujos elementos são as probabilidades de transição

p
(n)
ij a n passos, então por (A.3) tem-se a relação

P(n) = Pn.

A.2 Classes de Estados

Os estados de uma cadeia de Markov podem ser agrupados em classes de

acordo se outros estados de uma classe podem ser ou não alcançados a partir de

qualquer estado dado da mesma classe. Diz-se que o estado i leva ao estado j ou,
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equivalentemente, o estado j é acessível a partir do estado i, e escreve-se i→ j se,

e somente se, existe um n ≥ 1 tal que p(n)ij > 0. Diz-se que o estado i se comunica

com o estado j e escreve-se i ↔ j se, e somente se, tem-se ambos i → j e j → i.

A relação "→ "é transitiva, isto é, i → j e j → k implica i → k. Isto é uma

conseqüência imediata da desigualdade

p
(m+n)
ik ≥ p

(m)
ij p

(n)
jk .

A relação ↔ é também transitiva, e é obviamente simétrica, isto é, i ↔ j

implica j ↔ i . Entretanto, deve ser notado que a relação ↔ não é re�exiva, uma

vez que pode existir um estado que não se comunica com si próprio e portanto

com nenhum outro estado ( Tal estado é chamado "sem retorno".). Por exemplo,

este é o caso do estado 0 na cadeia de Markov com a matriz de transição

0 1 2

0

1

2




0 1/4 3/4

0 1/2 1/2

0 1/3 2/3


 .

Com exceção dos estados sem retorno a relação ↔ é uma relação de equiva-

lência sobre o conjunto dos estados restantes, isto é, ↔ é re�exiva, simétrica e

transitiva.

Um subconjunto M do espaço de estado diz-se ser fechado se, e somente se,
∑
j∈M

pij = 1 para qualquer i ∈ M , isto é, a submatriz (pij)i,j∈M da matriz de

transição P é estocástica. Em outras palavras, M é fechado se, e somente se, não

é possível deixar M dada que a cadeia iniciou em um estado pertencente a M . O

exemplo mais simples de uma classe fechada é aquela que consiste de um único

estado i e pii = 1. Tal estado diz-se ser absorvente. O outro caso extremo é aquele

onde todo o espaço de estado S forma uma classe (fechada). Neste caso o espaço

de estado (bem como a cadeia de Markov) diz-se ser irredutível.

Uma propriedade de�nida para todos os estados de uma cadeia de Markov

diz-se ser uma propriedade de classe se, e somente se, sua pertinência para um

estado i implica em sua pertinência por todos os estados da classe contendo i.
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Um exemplo simples de uma propriedade de classe ocorre em conecção com o

conceito do período de um estado. Se i é um estado de retorno, isto é, p(n)ii > 0

para algum n ≥ 1, seu período di é de�nido como o maior divisor comum de todos

os números naturais m tais que p(m)
ii > 0. Um estado i diz-se ser periódico ou

aperiódico de acordo se di > 1 ou di = 1.

Teorema A.2.1. Dois estados distintos pertencentes à mesma classe tem o mesmo

período. Em outras palavras, a propriedade de ter período d é uma propriedade

de classe.

O Teorema A.2.1 permite introduzir o conceito de "período de uma classe",

e então classi�car uma classe como periódica (cíclica) ou aperiódica (acíclica) de

acordo se d > 1 ou d = 1 .

A.3 Recorrência

De acordo se um estado ocorre ou não in�nitamente geralmente dois tipos de

estados são distinguidos. Primeiramente, de�na o seguinte: para quaisquer dois

estados i e j, as probabilidades de primeira passagem f
(n)
i,j são dadas por

f
(n)
ij = Pr (Xt = j,Xt−1 ̸= j, ... , Xt−n+1 ̸= j |Xt−n = i) ,

sendo os tempos médios de primeira passagem (tempos médios de recorrência se

i = j de�nidos como

mij =
∞∑

n=1

nf
(n)
ij , (A.4)

desde que

∞∑

n=1

f
(n)
ii = 1. (A.5)

De�nição A.3.1. Um estado i diz-se ser recorrente ou transiente de acordo se
∞∑
n=1

f
(n)
ii = 1 ou

∞∑
n=1

f
(n)
ii < 1; se mii < ∞, diz-se que o estado i é um estado

recorrente positivo.
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Teorema A.3.1. (fórmula de Doeblin): Quaisquer que sejam os estados i e j,

tem-se

∞∑
n=1

f
(n)
ij = lim

s→∞

s∑
n=1

p
(n)
ij

1+
s∑

n=1
p
(n)
ij

.

Corolário A.3.1. O estado i é recorrente ou transiente de acordo se a série
∞∑
n=1

p
(n)
ii diverge ou converge.

Corolário A.3.2. Sejam i um estado arbitrário e j um estado transiente. Então

a série
∞∑
n=1

p
(n)
ij converge, daí, em particular lim

n→∞
p
(n)
ij = 0.

Corolário A.3.3. O espaço de estado de uma cadeia de Markov contém pelo

menos um estado recorrente.

Teorema A.3.2. Recorrência e transiência são propriedades de classe.

Teorema A.3.3. Seja i um estado recorrente. Se i→ j então o estado j é também

recorrente, e
∞∑
n=1

f
(n)
ij =

∞∑
n=1

f
(n)
ji = 1. Em outras palavras, um estado transiente

não pode ser alcançado a partir de um estado recorrente.

Teorema A.3.4. Uma classe é recorrente se, e somente se, é fechada.

A.4 Classi�cação de Cadeias de Markov Homogê-

neas

Uma cadeia de Markov pode ser classi�cada de acordo com o tipo de seus

estados. Toda cadeia de Markov tem pelo menos um estado recorrente. Se não

existem estados transientes, então os estados são enumerados de uma tal maneira

que aqueles estados pertencentes à mesma classe tem números consecutivos. A

matriz de transição pode ser escrita como

P=




P1

P2

. . .

Pr



,
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em que P1, ... , Pr são matrizes estocásticas associadas com as classes recorrentes.

Se r > 1 nenhuma comunicação é possível entre essas classes. De fato, tem-se r

cadeias de Markov distintas que podem ser estudadas separadamente.

Uma cadeia de Markov sem estados transientes é chamada recorrente. Uma

cadeia de Markov recorrente cujos estados formam somente uma classe é chamada

irredutível. Uma cadeia de Markov em que todos os estados são aperiódicos é

chamada aperiódica. Dado que a periodicidade é uma propriedade de classe, para

que uma cadeia de Markov irredutível seja aperiódica é su�ciente que um dos seus

estados seja aperiódico. Cadeias de Markov irredutíveis, aperiódicas e com todos

os estados recorrentes positivos são designadas por ergódicas.

Se a cadeia de Markov também tem estados transientes, então enumerando

os estados de uma tal maneira que os estados transientes são colocados após os

estados recorrentes e o último são tratados como no caso anterior, a matriz de

transição pode ser escrita como

P=




P1

P2 0
. . .

0 Pr

T1 T2 · · · Tr T




,

onde as matrizes T1, ... , Tr, T são associadas com os estados transientes: as pri-

meiras r matrizes compreendem as probabilidades de transição dos estados transi-

entes para os estados recorrentes e a última matriz as probabilidades de transição

dentro do conjunto de estados transientes. As potências de P são, claramente, do

mesmo tipo. Por exemplo

P2 =




P 2
1

P 2
2 0

. . .

0 P 2
r

T1P1 + TT1 T2P2 + TT2 · · · TrPr + TTr T 2




.

Daí, para i, j ∈ T as entradas p(m)
ij da matriz Pm coincide com as entradas

correspondentes da matriz Tm. Isto é uma conseqüência imediata do fato de que
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um estado transiente não pode ser alcançado a partir de um estado recorrente.

Pelo Corolário A.3.2 do Teorema A.3.1, tem-se lim
n→∞

T n = 0.

Observação A.4.1. Se uma cadeia de Markov inicia-se em um estado transiente

então, com probabilidade 1, ele permanece no conjunto T de estados transientes

por apenas um número �nito de etapas após as quais ela entra em uma classe

recorrente onde permanece para sempre. Por conta desta propriedade uma ca-

deia de Markov com estados transientes será chamada absorvente. Uma cadeia

de Markov absorvente com somente uma classe recorrente aperiódica é chamada

indecomponível.

A.5 Teorema do Limite Básico para Cadeias de

Markov Ergódicas

Teorema A.5.1. Seja uma cadeia de Markov ergódica caracterizada por uma ma-

triz estocástica P, então Pn converge quando n→ ∞ para uma matriz estocástica

estável positiva P = 1
′

v, sendo v = P 0 lim
n→∞

Pn um vetor de probabilidade com

entradas não nulas e é único apesar da distribuição inicial P 0.

O Teorema A.5.1 declara, em outras palavras, que as probabilidades de tran-

sição a n-passos p(n)ij para cadeias de Markov ergódicas convergem quando n→ ∞

para limites independentes do estado inicial, isto é,

lim
n→∞

p
(n)
ij = vj , ∀i, (A.6)

sendo vj a j-ésima componente do vetor linha v. Esta propriedade é chamada

"ergodicidade". Mais ainda, v é o único vetor que satisfaz as equações de estaci-

onaridade

v = vP. (A.7)

Diz-se, nestas condições, que v é a distribuição estacionária (invariante) da cadeia.



Apêndice B

Coeficientes da Fatoração

UDUT

Admitindo-se que

D(k − 1)− β−1ggT = UDU
T
, (B.1)

sendo U = [u1 · · · unθ
] eD = diag(d1, · · ·, dnθ

), com uj = [u1j · · · uj−1j 1 0 · · · 0]T ,

então os fatores U -D de Γ(k) são dados por

U(k) = U(k − 1)U (B.2)

e

D(k) = Dµ−1 . (B.3)

A Eq.(B.1) pode ser transformada em

n
θ∑

i=1

diuiu
T
i =

nθ∑

i=1

diviv
T
i − β−1ggT , (B.4)

sendo di = di(k − 1) e vi é o i-ésimo versor.

De�nindo-se

223
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βnθ
= β , βm = µ+

m∑

i=1

eigi (B.5)

ψnθ
= g , ψm−1 = [ψm1 . . . ψmm−1 0 . . . 0]T , (B.6)

a Eq.(B.4) pode ser transformada em

n
θ∑

i=1

diuiu
T
i −

nθ∑

i=1

diviv
T
i + β−1nθ

ψnθ
ψTnθ

= 0 (B.7)

n
θ
−1∑

i=1

diuiu
T
i −

nθ−1∑

i=1

diviv
T
i +Mnθ

= 0, (B.8)

sendo

Mnθ
= dnθ

unθ
uTnθ

− dnθ
vnθ

vTnθ
+ β−1nθ

ψnθ
ψTnθ

. (B.9)

Observe que as matrizes sob o sinal dos somatórios na Eq.(B.8) possuem a

nθ-ésima linha e a nθ-ésima coluna nulas. Portanto, a �m de que a Eq.(B.8)

seja satisfeita deve-se estabelecer as seguintes condições sobre os elementos das

respectivas �leiras da matriz Mnθ

dnθ
= dnθ

− β−1nθ
ψ2
nθnθ

(B.10)

e

uinθ
=

−ψnθnθ
ψnθ i

βnθ
dnθ

(B.11)

Substituindo-se as Eqs.(B.10) e (B.11) na Eq.(B.9), a matriz Mnθ
assume a

forma
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Mnθ
= dnθ

ψ2
nθnθ

d
2

nθ
β2
nθ

ψnθ−1ψ
T
nθ−1

+ β−1nθ
ψnθ−1ψ

T
nθ−1

(B.12)

=

(
ψ2
nθnθ

d
2

nθ
β2
nθ

+
1

βnθ

)
ψnθ−1ψ

T
nθ−1

. (B.13)

ou, de acordo com as Eqs.(B.5), (B.6) e (B.10) tem-se

Mnθ
=

ψ2
nθnθ

+ dnθ
βnθ

− β−1nθ
ψ2
nθnθ

βnθ

dnθ
β2
nθ

ψnθ−1ψ
T
nθ−1

(B.14)

=
dnθ

dnθ
βnθ

− β−1nθ
ψ2
nθnθ

βnθ

ψnθ−1ψ
T
nθ−1

(B.15)

=
1

βnθ
−

ψ2
nθnθ

dnθ

ψnθ−1ψ
T
nθ−1

(B.16)

= β−1nθ−1
ψnθ−1ψ

T
nθ−1

, (B.17)

e a Eq.(B.7) pode ser então expressa por

n
θ
−1∑

i=1

diuiu
T
i −

nθ−1∑

i=1

diviv
T
i + β−1nθ−1

ψnθ−1ψ
T
nθ−1

= 0. (B.18)

Deve-se observar com ênfase que as Eqs.(B.7) e (B.18) diferem uma da outra

somente pela variação do somatório e índices. Repetindo-se o mesmo raciocínio

utilizado nas tranformações (B.7)-(B.14) para índices variando de nθ − 1 a 1, é

possível determinar todos os valores de di e uij.

A Eq.(B.11) é transformada usando-se Eqs.(B.5), (B.6) e (B.10) como segue

uinθ
=

−ψnθnθ
ψnθ i

βnθ
dnθ

=
−ψnθnθ

ψnθ i

βnθ

(
dnθ

−
ψ2
nθnθ

βnθ

) (B.19)

=
−ψnθnθ

ψnθ i

dnθ

(
βnθ

−
ψ2
nθnθ

dnθ

) =
−ψnθnθ

ψnθ i

dnθ
βnθ−1

. (B.20)

Pondo-se

τnθ
=

−ψnθnθ

dnθ
βnθ−1

=
−enθ

βnθ−1

, (B.21)
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obtém-se

uinθ
= −τnθ

ψnθ i. (B.22)

Usando-se Eqs.(B.5), (B.6) e (B.10), os valores dos elementos da matriz D são

determinados como segue

di(k) = diµ
−1 =

(
di −

ψ2
ii

βi

)
µ−1 (B.23)

= di
1

βi

(
βi −

ψ2
ii

di

)
µ−1 = di

βi−1
βiµ

. (B.24)

O numerador de (5.12) assume a seguinte forma

κ(k) = U(k − 1)g = U(k − 1)ψnθ
. (B.25)

Daí,

κi =

nθ∑

m=i

uim(k − 1)ψnθm (B.26)

=

nθ−1∑

m=i

uim(k − 1)ψnθm + uinθ
(k − 1)ψnθ nθ

, (B.27)

ou, em uma forma de recorrência,

κi,new = κi,old + uinθ
(k − 1)ψnθ nθ

. (B.28)

Os valores dos elementos da matriz U são determinados como segue

uij(k) =

j∑

m=i

uim(k − 1)umj (B.29)

= uij(k − 1) +

j−1∑

m=i

uim(k − 1)τjψjm (B.30)

= uij(k − 1) + τj

j−1∑

m=i

uim(k − 1)ψjm (B.31)

= uij(k − 1) + τjκi. (B.32)
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Algoritmo 9 RLS-UDUT

1 �������������������

2 ✄ - Inicialização

3 D(0) = δI, δ > 0

4 U(0) = I

5 θ(0) = θ0.

6 �������������������

7 ✄ - Processo Iterativo

8 for k = 1 : N

9 do

10 ε(k) = y(k)− φT (k)θ(k − 1)

11 e = UT (k − 1)φ(k)

12 g = D(k − 1)e

13 β0 = µ

14 for j = 1 : nθ

15 do

16 βj = βj−1 + ej gj

17 dj(k) = dj(k − 1)
βj−1

βjµ

18 κj = gj

19 τj =
−ej
βj−1

20 if j ̸= 1

21 do

22 for m = 1 : j − 1

23 umj(k) = umj(k − 1) + τjκm

24 κm,new = κm,old + umj(k − 1)κj

25 End

26 End

27 End

28 Atualização do vetor de ganho

29 L(k) =
[κ1 κ2 ... κnθ

]T

βnθ

30 Atualização do vetor de parâmetros

31 θ(k) = θ(k − 1) + L(k)ε(k)

32 Atualização do vetor de regressores φ(k)

33 End

34 Fim do Algoritmo 9



Apêndice C

RLSµ-UDUT -HDP-DLQR

Otimístico

Algoritmo 10 - RLSµ-UDUT -HDP-DLQR Otimístico

1 ✄ - Bloco 0 - Inicialização

2 ✄ Matrizes do Sistema Dinâmico e de Ponderação

3 [Q,R,A,B]← [ ]

4 ✄ Selecione - Fator de Desconto - 0 < γ ≤ 1.

5 ✄ Parâmetros do RLS: θ̂0, U0, D0

6 Selecione - Fator de Esquecimento - 0 < µ ≤ 1.

7 ✄ Selecione - Estado Inicial - x0.

8 ✄ Selecione - Política Inicial

9 K0 = γ(R + γBTP θ̂0B)−1BTP θ̂0A.

10 k ← 0

11 ✄ - Processo Iterativo

12 Para cada passo de tempo k

13 do

14 ✄ Bloco 1 - Simulação do Ambiente

15 ✄ Ação de Controle

16 uk ← −Kkxk

17 ✄ Estados

18 xk+1 ← Axk + Buk

19 ✄ Bloco 2 - Atualização da Política e da Função Valor

20 ✄ Montagem do Alvo

21 rk ← xT
k Qxk + uT

k Ruk

22 ✄ Vetor de Funções de Base - Produto de Kronecker

23 φk ← [x2
1,k; x1,kx2,k; x1,kx3,k; x1,kx4,k; x

2
2,k;

24 x2,kx3,k; x2,kx4,k; x
2
3,k; x3,kx4,k; x

2
4,k]

25 −γ[x2
1,k+1

; x1,k+1x2,k+1; x1,k+1x3,k+1;

26 x1,k+1x4,k+1; x
2
2,k+1

; x2,k+1x3,k+1;

27 x2,k+1x4,k+1; x
2
3,k+1

; x3,k+1x4,k+1;

28 x2
4,k+1

]

29 Atualize θ̂k seguindo as etapas 10-31 do algoritmo 9

30 Associação - Matriz P
θ̂k+1 com θ̂k+1

31 P
θ̂k+1 ← [θ̂1,k+1 θ̂2,k+1/2 θ̂3,k+1/2 θ̂4,k+1/2;

32 θ̂5,k+1 θ̂6,k+1/2 θ̂7,k+1/2;

33 θ̂8,k+1 θ̂9,k+1/2;

34 θ̂10,k+1]

35 ✄ Atualização da Política

36 Kk+1 = γ(R + γBTP
θ̂k+1B)−1BTP

θ̂k+1A

37 k ← k + 1

38 until Kk+1 seja satisfatória

39 then Fim do Processo Iterativo

40 Fim do Algoritmo 10.
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Provas de Lemas

Lema D.0.1. Sob as suposições A.1 e A.2 apresentadas na Subseção 5.6.1, as

seguintes relações se mantêm:

(a) E0[φ(xk)φ
T (xk+m)] = ΦTDMmΦ, para m ≥ 0.

(b) E0[ξkφ
T (xk)] = ΦTD

∞∑
m=0

(γλ)mMmΦ.

(c) E0[ξkrk] =
∞∑
m=0

(γλ)mΦTDMmr, sendo r o vetor de dimensão card(X),

cuja i-ésima componente é igual a E[rk | xk = i ].

Demonstração:

Primeiramente, observa-se que para quaisquer V e V , tem-se

E0[V (xk)V (xk+m)]

=
∑
i∈X

π(i)
∑
j∈X

Pr(xk+m = j |xk = i)V (i)V (j)

=
∑
i∈X

π(i)V (i)[MmV ](i)

= V TDMmV ,

(D.1)

em que [MmV ](i) denota a i-ésima componente do vetor MmV . Em particular

para o caso onde os vetores são da forma V = Φθ, V = Φθ, obtém-se

E0

[
θTφ(xk)φ

T (xk+m)θ
]
= θTΦTDMmΦθ. (D.2)

229
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Uma vez que os vetores θ e θ são arbitrários, segue-se que

E0

[
φ(xk)φ

T (xk+m)
]
= ΦTDMmΦ. (D.3)

Agora, veri�ca-se a parte (b) do lema. Observe que E0

[
ξkφ

T (xk)
]
é o mesmo

para todo k, e basta provar o resultado para o caso k = 0. Tem-se

E0

[
ξ0φ

T (x0)
]
= E0

[
0∑

τ=−∞

(γλ)−τφ(xτ )φ
T (x0)

]

=
0∑

τ=−∞

(γλ)−τE0[φ(xτ )φ
T (x0)],

(D.4)

onde a permuta da soma e a esperança é justi�cada pelo teorema de convergên-

cia dominada (Tsitsiklis e Roy, 1997). O resultado desejado segue usando-se o

resultado da pate (a). Portanto,

E0

[
ξkφ

T (xk)
]
= ΦTD

∞∑

m=0

(γλ)mMmΦ. (D.5)

Usando-se um argumento similar, obtém-se também

E0

[
ξkφ

T (xk+1)
]
= ΦTD

∞∑

m=0

(γλ)mMm+1Φ. (D.6)

Daí,

C = E0

[
ξk(γφ

T (xk+1)− φT (xk)
]

= ΦTD
∞∑
m=0

(γλ)m(γMm+1 −Mm)Φ

= ΦTD(G− I)Φ,

(D.7)

sendo G = (1− λ)
∞∑
m=0

λm(γM)m+1.

Agora, a Eq.(D.1) é usada, com V = Φθ e V = r, para obter

θTd = E0[θ
T ξ0rk]

= E0[θ
T ξ0rk]

= E0

[
θT

∞∑
m=0

(γλ)mφ(x−m)rk

]

= θTΦTDh,

(D.8)
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sendo h =
∞∑
m=0

(γλM)mr . Uma vez que o vetor θ é arbitrário, segue a fórmula

desejada para d.

Lema D.0.2. Para qualquer V ∈ ℜn, tem-se ∥MV ∥D ≤ ∥V ∥D.

Demonstração:

Seja mij a ij-ésima entrada de M . Então,

∥MV ∥2D = V TMTDMV

=
n∑
i=1

π(i)

(
n∑
j=1

mijV (j)

)2

≤
n∑
i=1

π(i)
n∑
j=1

mijV
2(j)

=
n∑
j=1

n∑
i=1

π(i)mijV
2(j)

=
n∑
j=1

π(j)V 2(j)

= V TDV

= ∥V ∥2D .

(D.9)

Na prova acima utilizou-se a desigualdade E[V (xk+1) |xk = i]2 ≤ E[V (xk+1)
2 |xk = i]

(Desigualdade de Jensen), bem como a propriedade πTM = πT do vetor de pro-

babilidades invariantes.

Lema D.0.3.

(a)Para todo V ∈ ℜn, tem-se

∥GV ∥D ≤
γ(1− λ)

1− γλ
∥V ∥D. (D.10)

(b)A matriz C é de�nida negativa.

Demonstração:

(a) Do Lema D.0.2, segue que ∥MmV ∥D ≤ ∥V ∥D , ∀V, m ≥ 0. Usando a

de�nição de G e a desigualdade triangular, obtém-se
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∥GV ∥D ≤ (1− λ)
∞∑

m=0

λmγm+1∥V ∥D =
γ(1− λ)

1− γλ
∥V ∥D.

(b) Denotando por ∥·∥ a norma Euclidiana, e usando a Desigualdade de

Schwartz, tem-se

V TDGV = V TD1/2D1/2GV

≤
∥∥D1/2V

∥∥ ∥∥D1/2GV
∥∥

= ∥V ∥D∥GV ∥D

≤ γ∥V ∥D∥V ∥D

= γV TDV.

Assim,

V TD(G− I)V ≤ −(1− γ)V TDV < 0 , ∀V ̸= 0,

que prova que D(G− I) é de�nida negativa. Usando-se a suposição que a matriz

Φ tem rank completo, segue que C = ΦTD(G− I)Φ é de�nida negativa.

Da de�nição de um operador T λ estabelecida nas Eqs.(5.110) e (5.111), pode

ser veri�cado usando-se álgebra simples que para 0 ≤ λ ≤ 1, tem-se

(T (λ)V )(xk) = (1− λ)
∞∑
m=0

λm(γM)m+1V +
∞∑
m=0

(γλM)mr

= GV + h.
(D.11)

Uma importante propriedade de T λ é estabelecida no próximo lema, o qual

declara que T λ é uma contração com respeito à norma ∥·∥D.

Lema D.0.4. Para quaisquer V, V ∈ ℜn e 0 ≤ λ ≤ 1, tem-se

∥∥T (λ)V − T (λ)V
∥∥
D
≤
γ(1− λ)

1− γλ

∥∥V − V
∥∥
D
. (D.12)

Demonstração:

Do Lema D.0.3 e da Eq.(D.11), tem-se:
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∥∥T (λ)V − T (λ)V
∥∥
D
=
∥∥GV + h− (GV + h)

∥∥
D

=
∥∥G(V − V )

∥∥
D

≤ γ(1−λ)
1−γλ

∥∥V − V
∥∥
D
.

Uma vez que a sequência θk gerada pelas Eqs.(2.47) e (2.48) converge para a

solução do sistema Cθ + d = 0, tem-se:

Cθ + d = ΦTD(G− I)Φθ + ΦTDh

= ΦTD(GΦθ + h)− ΦTDΦθ

= ΦTDT (λ)(Φθ)− ΦTDΦθ.

A matriz ΦTDΦ é inversível pois D é uma matriz diagonal com elementos

diagonais positivos e a matriz Φ assume-se ter rank completo. Daí, o sistema

Cθ + d = 0 pode ser escrito por

Φ(ΦTDΦ)−1ΦTDT (λ)(Φθ) = Φθ,

ou

ΠT (λ)(Φθ) = Φθ,

sendo Π a matriz de�nida por Π = Φ(ΦTDΦ)−1ΦTD.

O próximo lema fornece uma interpretação da matriz Π como uma projeção

sobre o espaço de todos os vetores da forma Φθ, com respeito à norma ∥·∥D.

Lema D.0.5. Suponha que a matriz Φ tenha rank coluna completo, isto é, as fun-

ções {φj | j = 1, . . . , nθ } são linearmente independentes, e seja Π = Φ(ΦTDΦ)−1ΦTD.

Então, para cada vetor V , tem-se

∥ΠV − V ∥D = min
θ

∥Φθ − V ∥D.

Demonstração:

Minimiza-se a função objetivo ∥Φθ − V ∥2D, com respeito a θ, escrevendo-a na

forma θTΦTDΦθ−2θTΦTDV +V TDV . Toma-se o gradiente, e estabelece-o igual

à zero, para obter que a solução ótima Φθ é dada por ΠV .



Apêndice E

Detalhes do Custo

Computacional dos Algoritmos

RLSµ-HDP-DLQR e

RLSµ-UDUT -HDP-DLQR

Sejam α1 e α2 dois escalares quaisquer em ℜ. As notações op(+)
α , op(·)α e op(÷)α

serão usadas para denotar uma operação de adição α1 + α2, multiplicação α1α2 e

divisão α1/α2, respectivamente. Cada uma destas operações equivale à um �op

(medida de complexidade aritmética adotada).

As Tabelas E.1 e E.2 apresentam algumas operações básicas de vetores e ma-

trizes que aparecem nas etapas de avaliação e melhoria de política dos algoritmos

RLSµ-HDP-DLQR e RLSµ-UDUT -HDP-DLQR. Estas tabelas também fornecem

o número de �ops para cada uma das operações básicas.

Observações:

1) De forma genérica, a multiplicação de duas matrizes M1 e M2 com M1 ∈

ℜm×p e M2 ∈ ℜp×n envolve 2mnp−mn �ops e será denotada por op(∗)Mmpn
.

2) Dada uma matrizM comM ∈ ℜm×m inversível, a obtenção da inversa deM ,

M−1, por meio de transformações de Gauss (processo de eliminação Gaussiana),

requer aproximadamente 2
3
m3 �ops (1

3
m3 �ops para matrizes de�nidas positivas).

A operação de inversão de uma matriz de�nida positiva será denotada por op(−1)MDP
.
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Tabela E.1: Operações básicas com vetores em ℜnθ

Operação Descrição Complexidade

op
(+)
v Adição: v1 + v2 nθ

opdotv Produto escalar: vT1 v2 2nθ − 1

opoutv Produto externo: v1vT2 n2
θ

op
(·)
v,α Multiplicação de um escalar α por um vetor: αv nθ

Tabela E.2: Operações básicas com matrizes em ℜnθ×nθ

Operação Descrição Complexidade

op
(+)
M Adição n2

θ

op
(·)
M Multiplicação 2n3

θ − n2
θ

op
(·)
M,α Multiplicação de um escalar por uma matriz n2

θ

op
(·)
M,v Multiplicação de uma matriz por por um vetor 2n2

θ − nθ

op
(·)
MTriang ,v

Multiplicação de uma matriz triangular por um vetor n2
θ

op
(·)
MDiag ,v

Multiplicação de uma matriz diagonal por um vetor nθ

Etapa de Avaliação de Política

Na descrição do custo computacional em uma iteração i de avaliação de política

(Algoritmo 5) realizada pelo RLS convencional (sem fatoração UDUT ), tem-se:

1) Construção do vetor de funções de base ϕk = xk − γxk+1 via produto de

Kronecker dos estados.

Considerando que a formação de cada vetor xk envolve nθ[op
(·)
α ], o que equivale

à nθ �ops, tem-se

2nθ[op
(·)
α ] + op

(·)
v,α + op

(+)
v ⇒

2nθ + nθ + nθ = 4nθ flops

2) Cálculo do ganho Lj(i) de Eq.(5.64):
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opdotv + 2op
(·)
M,v + op

(+)
α + op

(·)
v,α + op

(÷)
α ⇒

(2nθ − 1) + (4n2
θ − 2nθ) + 1 + nθ + 1 = 4n2

θ + nθ + 1 flops

3) Atualização do vetor de parâmetros θ̂j(i) de Eq.(5.65):

opdotv + op
(+)
α + op

(·)
v,α + op

(+)
v ⇒

(2nθ − 1) + 1 + nθ + nθ = 4nθ flops

4) Atualização da matriz de covariância Γj(i) de Eq.(5.66):

opoutv + op
(·)
M + op

(+)
M + op

(·)
M,α ⇒

n2
θ + (2n3

θ − n2
θ) + n2

θ + n2
θ = 2n3

θ + 2n2
θ flops

O custo computacional associado com a recuperação da matriz P a partir do

vetor θ̂j gerado pelo RLS convencional é dado por:

(n2 − n)op
(÷)
α ⇒ n2 − n flops

Agora, será investigado o custo computacional de uma iteração i de avalia-

ção de política realizada pelo RLS-UDUT (Algoritmo 6). Considere os seguintes

passos:

1) Construção do vetor de funções de base ϕk = xk − γxk+1

Segue-se o mesmo procedimento do algoritmo RLSµ-HDP-DLQR, o qual re-

quer 4nθ flops para formação do vetor ϕk.

2) Cálculo do erro de estimação de Eq.(5.69)

opdotv + op
(+)
α ⇒

(2nθ − 1) + 1 = 2nθ flops

3) Cálculo do vetor e de Eq.(5.70)
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op
(·)
MTriang ,v

⇒ n2
θ flops

4) Cálculo do vetor g de Eq.(5.71)

op
(·)
MDiag ,v

⇒ nθ flops

5) A Eq.(5.73) requer nθ[op
(+)
α +op

(·)
α ], o que implica 2nθ �ops. A Eq.(5.74) en-

volve nθ[2op
(·)
α +op

(÷)
α ], que é equivalente à 3nθ �ops. A Eq.(5.76) envolve nθ[op

(÷)
α ],

o que corresponde à nθ �ops. Neste caso, deve-se observar que estas equações são

executadas nθ vezes a cada iteração i, conforme indica a contabilidade do laço

l = 1 : nθ. Desta forma, tem-se um total de 6nθ �ops para a atualização dos

escalares β, d e τ .

6) O custo total para atualização de todos os elementos uml superiores à dia-

gonal principal da matriz U e para atualização do escalar κm,new é dado por

nθ∑

l=2

4(l − 1) = 2n2
θ − 2nθ,

considerando que no laço m = 1 : l − 1, com l ̸= 1, cada equação requer (l −

1)[op
(+)
α + op

(·)
α ], o que corresponde à 2(l − 1) �ops.

7) Atualização do vetor de ganho Lj(i) de Eq.(5.79)

op
(÷)
α + op

(·)
v,α ⇒ 1 + nθ flops

8) Atualização do vetor de parâmetros θ̂j(i) de Eq.(5.80)

op
(+)
v + op

(·)
v,α ⇒ 2nθ flops

Etapa de Melhoria de Política

Na descrição do custo computacional em uma iteração j da etapa de melhoria

de política (Algoritmos 5 e 6), tem-se:

3op
(∗)
Mnenn

+ op
(∗)
Mnenne

+ op
(∗)
Mnenen

+ 2op
(·)
M,α + op

(+)
M + op

(−1)
MDP

⇒
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3(2nen
2 − nen) + (2n2

en− n2
e) + (2n2

en− nen) + 2n2
e + n2

e +
1
3
n3
e =

1
3
n3
e + 6nen

2 + 4n2
en+ 2n2

e − 4nen flops



Apêndice F

Modelo do Sistema Dinâmico de

Quarta Ordem

A descrição em espaço de estados correspondente ao modelo de Eqs.(6.1)-(6.4)

é dada por

ẋ = Ax+Bu, t ≥ t0. (F.1)

sendo A a matriz de estado,

A =




−1/CcapR1 0 1/Ccap 0

0 −1/CcapR1 0 −1/Ccap

−1/Lind 0 −R2/Lind −R2/Lind

0 1/Lind −R2/Lind −R2/Lind



. (F.2)

A ponderação B do vetor de entrada e a matriz de saída C são dadas, respecti-

vamente, por

B =




0 0

0 0

1/Lind 0

0 1/Lind




(F.3)

e

C =

[
1 0 0 0

0 1 0 0

]
. (F.4)
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As matrizes do sistema dinâmico para os valores dos parâmetros L = 10,

C = 10−1, R1 = 104 e R2 = 102 são dadas por

Ac =




−0.001 0 10 0

0 −0.001 0 −10

−0.1 0 −10 −10

0 0.1 −10 −10




(F.5)

e

Bc =




0 0

0 0

0.1 0

0 0.1



. (F.6)

As matrizes do sistema discretizado para o intervalo de amostragem Tamost =

0.1 são obtidas pelo método de discretização Impulse-invariant.

F.1 Modelo com Variações Paramétricas na Planta

As matrizes do sistema com variações paramétricas para o modelo (6.9) são

dadas por

A =




(−1/CcapR1)(1 + p(t))−2 0 (1/Ccap)(1 + p(t))−1 0

0 (−1/CcapR1)(1 + p(t))−2 0 (−1/Ccap)(1 + p(t))−1

(−1/Lind)(1 + p(t))−1 0 −R2/Lind −R2/Lind

0 (1/Lind)(1 + p(t))−1 −R2/Lind −R2/Lind




(F.7)

e

B =




0 0

0 0

(1/Lind)(1 + p(t))−1 0

0 (1/Lind)(1 + p(t))−1



. (F.8)



Apêndice G

Modelo do Sistema Dinâmico de

Terceira Ordem e Setup

As matrizes do sistema contínuo são dadas por

Ac =




−1.102 0.905 −0.002

4.064 −0.770 −0.169

0.000 0.000 −10.000


 (G.1)

e

Bc =




0.000 0.000

0.000 10.000

10.000 0.000


 . (G.2)

O intervalo de amostragem é Tamost = 0.1 para o sistema de terceira ordem.

As matrizes do sistema amostrado são dadas por

Ad =




0.912 0.083 −0.001

0.372 0.943 −0.010

0.000 0.000 0.368


 (G.3)

e

Bd =




−0.000 0.043

−0.006 0.968

0.632 0.000


 . (G.4)
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G.1 Setup do processo iterativo

As formulações gerais do setup do processo iterativo para RLS-TD(λ) são

dadas por: ordem do sistema n (n = 3), intervalo de amostragem Tamost (Tamost =

0.1s), intervalo de revitalização nrevit (nrevit = 12).

As condições iniciais e revitalização para o sistema de terceira ordem são x0 =

[4 2 5]T e xrevit = [7 2 − 5]T , respectivamente. As matrizes de ponderação Q

e R da função de utilidade são selecionadas como matrizes de identidade.

Conforme o processo de vetorização de Eq.(5.55), o vetor de parâmetros θ é

dado por [θ1 θ2 θ3 θ4 θ5 θ6]
T . A ordem deste vetor é estabelecida a partir

da dimensão da matriz P . Para a sistema de ordem 3, tem-se que θ ∈ R6 e para

os resultados apresentados, tem-se que θ1 = θ2 = θ3 = θ4 = θ5 = θ6 = 0.

A matriz inicial da equação de Riccati/Lyapunov está associada com os parâ-

metros da aproximação para o sistema de ordem 3, segundo a lei de formação da

vetorização de matrizes simétricas de Eq.(5.55). A matriz é dada por

P θ
0 =




θ1 θ2/2 θ3/2

θ4 θ5/2

θ6


 . (G.5)

G.2 Solução DLQR-Schur

A solução computacional da HJB-Riccati pelo método de Schur é dada por

Pschur =




5.3947 0.7427 −0.0078

0.7427 1.6203 −0.0067

−0.0078 −0.0067 1.1037


 . (G.6)

Consequentemente, a política ótima é dada por

Kschur =

[
0.0050 0.0039 −0.1782

−0.5632 −0.6129 0.0066

]
. (G.7)



Apêndice H

Experimentos Complementares 1

Para efeito de análise do desempenho dos algoritmos RLSµ-HDP-DLQR e

RLSµ-UDUT -HDP-DLQR do ponto de vista de sistemas de controle, mostra-se

a seguir a trajetória dos estados xk e o sinal de controle uk que foi aplicado ao

sistema durante a sintonia da HDP para o modelo de quarta ordem (circuito

elétrico), como também são ilustrados os comportamentos dos traços da matriz

de malha fechada e os autovalores associados. Os comportamentos são referentes

as simulações apresentadas na Seção 6.2.7 que levam em consideração variações

paramétricas na planta. Em termos do objetivo de controle, os traços da matriz de

malha fechada e os autovalores associados mostram oscilações que representam o

comportamento de estabilidade do sistema dinâmico durante o processo de busca

da política de controle ótima. Os traços podem ser vistos como uma boa medida

para avaliar a convergência do algoritmo sem calcular os autovalores do sistema

de malha fechada, evitando, desta forma, o cálculo dos autovalores em aplicações

em tempo real devido ao seu alto custo.
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Figura H.1: Variação paramétrica do tipo p1 com α = 10 e β = 0.001 - Comportamento dos

estados com revitalização para o modelo de quarta ordem para um ciclo de 10000 iterações,

com fator de esquecimento µ = 0.92. Os estados são inicializados com x0 = [0.22 − 0.25 −

0.005 0.005]T e a revitalização com xrevit = [0.1 0.1 0.1 0.1]T - Algoritmo RLSµ-UDUT -HDP-

DLQR Otimístico.
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Figura H.2: Variação paramétrica do tipo p1 com α = 10 e β = 0.001 - Comportamento

do controlador com revitalização de estado para o modelo de quarta ordem para um ciclo de

10000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura H.3: Variação paramétrica do tipo p1 com α = 10 e β = 0.001 - O comportamento dos

traços e os autovalores associados do modelo de malha fechada para um ciclo de 10000 iterações,

com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura H.4: Variação paramétrica do tipo p1 com α = 10 e β = 1013 - Comportamento dos

estados com revitalização para o modelo de quarta ordem para um ciclo de 10000 iterações,

com fator de esquecimento µ = 0.92. Os estados são inicializados com x0 = [0.22 − 0.25 −

0.005 0.005]T e a revitalização com xrevit = [0.1 0.1 0.1 0.1]T - Algoritmo RLSµ-UDUT -HDP-

DLQR Otimístico.
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Figura H.5: Variação paramétrica do tipo p1 com α = 10 e β = 1013 - Comportamento do

controlador com revitalização de estado para o modelo de quarta ordem para um ciclo de 10000

iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimís-

tico.
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Figura H.6: Variação paramétrica do tipo p1 com α = 10 e β = 1013 - O comportamento dos

traços e os autovalores associados do modelo de malha fechada para um ciclo de 10000 iterações,

com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura H.7: Variação paramétrica do tipo p2 com α = 1 e β = 0.001 - Comportamento dos

estados com revitalização para o modelo de quarta ordem para um ciclo de 15000 iterações,

com fator de esquecimento µ = 0.92. Os estados são inicializados com x0 = [0.22 − 0.25 −

0.005 0.005]T e a revitalização com xrevit = [0.1 0.1 0.1 0.1]T - Algoritmo RLSµ-UDUT -HDP-

DLQR Otimístico.
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Figura H.8: Variação paramétrica do tipo p2 com α = 1 e β = 0.001 - Comportamento dos

estados com revitalização para o modelo de quarta ordem para um ciclo de 15000 iterações,

com fator de esquecimento µ = 0.92. Os estados são inicializados com x0 = [0.22 − 0.25 −

0.005 0.005]T e a revitalização com xrevit = [0.1 0.1 0.1 0.1]T - Algoritmo RLSµ-HDP-DLQR

Otimístico.
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Figura H.9: Variação paramétrica do tipo p2 com α = 1 e β = 0.001 - Comportamento do

controlador com revitalização de estado para o modelo de quarta ordem para um ciclo de 15000

iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimís-

tico.
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Figura H.10: Variação paramétrica do tipo p2 com α = 1 e β = 0.001 - Comportamento do

controlador com revitalização de estado para o modelo de quarta ordem para um ciclo de 15000

iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura H.11: Variação paramétrica do tipo p2 com α = 1 e β = 0.001 - O comportamento dos

traços e os autovalores associados do modelo de malha fechada para um ciclo de 15000 iterações,

com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura H.12: Variação paramétrica do tipo p2 com α = 1 e β = 0.001 - O comportamento dos

traços e os autovalores associados do modelo de malha fechada para um ciclo de 15000 iterações,

com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura H.13: Variação paramétrica do tipo p2 com α = 0.25 e β = 1013 - Comportamento

dos estados com revitalização para o modelo de quarta ordem para um ciclo de 8000 iterações,

com fator de esquecimento µ = 0.92. Os estados são inicializados com x0 = [0.22 − 0.25 −

0.005 0.005]T e a revitalização com xrevit = [0.1 0.1 0.1 0.1]T - Algoritmo RLSµ-UDUT -HDP-

DLQR Otimístico.



APÊNDICE H. EXPERIMENTOS COMPLEMENTARES 1 253

0 1000 2000 3000 4000 5000 6000 7000 8000
−0.1

0

0.1

0.2

0.3

k amostras

E
st

ad
o

s 
x1 k

 

 

x
1

k

0 1000 2000 3000 4000 5000 6000 7000 8000
−0.4

−0.2

0

0.2

0.4

k amostras

E
st

ad
o

s 
x2 k

 

 

x
2

k

0 1000 2000 3000 4000 5000 6000 7000 8000
−0.05

0

0.05

0.1

0.15

k amostras

E
st

ad
o

s 
x3 k

 

 

x
3

k

0 1000 2000 3000 4000 5000 6000 7000 8000
−0.05

0

0.05

0.1

0.15

k amostras

E
st

ad
o

s 
x4 k

 

 

x
4

k

Figura H.14: Variação paramétrica do tipo p2 com α = 0.25 e β = 1013 - Comportamento

dos estados com revitalização para o modelo de quarta ordem para um ciclo de 8000 iterações,

com fator de esquecimento µ = 0.92. Os estados são inicializados com x0 = [0.22 − 0.25 −

0.005 0.005]T e a revitalização com xrevit = [0.1 0.1 0.1 0.1]T - Algoritmo RLSµ-HDP-DLQR

Otimístico.
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Figura H.15: Variação paramétrica do tipo p2 com α = 0.25 e β = 1013 - Comportamento

do controlador com revitalização de estado para o modelo de quarta ordem para um ciclo de

8000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura H.16: Variação paramétrica do tipo p2 com α = 0.25 e β = 1013 - Comportamento do

controlador com revitalização de estado para o modelo de quarta ordem para um ciclo de 8000

iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura H.17: Variação paramétrica do tipo p2 com α = 0.25 e β = 1013 - O comportamento dos

traços e os autovalores associados do modelo de malha fechada para um ciclo de 8000 iterações,

com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura H.18: Variação paramétrica do tipo p2 com α = 0.25 e β = 1013 - O comportamento dos

traços e os autovalores associados do modelo de malha fechada para um ciclo de 8000 iterações,

com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura H.19: Variação paramétrica do tipo p2 com α = 1, 5 e β = ∞ - Comportamento dos

estados com revitalização para o modelo de quarta ordem para um ciclo de 8000 iterações,

com fator de esquecimento µ = 0.92. Os estados são inicializados com x0 = [0.22 − 0.25 −

0.005 0.005]T e a revitalização com xrevit = [0.1 0.1 0.1 0.1]T - Algoritmo RLSµ-UDUT -HDP-

DLQR Otimístico.
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Figura H.20: Variação paramétrica do tipo p2 com α = 1, 5 e β = ∞ - Comportamento do

controlador com revitalização de estado para o modelo de quarta ordem para um ciclo de 8000

iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimís-

tico.
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Figura H.21: Variação paramétrica do tipo p2 com α = 1, 5 e β = ∞ - O comportamento dos

traços e os autovalores associados do modelo de malha fechada para um ciclo de 8000 iterações,

com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.1: Variação paramétrica do tipo p1 com α = 10 e β = 0.1 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.

258



APÊNDICE I. EXPERIMENTOS COMPLEMENTARES 2 259

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−15

−10

−5

0

5

10

a) k amostras

p
1

2

 

 

θ
estim

θ
0

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−40

−20

0

20

b) k amostras

p
1

3

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−20

−10

0

10

20

c) k amostras

p
1

4

Figura I.2: Variação paramétrica do tipo p1 com α = 10 e β = 0.1 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.3: Variação paramétrica do tipo p1 com α = 10 e β = 0.1 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.4: Variação paramétrica do tipo p1 com α = 10 e β = 0.1 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 10000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Figura I.5: Variação paramétrica do tipo p1 com α = 10 e β = 10 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 2200 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura I.6: Variação paramétrica do tipo p1 com α = 10 e β = 10 - Evolução do processo iterativo

para os parâmetros p12, p13 e p14 para um ciclo de 2200 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura I.7: Variação paramétrica do tipo p1 com α = 10 e β = 10 - Evolução do processo iterativo

para os parâmetros p23, p24 e p34 para um ciclo de 2200 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Figura I.8: Variação paramétrica do tipo p1 com α = 10 e β = 10 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo de

2200 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-HDP-DLQR Otimístico.
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Variação paramétrica do tipo p2 com α = 1 e β = 1
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Figura I.9: Variação paramétrica do tipo p2 com α = 1 e β = 1 - Evolução do processo iterativo

para os parâmetros pii para um ciclo de 10000 iterações, com fator de esquecimento µ = 0.92 -

Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.10: Variação paramétrica do tipo p2 com α = 1 e β = 1 - Evolução do processo iterativo

para os parâmetros p12, p13 e p14 para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.11: Variação paramétrica do tipo p2 com α = 1 e β = 1 - Evolução do processo iterativo

para os parâmetros p23, p24 e p34 para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.12: Variação paramétrica do tipo p2 com α = 1 e β = 1 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 10000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Variação paramétrica do tipo p2 com α = 1 e β = 10
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Figura I.13: Variação paramétrica do tipo p2 com α = 1 e β = 10 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.14: Variação paramétrica do tipo p2 com α = 1 e β = 10 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.15: Variação paramétrica do tipo p2 com α = 1 e β = 10 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.16: Variação paramétrica do tipo p2 com α = 1 e β = 10 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 10000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Variação paramétrica do tipo p2 com α = 1 e β = 100
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Figura I.17: Variação paramétrica do tipo p2 com α = 1 e β = 100 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.18: Variação paramétrica do tipo p2 com α = 1 e β = 100 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.19: Variação paramétrica do tipo p2 com α = 1 e β = 100 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.20: Variação paramétrica do tipo p2 com α = 1 e β = 100 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 10000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Variação paramétrica do tipo p2 com α = 10 e β = 0.01
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Figura I.21: Variação paramétrica do tipo p2 com α = 10 e β = 0.01 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−15

−10

−5

0

5

10

a) k amostras

p 12

 

 

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−10

0

10

20

b) k amostras

p 13

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−15

−10

−5

0

5

10

c) k amostras

p 14

θ
estim

θ
0

Figura I.22: Variação paramétrica do tipo p2 com α = 10 e β = 0.01 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.23: Variação paramétrica do tipo p2 com α = 10 e β = 0.01 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.24: Variação paramétrica do tipo p2 com α = 10 e β = 0.01 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 10000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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Variação paramétrica do tipo p2 com α = 10 e β = 0.1
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Figura I.25: Variação paramétrica do tipo p2 com α = 10 e β = 0.1 - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 10000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−15

−10

−5

0

5

10

a) k amostras

p 12

 

 

θ
estim

θ
0

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−20

−10

0

10

20

b) k amostras

p 13

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
−30

−20

−10

0

10

20

c) k amostras

p 14

Figura I.26: Variação paramétrica do tipo p2 com α = 10 e β = 0.1 - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.27: Variação paramétrica do tipo p2 com α = 10 e β = 0.1 - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 10000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.28: Variação paramétrica do tipo p2 com α = 10 e β = 0.1 - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 10000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.



APÊNDICE I. EXPERIMENTOS COMPLEMENTARES 2 273

Variação paramétrica do tipo p2 com α = 1, 5 e β = ∞
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Figura I.29: Variação paramétrica do tipo p2 com α = 1, 5 e β = ∞ - Evolução do processo

iterativo para os parâmetros pii para um ciclo de 8000 iterações, com fator de esquecimento

µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.

0 1000 2000 3000 4000 5000 6000 7000 8000
−15

−10

−5

0

5

10

a) k amostras

p
1
2

 

 

θ
estim

θ
0

0 1000 2000 3000 4000 5000 6000 7000 8000
−20

−10

0

10

20

b) k amostras

p
1
3

0 1000 2000 3000 4000 5000 6000 7000 8000
−30

−20

−10

0

10

c) k amostras

p
1
4

Figura I.30: Variação paramétrica do tipo p2 com α = 1, 5 e β = ∞ - Evolução do processo

iterativo para os parâmetros p12, p13 e p14 para um ciclo de 8000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.31: Variação paramétrica do tipo p2 com α = 1, 5 e β = ∞ - Evolução do processo

iterativo para os parâmetros p23, p24 e p34 para um ciclo de 8000 iterações, com fator de

esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR Otimístico.
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Figura I.32: Variação paramétrica do tipo p2 com α = 1, 5 e β = ∞ - Número de condição do

fator Cholesky G(k) da matriz de covariância Γ(k) e parâmetro de positividade para um ciclo

de 8000 iterações, com fator de esquecimento µ = 0.92 - Algoritmo RLSµ-UDUT -HDP-DLQR

Otimístico.
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